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Introduction

La prédiction à plusieurs pas apparâıt dans de nombreuses applications telles que la

prédiction de données économiques ou géophysiques, la prédiction de la consommation

électrique ou la commande de processus. La plupart du temps, les prédicteurs à plu-

sieurs pas sont calculés à partir d’un modèle initial ajusté aux données disponibles en

remplaçant les données futures apparaissant dans le modèle par leur propre prédiction.

Cette méthode utilise le modèle initial comme s’il s’agissait du ¿ véritable À modèle ayant

généré les données. Comme, en pratique, le modèle ajusté peut être incorrect, une méthode

directe pour la prédiction à plusieurs pas consistant à ajuster un modèle différent pour

chaque pas peut être plus appropriée. L’algorithme de Levinson-Durbin permet de cal-

culer les paramètres de modèles autorégressifs d’ordre croissant minimisant une erreur

quadratique moyenne de prédiction correspondant à un pas donné, et ceci quel que soit ce

pas. Par conséquent, il est possible d’utiliser cet algorithme pour ajuster chaque modèle

autorégressif indépendamment des autres. Lorsque les données à prédire sont consécutives

dans le temps, il est naturel de se demander si les coefficients des prédicteurs à plusieurs pas

peuvent être calculés d’une manière plus efficace. L’idée est alors d’utiliser des relations

entre ces coefficients qui soient non seulement récursives sur l’ordre comme dans l’algo-

rithme de Levinson-Durbin, mais aussi récursives sur le pas de prédiction. Des relations

récursives sur le pas existent dans la littérature lorsque la prédiction est basée sur le passé

infini, mais n’existaient pas lorsque la taille du passé est finie. Ces relations permettent

de calculer les prédicteurs à plusieurs pas plus efficacement qu’en utilisant l’algorithme

de Levinson-Durbin ou l’algorithme des innovation. Enfin, elles peuvent être facilement

adaptées au cas d’une série chronologique vectorielle.

Dans de nombreuses situations pratiques, les données ne sont pas observées à des inter-

valles de temps réguliers, soit parce que certaines données sont manquantes, soit parce

qu’une analyse statistique prudente conduit à éliminer certaines données que l’on juge

3



Introduction 4

peu fiables. Dans ces cas, un modèle paramétrique peut être ajusté aux données soit en

maximisant la fonction de vraisemblance exacte des données observées, soit en utilisant

un algorithme de type EM. Lorsque le modèle paramétrique admet une représentation par

espace d’état de dimension finie comme c’est le cas par exemple pour un modèle ARMA,

cette représentation peut être modifiée pour tenir compte des données manquantes et la

fonction de vraisemblance exacte peut être calculée au moyen des récursions de Kalman

associées. Ensuite, des estimées des données manquantes peuvent être obtenues en uti-

lisant un algorithme de lissage appliqué à la représentation d’état modifiée. Une autre

approche consiste à utiliser des formules explicites des estimées des données manquantes

dans lesquelles les paramètres inconnus sont remplacés par leurs estimations. Cette ap-

proche directe est plus efficace, particulièrement si le nombre de données manquantes est

faible. De plus, des formules explicites sont utiles pour analyser théoriquement l’influence

des positions des données manquantes sur les variances d’erreur d’interpolation. Bondon

(2003), s’est intéressé au problème de la prédiction d’une série chronologique dont le passé

est altéré par des données manquantes. Le nombre d’observations manquantes est sup-

posé fini mais les indices temporels de ces données sont quelconques. Cette hypothèse est

conforme à ce que l’on rencontre dans la pratique. Son travail s’est soldé par le résultat

suivant : si le prédicteur basé sur le passé complet admet une représentation autorégressive,

alors le meilleur prédicteur linéaire en moyenne quadratique basé sur le passé incomplet

admet aussi une représentation autorégressive.

La présente thèse porte sur la prédiction de séries chronologiques dans le cas de valeurs

manquantes. Elle apporte à la fois une nouvelle contribution et présente un tour d’horizon

sur les divers résultats dans le domaine. Notre contribution est une étude comparative entre

deux méthodes d’estimation de données manquantes par rapport au critère de proximité

de Pitman. Elle est présentée au chapitre 2. Le reste de la thèse est organisé comme suit :

dans le premier chapitre, nous nous sommes intéressés au problème de prédiction de

séries chronologiques stationnaires. Dans un premier temps, nous exposons des relations

de récurrence entre les coefficients des prédicteurs. Nous présentons ensuite, une méthode

permettant d’effectuer des prévisions d’une combinaison linéaire d’observations futures. Ce

chapitre s’acheve par la prédiction de processus p-stationnaires.

Le deuxième chapitre est consacré à l’estimation des données manquantes d’une série chro-

nologique. En premier lieu, nous résolvons le problème d’une seule donnée manquante en

nous appuyant sur la décomposition de Wold. Cette procédure se généralise facilement

au cas de plusieures données manquantes. En second lieu, nous présentons une méthode
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d’estimation dite interpolation suboptimale. Cette méthode consiste à construire deux esti-

mations de la donnée manquante basées sur les observations passées et futures, ensuite nous

chercherons la meilleure combinaison linéaire des deux estimations obtenues. En adaptant

le critère de proximité de Pitman à la comparaison des estimateurs de données manquantes

d’une série chronologique, nous montrons la supériorité de la méthode d’interpolation sur

la méthode classique de prédiction linéaire.

Dans le troisième chapitre, nous nous intéressons au problème de la prédiction de Xt

lorsque le passé infini de Xt est altéré par des données manquantes. Après quelques outils

préliminaires, nous présentons l’algorithme d’innovation généralisé. Une formule explicite

de la variance de l’erreur de prédiction est donnée dans la section 3. Dans la section 4,

Nous nous intéressons à la représentation autorégressive des prédicteurs à passé incom-

plet. La dernière section de ce chapitre porte sur l’influence des positions des données

manquantes sur la variance de l’erreur de prédiction. L’étude du comportement asympto-

tique du prédicteur à passé incomplet quand les indices des valeurs manquantes tendent

vers l’infini est ensuite présentée. Dans ce cas, le prédicteur à passé incomplet tend vers

le prédicteur à passé complet. Nous terminons par une caractérisation de la vitesse de

convergence des processus à courte dépendance de type ARMA et pour des processus à

longue dépendance de type ARMA fractionnaire (ARFIMA).



Chapitre 1

Prédiction de séries chronologiques

Ce chapitre porte sur la prédiction de séries chronologiques. Il s’agit de développer

différentes approches et algorithmes permettant d’atteindre l’objectif en question.

Nous nous limitons à l’étude de prédicteurs linéaires. Le critère retenu pour mesurer la

qualité d’un prédicteur X̂ de X est l’erreur quadratique E[(X̂ − X)2]. Pratiquement, il

permet de pénaliser plus fortement les grandes erreurs que les petites. Mathématiquement,

il permet de se placer dans l’espace de Hilbert L2(Ω,F ,P ) des variables aléatoires réelles
de carrés intégrables et de pouvoir utiliser tous les outils afférents notamment pour expli-

citer X̂. On obtient ainsi un prédicteur ponctuel et une estimation de l’erreur quadratique

commise.

Il est important de noter que le prédicteur de Weinner-Kolmogorov, noté X̂n+h est un

prédicteur de référence pour lequel l’erreur quadratique de prédiction est minimum. Plus

précisément, X̂n+h est le meilleur prédicteur linéaire à l’horizon h, au sens de L
2, connais-

sant le passé infini {Xn+1−j ,j ≥ 1}, c’est-à-dire, X̂n+h est la projection de Xn+h sur le

sous-espace engendré par la famille de variables aléatoires {Xn+1−j ,j ≥ 1}.
Le prédicteur de Weinner-Kolmogorov s’écrit :

X̂n+h = PnXn+h =
∞
∑

j=0

ajXn−j

où Pn est le projecteur sur le sous espace engendré par la famille {Xj,j ≤ n}.
Les aj,j ∈ N s’obtiennent en minimisant l’espérance :

E[(X̂n+h −Xn+h)
2].

En pratique on ne ne dispose jamais d’un nombre infini d’observations, on ne peut donc pas

6
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utiliser le prédicteur de Weinner-Kolmogorov. On a alors deux possibilités : soit recourir

au prédicteur de Weinner-Kolmogorov tronqué soit utiliser le prédicteur projeté sur les n

dernières observations disponibles.

Le prédicteur projeté sur les n dernières observations fera l’objet des deux premières sec-

tions en supposant que le processus est stationnaire. Dans ce contexte, des algorithmes et

des relations de récurrence entres les coefficients des prédicteurs sont établies en s’appuyant

sur le domaine des temps. Il est également possible d’obtenir d’autres relations récurrentes

en utilisant le domaine des fréquences, ce qui fera l’objet de la section 3. Dans la section

4, nous nous intéressons aux prévisions de combinaisons linéaires d’observations futures.

Le chapitre sera achevé par un exposé synthétique de certains résultats portant sur les

processus p-stationnaires.

1.1 Méthodes de calcul des coefficients des prédicteurs

Considérons une série chronologique {Xt, t ∈ Z}, à valeurs réelles et de variance finie.
On suppose ce processus stationnaire dans le sens où sa fonction de covariance Cov(Xs,Xt)

ne dépend que de t− s. Cette hypothèse est fondamentale et correspond à une régularité

dans le temps de certaines propriétés statistiques du processus. En pratique, la station-

narité n’est pas nécessairement satisfaite et devra donc être vérifiée au moyen de tests

statistiques adéquats. La stationnarité permet d’obtenir des informations sur des données

futures en utilisant des statistiques calculées au moyen de données passées. Le problème de

la prédiction linéaire à un pas deXt consiste à trouver une fonction linéaire deXt−1,Xt−2, . . .

qui approxime Xt au sens de l’erreur quadratique moyenne. En pratique, on dispose seule-

ment d’un nombre fini d’observationsXt−1,Xt−2, . . . ,Xt−n à partir desquelles on construit le

prédicteur X̂t,n sous la forme X̂t,n =
∑n

k=1 ak,n,tXt−k. Les coefficients ak,n,t sont obtenus en

régressant Xt sur Xt−1,Xt−2, . . . ,Xt−n. L’hypothèse de stationnarité permet de démontrer

que les coefficients ak,n,t sont indépendants de t. On pose alors ak,n,t = ak,n, et le calcul des

paramètres ak,n nécessite l’inversion d’une matrice de covariance de taille n. Quand n est

grand, il est souvent plus commode de résoudre le problème de prédiction en supposant que

l’on dispose d’un nombre infini d’observations (n =∞). On note X̂t le prédicteur linéaire

de Xt correspondant, et on suppose que X̂t peut s’écrire sous la forme X̂t =
∑∞

k=1 akXt−k

où la série converge en moyenne quadratique. On dit alors que Xt admet une représentation

autorégressive, et les coefficients ak s’appellent les paramètres autorégressifs. Des condi-

tions assez faibles sur la densité spectrale f de {Xt} garantissant l’existence et l’unicité
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d’une représentation autorégressive. Un prédicteur de Xt à l’échantillon de taille finie n

est obtenu par la série tronquée St,n =
∑n

k=1 akXt−k. L’intérêt de cette approche est que

les paramètres ak ne dépendent pas de la taille du passé n, ils dépendent uniquement des

coefficients de Fourier de ln f et peuvent être calculés facilement.

1.1.1 Equations de prédiction

Soit X̂n+1 le prédicteur de la variable Xn+1 défini par

X̂n+1 =

{

0 si n = 0,
P1,nXn+1 si n ≥ 1,

où Pk,l est le projecteur sur Hk,l = sp{Xj, k ≤ j ≤ l}.
Comme X̂n+1 ∈ H1,n, il s’écrit

X̂n+1 =
n
∑

j=1

φnjXn+1−j , n ≥ 1, (1.1)

où les φn1,φn2, . . . ,φnn vérifient les équations de prédiction suivantes :

〈

n
∑

i=1

φniXn+1−i,Xn+1−j

〉

=< Xn+1,Xn+1−j > j = 1, . . . ,n (1.2)

En utilisant la linéarité du produit scalaire, ces équations peuvent s’écrire sous la forme

n
∑

i=1

φniγ(i− j) = γ(j), j = 1, . . . ,n. (1.3)

ou d’une manière plus compacte

ΓnΦn = γn, (1.4)

où Γn = [γ(i− j)]i,j=1,...,n, γn = (γ(1), . . . ,γ(n))
′ et Φn = (φn1,φn2, . . . ,φnn)

′. Si Γn est non

sigulière, alors (1.4) admet une seule solution donnée par

Φn = Γ
−1
n γn. (1.5)

C’est notamment le cas sous les hypothèses de la proposition suivante.

Proposition 1.1. Si γ(0) > 0 et γ(h) → 0 quand h → ∞ alors la matrice de covariance

Γn = [γ(i− j)]i,j=1,...,n de (X1, . . . ,Xn) est non-singulière pour tout n.
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Corollaire 1.1. Sous les hypothèses de la proposition 1.1, le meilleur prédicteur linéaire

X̂n+1 de Xn+1 en fonction de X1, . . . ,Xn est

X̂n+1 =
n
∑

i=1

φniXn+1−i, n = 1,2, . . . , (1.6)

où Φ = (φn1, . . . ,φnn)
′ = Γ−1

n γn, γn = (γ(1), . . . ,γ(n))
′ et Γn = [γ(i− j)]i,j=1,...,n. De plus,

l’erreur quadratique moyenne est νn = γ(0)− γnΓ
−1
n γn.

Calcul des coefficients des prédicteurs

L’équation (1.5) donne l’expression du prédicteur mais nécessite le calcul de l’inverse de la

matrice Γ. Dans ce qui suit, nous décrivons deux algorithmes récursifs simples et efficaces

permettant d’obtenir l’expression du meillleur prédicteur linéaire X̂n+1,n ≥ 1 défini dans
(1.6), sans avoir à calculer explicitement l’inverse de Γ. Nous montrons également comment

ce prédicteur peut être utilisé pour trouver l’expression de X̂n+h, h ≥ 2.

1.1.2 Algorithme de Durbin-Levinson

L’algorithme de Durbin-Levinson donne un schema récursif pour calculer les coefficients

Φn = (φn1, . . . ,φnn)
′ du prédicteur X̂n+1 défini dans (1.6) ainsi que les erreurs quadratiques

moyennes de la prédiction définies par

νn = E[Xn+1 − X̂n+1]
2, n ≥ 1. (1.7)

Il est clair que ν0 = 0.

Proposition 1.2. Si {Xt} est stationnaire, centré de fonction d’autocovariance γ(·) telle
que γ(0) > 0 et γ(h) → 0 quand h → ∞, alors les coefficients φnj et l’erreur quadratique

moyenne νn définie dans (1.6) et (1.7) vérifient φ11 = γ(1)/γ(0), ν0 = γ(0),

φnn =

[

γ(n)−
n−1
∑

j=1

φn−1,jγ(n− j)

]

ν−1
n−1 (1.8)







φn1
...
φn,n−1






=







φn−1,1
...
φn−1,n−1






− φnn







φn−1,n−1
...
φn−1,1






(1.9)

et

νn = νn−1[1− φ2
nn]. (1.10)
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Démonstration. Par définition, H2,n = sp{X2, . . . ,Xn} et H⊥1,1 = sp{X1 − PH2,n
X1} sont

deux sous espaces orthogonaux de H1,n. Ce qui implique ∀Y ∈ L2(Ω,F ,p), P1,nY =

P2,nY + P⊥1,1Y où P⊥1,1 est le projecteur sur H⊥1,1 = sp{X1 − PH2,n
X1}.

Donc

X̂n+1 = P2,nXn+1 + P⊥1,1Xn+1 = P2,nXn+1 + a(X1 − P2,nX1), (1.11)

où

a =< Xn+1,X1 − P2,nX1 > /‖X1 − P2,nX1‖2. (1.12)

La stationnarité du processus entraine que les vecteurs (X1, . . . ,Xn)
′ et (X2, . . . ,Xn+1)

′ ont

une même matrice d’autocovariance, et pour la même raison, les vecteurs (Xn,Xn−1, . . . ,X1)
′

et (X2, . . . ,Xn+1)
′ ont également la même matrice de covariance, par conséquent

P2,nX1 =
n−1
∑

j=1

φn−1,jXj+1 (1.13)

P2,nXn+1 =
n−1
∑

j=1

φn−1,jXn+1−j (1.14)

et

‖X1 − P2,nX1‖2 = ‖Xn+1 − P2,nXn+1‖2 = ‖Xn − X̂n‖2 = νn−1. (1.15)

En utilisant (1.11), (1.13) et (1.14), on obtient

X̂n+1 = aX1 +
n−1
∑

j=1

[φn−1,j − aφn−1,j−j ]Xn+1−j . (1.16)

De (1.11)

a =
(

< Xn+1,X1
> −∑n−1

j=1 φn−1,j < Xn+1,Xj+1 >
)

ν−1
n−1

=
[

γ(n)−∑n−1
j=1 φn−1,jγ(n− j)

]

ν−1
n−1.

(1.17)

La proposition (1.1) nous assure l’unicité de la représentation

X̂n+1 =
n
∑

j=1

φnjXn+1−j . (1.18)

En identifiant, les paramètres dans (1.16) et (1.18), on déduit

φnn = a (1.19)

et

φnj = φn−1,j − aφn−1,n−j , j = 1, . . . ,n− 1. (1.20)
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De (1.8) et (1.9) découle

νn = ‖Xn+1 − X̂n+1‖2

= ‖Xn+1 − P2,nXn+1‖2 + ‖P⊥1,1Xn+1‖ − < Xn+1 − P2,nXn+1,P
⊥
1,1Xn+1 >

= νn−1 + a2νn−1 − 2a < Xn+1,X1 − P2,nX1 > .

(1.21)

En utilisant (1.15) et l’orthogonalité de H2,n avec H⊥1,1 on obtient

νn = νn−1(1− a2). (1.22)

1.1.3 Algorithme d’innovation et applications

L’idée principale de l’algorithme de Durbin-Levinson est de décomposer le sous espace

H1,n en deux sous espaces orthogonaux H2,n et H⊥1,1. L’idée de l’algorithme d’innovation
est de décomposer le sous espace H1,n en n sous espaces orthogonaux. L’algorithme qui

suit permet d’étendre l’expression du prédicteur à un cadre plus général qui inclut le cas

non stationnaire.

Proposition 1.3. (Brockwell et Davis, 1991)

Si {Xt} est centré et E[XiXj] = κ(i,j), où la matrice [κ(i,j)]ni,j=1 est non-singulière pour

tout n = 1,2, . . . , alors les coefficients du prédicteur X̂n+1,n ≥ 0 défini par

X̂n+1 =











0 si n = 0
n
∑

j=1

θnj(Xn+1−j − X̂n+1−j) si n ≥ 1 (1.23)

et les erreurs quadratiques νn s’obtiennent par les relations de récurrence suivantes :










ν0 = κ(1,1).

θn,n−k = ν−1
k

(

κ(n+ 1,k + 1)−∑k−1
j=0 θk,k−jθn,n−jνj

)

, k = 0,1, . . . ,n− 1,
νn = κ(n+ 1,n+ 1)−∑n−1

j=0 θn,n−jνj.

(1.24)

Prévision d’un ARMA

Rappelons qu’un processus aléatoire {Xt} du second ordre (E[X2
t ] < ∞) admet une

représentation ARMA d’ordre p et q, s’il est solution d’une équation aux différentielles

stochastiques de la forme

Xt −
p
∑

i=1

φiXt−i = εt +

q
∑

i=1

θiεt−i, t ∈ Z
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ou encore

Φ(B)Xt = Θ(B)εt, t ∈ Z

où {εt} est un processus bruit blanc, i.e. une suite de variables aléatoires non corrélées
(E[εtεt−h] = 0,h 6= 0) de moyenne E[εt] nulle et de variance σ2, et Φ(B) = −∑p

j=1 φjB
j et

Θ(B) =
∑q

j=1 θjB
j, θj ∈ R,∀j < p, φj ∈ R, ∀j < q, φ0 = θ0 = 1 et (φp,θq) ∈ R

∗ × R
∗.

Introduisons un processus transformé, en notant m = max(p,q),










Wt =
1

σ
Xt, t = 1, . . . ,m

Wt =
1

σ
(Xt − a1Xt−1 − . . .− apXt−p) , t > m.

De plus, on définit b0 = 0 pour j > q. On supposera aussi que p ≥ 1 et q ≥ 1 quitte à choisir
des coefficients égaux à 0. Supposons aussi qu’on ait calculé la fonction d’auto-covariance

de {Xt,t ∈ Z}. L’auto-covariance κ(i,j) = E[WiWj], i,j ≥ 1 s’écrit alors :










































1

σ2
γX(i− j), 1 ≤ i,j ≤ m

1

σ2
(γX(i− j)−

p
∑

r=1

arγX(r − |i− j|)), min(i,j) ≤ m ≤ max(i,j) ≤ 2m
q
∑

r=0

brbr+|i−j|, min(i,j) > m

0 sinon

En appliquant l’algorithme d’innovation à Wt, on obtient






















Ŵn+1 =
n
∑

j=1

θnj

(

Wn+1−j − Ŵn+1−j

)

, 1 ≤ n < m

Ŵn+1 =

q
∑

j=1

θnj

(

Wn+1−j − Ŵn+1−j

)

, n ≥ m

où les coefficients θnj et les ereurs quadratiques moyennes νn = E
[

Wn+1 − Ŵn+1

]2

sont

calculés récursivement par l’algorithme d’innovation. On notera que θnj = 0 si n ≥ m et

j > q. C’est la conséquence de κ(r,s) = 0 si r > m et |r − s| > q.

Maintenant, comme Xt − X̂t = σ(Wt − Ŵt), on aura finalement, pour tout t ≥ 1






















X̂n+1 =
n
∑

j=1

θnj

(

Xn+1−j − X̂n+1−j

)

, 1 ≤ n < m

X̂n+1 = a1Xn+1 + . . .+ apXn+1−p +

q
∑

j=1

θnj

(

Xn+1−j − X̂n+1−j

)

, n ≥ m.
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Prévision d’un PARMA

Les techniques standards d’analyse de séries chronologiques ont longtemps reposé sur les

propriétés fondamentales de linéarité et de stationnarité. Eu égard à leurs coefficients

constants et à leur dynamique linéaire, les modèles autorégressifs moyennes mobiles (ARMA)

ont ainsi fait l’objet d’un intêret croissant depuis le début des années 1980. Cependant,

de nombreuses recherches ont démontré que les hypothèses de linéarité et de stationna-

rité n’étaient qu’un confort appréciable dans l’étude probabiliste et statistique du modèle.

Le recours à des modèles plus souples est alors vivement apparu comme une nécessité en

séries chronologiques, parmi ces modèles, nous citons les modèles à structurte périodique.

Notons que ces modèles apparaissent dans plusieurs domaines, la climatologie (Hannan,

1955; Jones et Brelsford 1967, Lund et al., 1995), l’hydrologie (McLeod, 1993), économétrie

(Parzen et Pagano, 1979).

Définition 1.1. Un processus du second ordre {Yt; t ∈ Z} de moyenne µt et de fonction
d’autocovariance γ(t,s) est dit périodiquement corrélé (ou périodique au sens faible), s’il

existe un entier positif d, tel que pour tout t,s ∈ Z, on ait

µt+sd = µt
γ(t+ dτ,s+ dτ) = γ(t,s), ∀τ ∈ Z.

Le plus petit positif d satisfaisant à ces deux conditions est appelé la période du pro-

cessus périodiquement corrélé Yt. Gladyshev (1961) a établi un lien entre un processus

périodiquement corrélé de période d et un processus d-varié stationnaire, c’est à dire, on

peut représenter un processus périodique, de période d (d ≥ 2), par un processus d-varié
stationnaire.

Définition 1.2. On dit qu’un processus périodiquement corrélé {Yt; t ∈ Z} admet une
représentation autorégressive moyenne mobile d’ordre pt et qt, périodique de période d,

noté ARMA(pt,qt), s’il est solution d’une équation aux différence stochastique de la forme

Yt −
pt
∑

i=1

φt,iYt−i = εt −
qt
∑

j=1

θt,jεt−j, t ∈ Z (1.25)

qui s’écrit encore sous la forme :

Φt(L)Yt = Θt(L)εt, t ∈ Z,

où {εt; t ∈ Z} est un processus non corrélé de moyenne nulle et de variance σ2
t .

Les coefficients autorégressifs φt,i, i = 1, . . . ,pt, les coefficients moyenne mobile θt,j, j =
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1, . . . ,qt, l’ordre (pt,qt) ainsi que la variance du bruit blanc σ
2
t sont des fonctions périodiques

dans le temps de période d, c’est à dire :

φt+dk = φt,i pour i = 1, . . . ,pt
θt+dk,i = θt,i, pour j = 1, . . . ,qt
σ2
t+dk,j = σ2

t

pt+dk = pt
qt = qt+dk, ∀k,t ∈ Z

et les deux polynômes périodiques Φt(L) et Θ(L) sont donnés par :

Φt(L) = −
pt
∑

i=1

φt,iL
i et Θt(L) = 1−

qt
∑

j=1

θt,jL
j, t ∈ Z

où L est l’opérateur retard (LjYt = Yt−j,t ∈ Z,j ∈ N).

L’équation (1.25) peut s’écrire sous forme d’un modèle ARMA d-varié stationnaire (voir

Vacchia 1985a)

Φ0Xn−k

p∗
∑

k=1

Φ(k)Xn−k = Θ0η0 +

q∗
∑

k=1

Θkηn−k, (1.26)

où Xn = (YNd+1, . . . ,Ynd+d)
′ et η = (εnd+1, . . . ,εnd+d)

′, l’ordre (p∗,q∗) est donné par

p∗ = max
1≤i≤d

(

pi − i

d
+ 1

)

q∗ = max
1≤i≤d

(

qi − i

d
+ 1

)

.

Les matrices carrées (d × d) des paramètres autorégressifs Φ0 et Φj,j = 1, . . . ,p∗ et des

paramètres de la représentation moyenne mobile Θ0 et Θi,i = 1, . . . ,q
∗ sont données par

(Φ0)i,j =







1 i = j
0 i < j, (Φk)i,j = φkd+i−j(i) 1 ≤ k ≤ p∗.
φi−j(i) i > j

(1.27)

La solution de l’équation (1.25) est unique et peut être représentée par une forme périodique

causale donnée par

Ynd+h =
∞
∑

k=1

ψk(h)εnd+h−k, (1.28)

où les coefficients ψk(h) sont absolument sommables, i.e.

∞
∑

k=1

|ψk(k)| <∞. (1.29)
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Pour tout 1 ≤ h ≤ d, la représentation causale donnée par (1.28) est vérifiée si

det

[

Φ0 −
∞
∑

k=1

Φkz
k

]

6= 0 (1.30)

pour tout |z| ≤ 1, (Vacchia, 1985a). Les coefficients ψk(h) s’obtiennent en itérant la

récurrence

ψk(h) = θk(h)1k≤q +

min(k,p)
∑

j=1

φj(h)ψk−j(h− j) k ≥ 1, 1 ≤ h ≤ d. (1.31)

La représentation périodique inversible

εnd+h =
∞
∑

k=0

πk(h)Ynd+h−k (1.32)

où
∞
∑

k=1

|πk(h)| <∞ (1.33)

pour tout 1 ≤ h ≤ d, la représentation (1.32) est vérifiée si

det

[

Θ0 +

q∗
∑

k=1

Θkz
k

]

6= 0 (1.34)

pour tout |z| ≤ 1. Les coefficients de cette représentation s’obtiennent par la relation

πk(h) = −φk(h)1[k≤p] −
min(k,p)
∑

j=1

θj(h)πk−j(h− j) k ≥ 1,1 ≤ h ≤ T. (1.35)

Bentarzi et Hallin (1993) donnent une condition nécessaire et suffisante pour qu’un pro-

cessus PARMA soit causal et inversible.

Dans ce qui suit, en posant m = max(p,q), nous allons vérifier que l’expression du meilleur

prédicteur linéaire de la forme

Ŷt+1 = PtYt+1 (1.36)

est

Ŷnd+h =
nd+h−1
∑

j=1

ϑnd+h−1,j(Ynd+h−j − Ŷnd+h−j) 2 ≤ nd+ h ≤ m. (1.37)

et

Ŷnd+h =

p
∑

k=1

φk(h)Ynd+h−k +

q
∑

k=1

ϑnd+h−1(Ynd+h−k − Ŷnd+h−k) nd+ h > m (1.38)
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Pour établir (1.37), introduisons le processus transformé {Wt} défini par

Wnd+h =











Ynd+h nd+ h ≤ m,

Ynd+h −
p
∑

k=1

φk(h)Ynd+h−k nd+ h > m.
(1.39)

Comme sp{Y1, . . . ,Yn} = sp{W1, . . . ,Wn} pour tout t ∈ Z, il s’en suit que, Ŵnd+h =

Pt(Wt+1) et

Ŵnd+h = Ŷnd+h −
p
∑

k=1

φk(h)Ynd+h−k nd+ h > m (1.40)

d’où

Yt − Ŷt = Wt − Ŵt, t ≥ 1 (1.41)

et νt = E{Wt+1 − Ŵt+1} pour tout t ≥ 0.
En utilisant la notation κW (t,s) = Cov(Wt,Ws) et en appliquant l’algorithme d’innovation

au processus {Wt} en se donnant Ŵ1 = 0, ν0 = κW (1,1), on obtient

Ŵt+1 =
t
∑

j=1

ϑt,j(Wt+1−j − Ŵt+1−j) t ≥ 1 (1.42)

ϑt,t−k = ν−1
k

{

κW (t+ 1,k + 1)−
k−1
∑

j=0

ϑk,k−jϑt,t−jνj

}

0 ≤ k ≤ t− 1 (1.43)

et

νt = κW (t+ 1,t+ 1)−
t−1
∑

j=0

ϑt,t−jνj t ≥ 1. (1.44)

En utilisant Ŵj = Ŷj pour j ≤ m et (1.41) dans (1.42), on obtient (1.37).

En multipliant chaque membre de (1.42) par Wk+1 − Ŵk+1 pour 0 ≤ k ≤ t− 1, on obtient
νkϑt,t−k = E{Ŵt+1(Wk+1 − Ŵk+1)}

= E{Wt+1(Wk+1 − Ŵk+1)}
(1.45)

De (1.39), il s’en suit que, κW (t,j) = 0 pour t > m et |t− j| > q. Du fait que Wt+1− Ŵt+1

est une combinaison linéaire de Y1, . . . ,Yt+1−k et chacun d’eux est non corrélé avec Wt+1

alors

ϑt,k = 0 t ≥ m, k > q. (1.46)

En remplaçant (1.46) dans (1.42), on obtient (1.38).

Quelques manipulations directes montrent que (1.43) et (1.44) se réduisent à

ϑt,r = ν−1
t−1

{

κW (t+ 1,t− r + 1) −
q
∑

j=r+1

ϑt−r,j−rϑt,jνt−j)

}

t ≥ m, 1 ≤ r ≤ q (1.47)
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et

νt = κW (t+ 1,t+ 1) −
q
∑

j=1

ϑ2
t,jνt−j t ≥ m. (1.48)

Pour 1 ≤ j ≤ t et 1 ≤ t ≤ m−1, les coefficients {ϑt,j} et νt s’obtiennent par (1.43) et (1.44)
dans l’ordre suivant : ν0;ϑ1,1,ν1;ϑ2,2,ϑ2,1,ν2; . . . ;ϑm−1,m−1, . . . ,ϑm−1,1,νm−1. Pour t ≥ m et

1 ≤ j ≤ q, on utilise (1.47) et (1.48) pour les calcul des ϑt,j et νt. Ces derniers s’obtiennent

dans l’ordre ϑm,q,ϑm,q−1, . . . ,ϑm,1,νm;ϑm+1,q−1, . . . ,ϑm+1,1, νm+1; etc.

La mise en œuvre de cet algorithme nécessite le calcul des covariances du processus {Wt}.
En notant κX(t,s) = cov(Xt,Xs), il est facile de montrer que

κW (t,s) =







































κX(t,s) t ≤ m

κX(t,s)−
p
∑

k=1

φk(t)κX(t− k,s) s ≤ m ≤ 2m
q
∑

k=0

θk(s)θt−s+k(t)σ
2(s− k)1[0≤t−s+k≤q] s > m

0 ailleurs.

(1.49)

1.2 Prédiction à h pas

Dans cette section, nous allons nous intéresser à la construction du meilleur prédicteur

linéaire à h pas sur celle à 1 pas. En d’autres termes, des algorithmes et des relations de

récurrence entre les coefficients des prédicteurs Xn+h,h ≥ 1, d’une série chronologique sont
présentés.

Supposons que {Xn} soit purement non déterministe, de représentation MA(∞) donnée
par

Xn =
∞
∑

i=0

ciεn−i, (1.50)

où εn = Xn − Pn−1Xn, c0 = 1, et
∞
∑

i=0

c2i <∞. La représentation autorégressive AR(∞) de

{Xn} est

Xn = εn +
∞
∑

i=1

aiXn−i. (1.51)
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Il est bien connu que les paramètres de la représentation autorégressive et de la représentation

moyenne mobile sont liés par les relations

a0 = −1

ai = −
∞
∑

j=0

ajci−j i ≥ 1.

Comme {Xn} admet une représentation autorégressive, il en résulte de Bloomfield (1985)
que, pour tout h ≥ 1,

PnXn+h =
∞
∑

i=1

ahiXn+1−i,

où

ahi =
i+h−1
∑

j=0

cjai+h−1−j = −
i+h−1
∑

j=h

cjai+h−1−j i ≥ 1. (1.52)

Il est à noter, que les coefficients des prédicteurs à passé infini vérifient les relations de

récurrence :

ai = ai+h−1 +
h−1
∑

j=1

aja
h−j
i , (1.53)

ahi = ah−1
i+1 + ch−1ai. (1.54)

1.2.1 Relations de récurrence entre les coefficients des prédicteurs

Dans ce qui suit, deux relations de récurrence entre les coefficients des prédicteurs

d’horizon h,h ≥ 2 et les coefficients du prédicteurs d’horizon 1 sont présentées, dans le cas
d’un passé fini.

Proposition 1.4. (Bondon, 2001).

Pour tout h ≥ 1 et pour tout n ≥ 1,

ahn,i = a1
n+h−1,i+h−1 +

h−1
∑

j=1

a1
n+h−1,ja

h−j
n,i i = 1, . . . ,n. (1.55)

Démonstration. Pour h ≥ 1
H1,n ⊂ H1,n+h−1

et

P1,nXn+h = P1,noP1,n+h−1Xn+h
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par conséquent

P1,nXn+h = P1,n

n+h−1
∑

j=1

a1
n+h−1Xn+h−j

=
h−1
∑

j=1

an+h−1,jP1,nXn+h−j +
n+h−1
∑

j=h

a1
n+h−1Xn+h−j

=
h−1
∑

j=1

a1
n+h−1,j

n
∑

i=1

ah−jn,i Xn+1−i +
n
∑

i=1

a1
n+h−1,i+h−1Xn+1−i

ce qui est équivalent à (1.55) car {Xn} est non déterministe.

Proposition 1.5. (Bondon, 2001).

Pour un horizon de prévision h ≥ 2 et pour tout n ≥ 1

ahn,i = ah−1
n+1,i+1 + ah−1

n+1,1a
1
n,i i = 1, . . . ,n (1.56)

νhn = νh−1
n+1 +

(

ah−1
n+1,1

)2
ν1
n. (1.57)

Démonstration. Comme

H1,n+1 = H1,n ⊕ sp {Xn+1 − P1,nXn+1}

donc

P1,n+1Xn+h = P1,nXn+h + λ(Xn+1 − P1,nXn+1) (1.58)

où λ ∈ R. L’équation (1.58 ) est équivalente à

n+1
∑

i=1

ah−1
n+1,iXn+2−i =

n
∑

i=1

ahn,iXn+1−i + λXn+1 − λ

n
∑

i=1

a1
n,iXn+1−i.

On en déduit que

ah−1
n+1,1 = λ

et

ah−1
n+1,i+1 = ahn,i − λa1

n,i pour 1 ≤ i ≤ n.

Ce qui prouve (1.56).

Il en résulte aussi de (1.58) que

‖P1,n+1Xn+h‖2 = ‖P1,nXn+h‖2 + λ2ν1
n.
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Or

ν1
n = ‖Xn+h‖2 − ‖P1,nXn+h‖

et

νh−1
n+1 = ‖Xn+h‖2 − ‖P1,n+1Xn+h‖2.

Par conséquent,

νhn = νh−1
n+1 + λ2ν1

n,

ce qui donne (1.57).

Remarque 1.1. Si {Xt} est un processus autorégressif causal d’ordre p, alors ai = 0 pour
i > p dans (1.51). Par conséquent, les relations de récurrence données par (1.53) et (1.54)

peuvent être utilisées pour calculer P1,nXn+h pourvu que n ≥ p.

1.2.2 Algorithmes récursifs

Dans cette partie, le problème posé est un problème de réduction numérique. Autrement

dit, un problème de minimisation du nombre d’opérations nécessaires pour le calcul des

coefficients des prédicteurs. Visant cet objectif, nous montrons comment les relations (1.55),

(1.56) et (1.57) peuvent être utilisées pour le calcul des coefficients ahp,i et des ν
h
p pour

1 ≤ h ≤ s, où p est un ordre donné et s est l’horizon final de la prévision. Signalons au

passage, pour h = 1, on peut utiliser l’algorithme de Levinson.

Proposition 1.6. (Bondon, 2001).

Pour tout h ≥ 1 et pour tout n ≥ 1, nous avons

ahn,n =

[

γn+h−1 −
n−1
∑

i=1

a1
n−1,iγn+h−i−1

]

(ν1
n−1)

−1, (1.59)

ahn,i = ahn−1,i − ahn,na
1
n−1,n−i i = 1, . . . ,n− 1, (1.60)

νhn = νhn−1 − (ahn,n)
2ν1

n−1, (1.61)

avec νh0 = γ0.

Démonstration. De la décomposition orthogonale

H1,n = H2,n ⊕ sp{X1 − P2,nX1}
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découle

P1,nXn+h = P2,nXn+h + θ (X1 − P2,nX1) , (1.62)

où

θ =
< Xn+h , X1 − P2,nX1 >

‖X1 − P2,nX1‖2
. (1.63)

Notons que ‖X1 − P2,nX1‖ 6= 0 car {Xn} est non déterministe.
En utilisant la stationnarité de {Xn}, on déduit :

P2,nXn+h =
n−1
∑

i=1

ahn−1,iXn+1−i,

P2,nX1 =
n−1
∑

i=1

a1
n−1,iXi+1,

‖X1 − P2,nX1‖2 = ν1
n−1.

Cependant, (1.62) peut s’écrire

n
∑

i=1

ahn,iXn+a−1 =
n−1
∑

i=1

ahn−1,iXn+1−i + θX1 − θ

n−1
∑

i=1

a1
n−1,iXi+1

ce qui est équivalent à ahn,n = θ et

ahn,i = ahn−1 − θa1
n−1,n−1 1 ≤ i ≤ n− 1

d’ où (1.60).

On déduit de (1.63) que

ahn,n =

〈

Xn+h , X1 −
n−1
∑

i=1

a1
n−1,iXi+1

〉

(ν1
n−1)

−1

ce qui est équivalent à (1.59). D’une part, il en résulte de (1.62) que

‖P1,nXn+h‖2 = ‖Xn+h‖2 − ‖P1,nXn+h‖2 + θ2ν1
n−1.

D’autre part, nous avons

νhn = ‖Xn+h‖2 − ‖P1,nXn+h‖2

et

νhn−1 = ‖Xn+h‖2 − ‖P2,nXn+h‖2

par conséquent

νhn = νhn−h − θ2ν1
n−1

d’où (1.61).
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Pour tout n et h, le calcul des (ahn,i) et ν
h
n dans (1.59)-(1.61) nécessite 2n+ 1 multipli-

cations. Ainsi, lorsque (ahp,i) et ν
h
p sont calculés pour 1 ≤ h ≤ s en utilisant la proposition

(1.6) (Algoritme A1), le coût numérique totale est

N1 = s

p
∑

n=1

(2n+ 1) = p2s+ 2ps.

Une autre alternative (Algorithme A2), consiste à caculer, en un premier temps, les coeffi-

cients (a1
n,i) pour 1 ≤ n ≤ p + s − 1 en utilisant (1.59)-(1.61), ensuite, à caculer les (ahp,i)

pour 1 ≤ h ≤ s, en utilisant (1.55) quand n = p, et les νhp s’obtiennent par la relation

νhp = 〈Xp+h − P1,pXp+h Xp+h〉 = γ0 −
p
∑

i=1

ahp,iγh+i−1.

Le coût numérique de l’algorithme A2 est

N2 = (p+ s− 1)2 + 2(p+ s− 1)− 2 + p
s
∑

h=2

(h− 1) + p(s− 1)

= p2 +
1

2
p(s2 + 5s− 2) + s2 − 3.

Pour comparer N1 et N2, on pose τ = s/p. Alors

N2 −N1 = p3τ (
1

2
τ − 1)− p2(τ 2 +

1

2
τ + 1)− p− 3.

Si τ = 1
2
,

N2 −N1 ≥ 2p2 + (p− 1)(4p+ 3) > 0 pour p ≥ 1

Donc, si τ =
1

2
, N2−N1 > 0 pour p ≥ 1. En conclusion, le choix entre l’algorithme A1 et

A2 dépend de la paire (p,s).

Nous proposons un autre algorithme dont la complexité numérique est inférieure à min(N1,N2),

pour toute paire (p,s) telle que p,s > 1. Cet algorithme est basé sur la proposition suivante :

Proposition 1.7. (Bondon, 2001).

Pour tout h ≥ 1 et pour tout n ≥ 1, on a

ahn,i = ah−1
n,i+1 + a

h−1
n,1 a1

n−1,i − ahn,n a
1
n−1,n−i, i = 1,2, . . . ,n− 1, (1.64)

νhn = νh−1
n +

[

(ah−1
n,1 )

2 − (ahn,n)2
]

ν1
n−1. (1.65)
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L’algorithme A3 consiste à calculer les coefficients (a
1
n,i) et ν

1
n pour 1 ≤ n ≤ p en

utilisant (1.59)-(1.61), ensuite, calculer (ahp,i) et ν
h
p pour 2 ≤ h ≤ s en utilisant (1.59),

(1.64) et (1.65) quand n = p. La complexité numérique de cet algorithme est

N3 = p2 + 2p+ (s− 1)(3p+ 1) = p2 + p(3s− 1) + s− 1.

Nous avons

N1 −N3 = (s− 1)(p2 − p− 1) > 0 si p > 1

et

N2 −N3 =
1

2
ps(s− 1) + (s− 2)(s+ 1) > 0 si s > 1.

Par conséquent, N3 < min(N1,N2), pour toute paire (p,s) avec p,s > 1.

Remarque 1.2. Une autre alternative (Algorithme A4), consiste à calculer les (a
1
n,i) et

ν1
n pour 1 ≤ n ≤ p + s − 1 en utilisant (1.59)-(1.61), (ahn,i) et νhn pour 2 ≤ h ≤ s et

p ≤ n ≤ p+ s− h en utilisant (1.56) et (1.57). La complexité numérique de cet algorithme
est alors

N4 = (p+ s− 1)2 + 2(p+ s− 1) +
s
∑

h=2

p+s−h
∑

n=p

(n+ 2)

= p2 +
1

2
ps(s+ 3) +

1

6
(s− 1)(s2 + 10s+ 6).

Nous avons

N4 −N3 = (s− 1)
[

1

2
p(s− 2) + 1

6
s(s+ 10)

]

> 0 si s > 1.

En d’autres termes, l’algoritme A4 calcule les coefficients (a
h
q−h+1,i) et les variances ν

h
q−h+1,

1 ≤ h ≤ s pour q entier donné, q ≥ s. Les paramètres ahq−h+1,i sont les coefficients du

prédicteur Ph,qXq+h et utilise seulement les covariances γk,0 ≤ k ≤ q. Donc, pour calculer

les coefficients (ahq−h+1) et ν
h
q−h+1 pour 2 ≤ h ≤ s, il est suffisant d’utiliser (1.56) et (1.57)

pour n = q− h+ 1. Par conséquent, L’algorithme A3 est meilleur que A4, dans le sens où,

il nécessite moins d’opérations numériques.

Remarque 1.3. Une autre approche différente pour calculer les coefficients (ahn,i) du

prédicteur d’horizon h, consiste à calculer les coefficients (a1
n,i) et ν

1
n pour 1 ≤ n ≤ p

en utilisant (1.59)-(1.61) et de décomposer ensuite le sous espace des observations H1,p en

somme de p sous espaces orthogonaux. Ainsi, pour un horizon de prévision h > 1, P1,pXp+h

et νhn s’obtiennent par les relations

P1,pXp+h =

p
∑

i=1

chi (Xi − P1,i−1Xi),



Chapitre 1. Prédiction de séries chronologiques 24

νpn = γ0 −
p
∑

i=1

(chi )
2 ν1

i−1,

où P1,0X1 = 0 et

chi =
< Xp+h , Xi − P1,i−1Xi >

‖Xi − P1,i−1X2
i ‖

=

[

γp+h−i −
i−1
∑

j=1

a1
i−1,jγp+h−i+j

]

(ν1
i−1)

−1.

Le nombre de multiplications générées par cet algorithme (A5) est p
2+2p dans l’applicaton

de l’algorithme de Levinson, i − 1 pour P1,i−1, i pour c
h
i et 2p pour ν

h
p . La complexité

numérique totale est donc

N5 = p2(
1

2
s+ 1) + p2(

5

2
s− 1).

Nous avons

N5 − N3 =
1

2
s(p− 2)(p+ 1) + 1 > 0 p > 1

donc l’algorithme A3 est moins complexe que l’algorithme A5. D’autre part, nous avons

N1 − N5 = p(p− 1)(1
2
s− 1) > 0 si p > 1 et s > 2.

Remarque 1.4. L’algorithme de Levinson donne la décomposition de Cholesky de l’inverse

de la matrice de covariance [Γp(i,j) = γi−j, i,j = 1, . . . ,p],

Γ−1
p = A′p Σ

−2
p Ap

où Ap est une matrice triangulaire avec Ap(i,i) = 1 et Ap(i,j) = −ai−1,i, pour i > j, et
∑2

p

est diagonale avec Σ−2
p (i,i) = ν1

i−1.

Pour un horizon de prévision h > 1, les coefficients (ahp,i) peuvent être calculés directement

par la relation

(ahp,1, . . . ,a
h
p,p) = Γ−1

p (γh, . . . ,γh+p−1)
′ = A′pΣ

−2
p Ap(γh, . . . ,γh+p−1)

′

et la variance νhp s’obtient par la relation

νhp = < Xp+h − P1,pXp+h , Xp+h > = γ0 −
p
∑

i=1

ahp,iγh+i−1.

Ainsi, la complexité numérique globale pour le calcul des (ahp,i) et ν
h
p pour 1 ≤ h ≤ s est

N6 = p2 + 2p+ (s− 1)(p2 + p) = p2s+ p(s+ 1).

Nous avons

N6 − N3 = (s− 1)(p2 − 2p− 1) > 0 si s > 1 et p > 2

d’où, à l’exception de p = 1 ou p = 2, l’algorithme A3 est préferable à A6.
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Remarque 1.5. Il résulte de (1.61) que νhn ≤ νhn−1. Cette inégalité est également une

conséquence immédiate de la stationnarité du processus {Xt} et de l’inclusion H2,n ⊂ H1,n.

Par conséquent, pour h = 1 dans (1.61), on déduit que |a1
n,n| < 1. Cette même inégalité

n’est pas vérifiée pour h > 1. En effet, considérons un processus autorégressif causal

Xn = a1Xn−1 + a2Xn−2 + εn (1.66)

où εn = Xn − Pn−1Xn, ‖εn‖2 = σ2
ε . Nous avons

P1,2X4 = (a2 + a
2
1)X2 + a1a2X1.

Pour a2 = −1
4
a2

1, (1.66) est causal si |a1| < 2, et nous obtennons a2
2,2 = −1

4
a3

1.

D’où, si 4 < |a3
1| < 8, |a2

2,2| > 1, et si |a3
1| ≤ 4,|a2

2,2| ≤ 1. Quand le passé est infini,

l’inclusion Hn ⊂ Hn+1 implique que la variance de l’erreur de la prédiction d’horizon h est

décroissante en fonction de h. Quand le passé est fini, il n’existe pas d’inégalité entre νh−1
n

et νhn . En effet, pour a2 = 0 dans (1.66), nous avons

P1,1X2 = a1X1

ν1
1 = σ2

ε

P1,1X3 = σ2
ε (1 + a

2
1)

ν2
1 = σ2

ε (1 + a
2
1)

et donc ν1
1 < ν2

1 . Cependant, quand a1 = 0 dans (1.66), nous avons

P1,1X2 = 0
ν1

1 = σ2
ε (1− a2

2)
−1

P1,1X3 = a2X1

ν2
1 = σ2

ε

et donc ν1
1 > ν2

1 . Finalement, on déduit de (1.57) que, ν
h
n+1 ≤ νhn . Cette inégalité découle

de H1,n ⊂ H1,n+1.

Remarque 1.6. Les algorithmes présentés ci-dessus se généralisent facilement pour un

processus {Xt} multivarié. Les coefficients (ahn,i) sont des matrices carrés d’ordre m, et en
définissant

γn = EXnX
′
n

et

νhn = E(Xn+h − P1,nXn+h)(X − n+ h− P1,nXn+)
′,

les propositions 1.5 et 1.6 se généralisent en remplaçant (1.57) par

νhn = νh−1
n+1 + a

h−1
n+1,1 ν

1
n (a

h−1
n+1,1)

′.
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1.3 Prédiction d’une combinaison linéaire d’observa-

tions futures.

Dans cette section, nous nous intéressons aux prédicteurs de la forme

X =
m
∑

r=1

crXr (1.67)

où m est un entier et c1,c2, . . . ,cm sont des constantes. Notons que la prévision d’une com-

binaison linéaire d’observations futures est importante aussi bien en pratique qu’en théorie.

Par exemple, pour des ventes enregistrées mensuellement, les pronostiqueurs peuvent s’in-

teresser aux ventes de l’année suivante (m = 12).

Soit H0 = sp{Xt,t ≤ 0}. De (1.67) et en utilisant la linéarité de la projection, il s’en suit :






































X̂ = PH0
X =

m
∑

r=1

crX̂r

X − X̂ =
m
∑

r=1

cr(Xr − X̂r),

Var(X − X̂) =
m
∑

r=1

m
∑

s=1

gmrscrcs = c′Gmc,

(1.68)

où gmrs = σ2

m−1
∑

k=0

br+k−mbs+k−m, Gm = (g
m
rs)r,s=1,m et c = (c1, . . . ,cm). La matrice Gm dans

(1.68) est la matrice de covariance du vecteur des erreurs de prédiction (X1− X̂1, . . . ,Xm−
X̂m). Elle peut s’identifier également à une sous matrice de dimension (m×m) de la matrice
infinie

G = σ2TT ′, (1.69)

où T = (bi−j)
∞
i,j=0.

Le ”baromètre” de la prédictibilité de X peut être défini comme le rapport de la variance

de l’erreur de la prévision sur sa variance. Plus spécifiquement, nous utilisons la quantité

λ(X) = 1− Var(X − X̂)

Var(X)
comme mesure de la prédictibilité de X (Yaglom, 1963). Notons

que, plus λ(X) est grand, meilleure est la prédiction.

Comme

Var(X) =
m
∑

r=1

m
∑

s=1

crcsγr−s = c′Γmc,

nous avons

λ(X) = 1− c′Gmc

cΓmc
. (1.70)
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Pour un processus {Xt}, nous nous intéressons à la combinaison linéaire qui maximise
λ(X).

Théorème 1.1. (Pourahmadi, 2001).

Soit {Xt} un processus stationnaire non déterministe et X =
m
∑

r=1

crXr, où m ≥ 1 est fixé.

Soit λ1 < λ2 < . . . < λk, (k ≤ m) les racines de l’équation

det(Gm − λΓm) = 0,

et c1,c2, . . . ,cm les vecteurs propres correspondants, i.e.

c
′
iΓmcj = δi,j, i,j = 1,2, . . . ,m.

Alors U1 = c1Xm =
∑m

r=1 crXr est la meilleure prévision linéaire avec la mesure de

prédictibilité

λ(U1) = 1− λ1,

et, en géneral, la mesure de prédictibilité de Uk = c
′
kXm, est 1− λk.

Exemple 1. Pour un processus de représentation moyenne mobile

Xt = εt + εt−1, Var(εt) = 1,

et pour m = 2, nous avons

Γ2 =

(

2 1
1 2

)

, G2 =

(

1 1
1 2

)

,

det(G2 − λΓ2) = (1− λ)(1− 3λ) = 0.

Donc λ1 =
1

3
,λ2 = 1, et les vecteurs propres correspondants sont

c1 =

(

− 2√
6
,
1√
6

)

, c2 =

(

0,
1√
2

)

.

Donc

U1 = − 2√
6
X1 +

1√
6
X2, λ(U1) =

2

3
,

est la meilleure combinaison linéaire de valeurs futures Xt+1 et Xt+2, et

U2 =
1√
2
X2, λ(U2) = 0,
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est la seconde combinaison linéaire des mêmes valeurs futures. Notons que U2 est non

corrélé avec le passé du processus.

Pour m quelconque, en développant det(Gm − λΓm) par rapport à la première ligne, on

obtient

|Gm − λΓm| = (1− 2λ)Dm − (1− λ2)Dm−1, (1.71)

où Dm est le déterminant de la (m− 1)× (m− 1) matrice















2− λ 0 ... ... 0
1− λ 2− λ 0 ... 0
0 1− λ 0 ... 0
... 0 1− λ 2− λ 0
0 0 0 1− λ 2− λ















.

1.4 Factorisation de la densité spectrale et application

à la prévision

Dans les paragraphes précédents, nous nous sommes essentiellement intéressés à la

prédiction de séries chronologiques par l’intermédiaire de la fonction d’autocovariance.

L’idée était d’analyser les liaisons entre le passé et le futur en faisant jouer un rôle primor-

dial à l’indice des temps t. Cette approche est dite approche dans le domaine des temps.

une autre approches possible est l’approche spectrale. Le théorème de la représentation

spectrale, permet en effet d’écrire les composantes du processus comme des combinaisons

à coefficients aléatoires de fonction sinusoidales exp(itω). On peut alors étudier l’impor-

tance de chaque fréquence dans les valeurs prises par Xt, voir comment les corrélations

se décomposent fréquence par fréqence..., une telle approche est dite approche dans le do-

maine des fréquences.

Cette section est consacrée à la détermination de relations de récurrence entre les coeffi-

cients des prédicteurs dans le domaine des fréquences. Cette approche est souvent plus riche

en termes d’interprétations, mais nécessite un recours à des techniques mathématiques plus

complexes.

1.4.1 Préliminaires sur la densité spectrale

Soit {Xt} un processus stationnaire centré, de fonction d’autocovariance γ(h),h ∈ Z et

possédant une densité spectrale f(λ), − π < λ < π. Les liens entre l’autocovariance et la
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densité spectrale sont données par

f(λ) =
1

2π

∞
∑

h=−∞

γ(h) exp(iλh),

γ(h) =

∫ π

−π

exp(−iλh)f(λ)dλ.

La densité spectrale du processus d’innovation {εt} est une fonction constante de valeur 1
sur [−π,π].
Le processus {Xt} est purement non déterministe si et seulement si

∫ π

−π

ln f(λ)dλ > −∞.

En s’appuyant sur la décompostion de Wold, on obtient

Xn =
∞
∑

k=0

ckεn−k (1.72)

avec

εn = Xn − X̂n,

σ2
εn = exp

{∫ π

−π

ln f(λ)
dλ

2π

}

. (1.73)

Si la densité spectrale f du processus {Xt}, est telle que f = |φ|2 = φ φ̄ avec

φ(λ) =
∞
∑

k=0

ck e
ikλ,

∞
∑

k=0

c2k < ∞,σ = c0 > 0,

alors la fonction φ est dite factorisation optimale (maximale) de f .

Elle est unique et admet une représentation analytique à l’intérieur du disque unité D

donnée par

φ+(z) = exp

[

1

2

∫ π

−π

eiλ + z

eiλ − z
ln f(λ)

dλ

2π

]

. (1.74)

La fonction φ+(z) n’admet pas de zéro à l’intérieur de D et φ+(0) = c0 > 0. On a

φ+(z) = exp

{

a0

2
+

∞
∑

k=1

akz
k

}

,

ak =

∫ π

−π

e−ikλ ln f(λ)
dλ

2π
.

(1.75)
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1.4.2 Lien entre prédiction et densité spectrale

Dans la théorie de la prédiction linéaire d’un processus purement non déterministe,

la factorisation optimale de la densité spectrale joue un rôle crucial. En effet, si φ est la

factorisation optimale de f et φ−1 =
∞
∑

k=0

dke
ikλ sa réciproque alors, le prédicteur d’horizon

h, basé sur le passé {Xt; t ≤ m} est donné par

X̂n+h =
∞
∑

k=0

αhkXn−k (1.76)

avec

αhk =
k
∑

j=0

ch+jdk−j et σ2
h =

h−1
∑

k=0

c2k <∞.

En utilisant la relation (1.75), le théorème suivant établit deux relations de récurrence pour

obtenir les coefficients ck et dk en fonction des ak.

Théorème 1.2. (Pourahmadi, 1983).

Soit {Xn} un processus purement non déterministe, stationnaire, de densité spectrale f .

Soit φ la factorisation optimale de f . Alors;

(a)

cn+1 =
n
∑

k=0

(

1 − k

n+ 1

)

an+1−kck, n = 0,1,2, . . . ,

où ak =

∫ π

−π

e−ikλ ln f(λ)
dλ

2π
et c0 = exp{a0/2}.

(b) Les coefficients de Fourier dn de φ−1 s’obtiennent par la relation de récurrence sui-

vante :

dn+1 = 1− k

n+ 1
an+1−kdk, n = 0,1,2, . . .

où d0 = c−1
0 .

Démonstration. – (a)

En dérivant (1.75) par rapport à z et en remplaçant exp

{

a0

2
+

∞
∑

k=1

akz
k

}

par

∞
∑

k=0

ckz
k on obtient :

∞
∑

n=0

ncnz
n−1 =

(

∞
∑

n=1

nanz
n−1

) (

∞
∑

k=0

cnz
n

)
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ce qui est équivalent à

∞
∑

n=0

(n+ 1)cn+1z
n =

[

∞
∑

n=0

(n+ 1)an+1z
n

](

∞
∑

n=0

cnz
n

)

=
∞
∑

n=0

[

n
∑

k=0

(n+ 1− k)an+1−kck

]

zn.

Par identification suivant les puissances de z, on aura :

(n+ 1)cn+1 =
n
∑

k=0

(n+ 1− k)an+1−kck,

où

cn+1 =
n
∑

k=0

(

1− k

n+ 1

)

an+1−kck, n = 0,1,2, . . .

– (b)

Comme φ+(z) n’admet pas de zéro à l’intérieur de D, il s’en suit que, φ−1
+ admet

une développement en série entière; φ−1
+ (z) =

∞
∑

k=0

dkz
k. En égalisant avec (1.75), on

obtient :
∞
∑

k=0

dkz
k = exp

{

−a0

2
−

∞
∑

k=1

akz
k

}

. (1.77)

(b) s’obtient par l’application de (a) et le fait que d0 = exp{−a0/2} = c−1
0 .

Remarque 1.7. Le théorème 1.2 dit que, pour trouver les coefficients ck et dk, il suffit de

trouver les coefficients de Fourier de ln f , i.e.

ak =

∫ π

−π

e−ikλ ln f(λ)
dλ

2π
=
1

π

∫ π

0

cos kλ ln f(λ)dλ, k = 0,1,2, . . .

Ainsi, si f est connu, les coefficients ak s’obtiennent par le calcul des intégrales précédentes.

Toutefois, il n’est pas facile de calculer ces intégrales, par conséquent, les coefficients ak

sont approximés par des méthodes numériques d’intégrations.
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Remarque 1.8. Les premiers coefficients ck sont

c0 = exp

{

1

2π

∫ π

0

ln f(λ)dλ

}

,

c1 = a1c0,

c2 =

(

a2 +
1

2
a2

1

)

c0,

c3 =

(

a3 + a1.a2 +
1

6
a3

1

)

c0

c4 =

(

a4 + a3a1 +
1

2
a2a

2
1 +

1

2
a2

2 +
1

24
a4

1

)

c0.

Remarque 1.9. Les formules de récurrence des coefficients ck peuvent s’écrire sous une

une formule plus pratique

cn+1 =
1

n+ 1

n
∑

k=0

(k + 1)ak+1cn−k, n = 0,1,2, . . .

Ainsi, pour une série chronologique stationnaire, le degré de croissance des kak, k = 1,2, . . .

constitue une mesure de mémoire de la série, cf. Parzen (1984).

Le théorème qui suit fournit un algorithme récursif pour le calcul des coefficients

du prédicteur X̂n+h. Bien que, l’idée est similaire au théorème 4.1 de Miamee et Salehi

(1980), ce théorème permet de déterminer les coefficients des prédicteurs d’une façon plus

commode. Aussi, il met en évidence le rôle important des coefficients ck et dk dans la

détermination des coefficients du prédicteur.

Pour les besoins du théorème, introduisons la suite {Qn}∞n=0 définie par les relations de

récurrence
Q0 = 0, Q1 = 1,

Qn = −c0
n−1
∑

k=1

dkQn−k, n ≥ 2.

Théorème 1.3. (Pourahmadi, 1983).

Soit {Xt,t ∈ Z} un processus stochastique faiblement stationnaire. Alors,

(a) X̂n+1+h = −c0
∞
∑

k=1

dkXm+1−k.

(b) X̂m+h−1 = −c0
∞
∑

k=0

dk+1X̂m+h−k − c0

∞
∑

k=h

dk+1Xm+h−k, h ≥ 1.

(c) X̂n+h = X̂h +
m−1
∑

k=0

Qm−k

[

Xk+1 − X̂k+1

]

0 < n < h.
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1.5 Processus p-stationnaire

De nombreux travaux de prospection et d’analyse des processus stochastique à variance

infinie ont constitué le centre d’interêt de plusieurs chercheurs Bhansli (1987), Cambanis,

S. et Soltani, A.R. (1988), Cambanis et al (1988), Cline, D.B.H. et Brockwell, P.J. (1985).

Pour de tels processus, les notions de densité spectrale et de covariance ne peuvent être

définies. De nombreuses difficultés sont dès lors rencontrées dans la construction du do-

maine spectral. Ceci entraine également une difficulté majeure pour établir le lien entre le

domaine spectrale et le domaine temporel.

Malgré cela, plusieurs tentatives ont été développées afin d’adapter la théorie de Weinner-

Kolmogorov à la prédiction de processus à variance infinie. Pour palier à ces insuffisances,

les notions de ”peudo” covariance et de ”pseudo” densité spectrale ont été introduites, cf.

Cambanis, S. et Soltani, A.R. (1988), Cambanis et al (1988).

Le succès de la théorie de Kolmogorv-Weinner dans la prédiction des processus faiblement

stationnaire est essentiellement attribué à deux propriétés. La première est la structure

hilbertienne du domaine temporel. Cette propriété assure que le processus d’innovation

de {Xt} soit un bruit blanc. De plus, elle permet d’établir la décomposition de Wold. La
seconde permet de définir la fonction d’autocovariance et de densité spectrale.

Cette section a pour but d’introduire les processus p-stationnaire. Nous donnons pour de

tels processus la décompostion deWold (représentation moyenne mobile) et la décompostion

prédictive finie (représentation autorégressive), sans recourir aux notions de covariance et

de densité spectrale. Il est important de noter que ces processus englobent les processus

faiblements stationnaires et les processus α-stable (1 < α ≤ 2).

Définition 1.3. Pour 0 < p <∞, le processus stochastique {Xt} est dit p-stationnaire si

Xt ∈ Lp(Ω), pour tout t ∈ Z, (1.78)

et

E

∣

∣

∣

∣

∣

n
∑

k=1

akXtk+h

∣

∣

∣

∣

∣

p

= E

∣

∣

∣

∣

∣

n
∑

k=1

akXtk

∣

∣

∣

∣

∣

p

, (1.79)

pour tout entier n ≥ 1,t1,t2, . . . ,tn,h et scalaires a1,a2, . . . ,an

Remarque 1.10.

(a) Notons que la p-stationnarité est une généralisation de la stationnarité au sens faible.

(b) Pour p = 2, il est facile de montrer que la 2-stationnairité est confondue avec station-

narité au sens faible.
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(b) Tout processus strictement stationnaire est p-stationnaire.

(d) Les processus ARMA de variance infinie étudiés notamment par Brockwell et Cline

(1985) forment une sous classe des processus p-stationnaire avec p < 2.

Théorème 1.4. (Miamee et Pourahmadi, 1988).

Soit {εj}∞j=−∞ un processus p-stationnaire et {cj}∞j=0 une suite de scalaires telle que la

séries
∞
∑

j=−∞

cjεt−j est convergente dans la métrique Lp(Ω). Alors, le processus {Xt} défini

par

Xt =
∞
∑

j=−∞

cjεt−j, pour tout entier t,

est p-stationnaire.

Corollaire 1.2. (Miamee et Pourahmadi, 1988).

Soit {εj}∞j=−∞ une suite de variables aléatoires indépendantes et identiquements distribuées

(i.i.d) avec εj ∈ Lp(Ω), pour tout entier j, et {cj}∞−∞ une suite de scalaires telle que
∞
∑

j=−∞

cjεj est convergente dans la métrique Lp(Ω). Alors, le processus {Xt} donné par

Xt =
∞
∑

j=−∞

cjεt−j, pour tout entier t,

est p-stationnaire.

Pour p > 2, le problème de prédiction de X est similaire au cas p = 2. Par contre, pour

p ≤ 1, tout X ∈ Lp(Ω) n’ admet pas une unique projection sur le sous espace fermé M de

Lp(Ω). Dans ce qui suit, Nous restreignons l’étude au cas 1 < p ≤ 2.
Pour un processus {Xt} p-stationnaire, H(X) est le domaine temporel, Ht(X) est le sous

espace présent-passé. On note par X̂t+h, h ≥ 1, le meilleur prédicteur linéaire de Xt+h basé

sur le passé Xt,Xt−1, . . . ,i.e. X̂t+h est tel que ‖Xt+h − X̂t+h‖p ≤ ‖Xt+h − Y ‖p pour tout
Y ∈ Ht(X). Pour h ≥ 1 fixé, {X̂t+h} est un processus stochastique. Nous associons au
processus {Xt} l’opérateur U qui est une isométrie de H(X) dans H(X) défini par

U

(

n
∑

k=1

akXtk

)

=
n
∑

k=1

akXtk+1.

Le théorème qui suit est essentiel pour l’étude du problème de prédiction d’un processus

p-stationnaire.

Théorème 1.5. (Miamee et Pourahmadi, 1988).
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Soit {Xt} un processus non déterministe p-stationnaire et U son opérateur inverse, {εt}
son processus d’innovations et {X̂t+h} le processus des prédicteurs. Alors,

(a) le processus {X̂t+1} est p-stationnaire d’opérateur inverse U ,

(b) pour tout h ≥ 1, le processus {X̂t+h} est p-stationnaire d’opérateur inverse U,

(c) le processus d’innovations {εt} est p-stationnaire d’opérateur inverse U .

1.5.1 Décomposition prédictive et représentation de Wold finie

Soit {Xt} un processus p-stationnaire, 1 < p < 2, {εt} son processus d’innovation.
Dans cette section, nous donnons la décomposition de Wold d’un processus p-stationnaire

et nous montrons que cette décomposition de {Xt} fournit de bonnes informations sur les
prédicteurs et la structure de tels processus. Cette décomposition s’obtient en notant que

pour tout processus non déterministe p-stationnaire d’innovations {εt} on a

Ht = sp{Xt,Ht−1}, Xt /∈ Ht−1, pour tout t, (1.80)

et aussi

Ht = sp{εt,Ht−1}, εt /∈ Ht−1, pour tout t. (1.81)

Le lemme qui suit joue un rôle crucial dans la révélation de la signification géométrique de

(1.80) et (1.81) et permet d’obtenir la décomposition de Wold et la décompsition prédictive

d’un processus p-stationnaire.

Lemme 1.1. Soit M un sous espace d’un espace de Banach B et soit X un élement de B

n’appartenant pas à M . Alors, pour tout Y ∈ sp{X,M}, il existe un scalaire unique a et

un vecteur e ∈M tel que

Y = aX + e

En utilisant le lemme 1.1, le théorème suivant établit la décompostion prédictive et la

représentation de Wold d’un processus p-stationnaire.

Théorème 1.6. (Miamee et Pourahmadi, 1988).

Soit {Xt} un processus p-stationnaire d’innovtion {εt}. Alors, pour tout entier n ≥ 1,
(a) Il existe des constantes uniques a1, . . . ,an et un processus p-stationnaire {et,n} avec
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et,n ∈ Ht−1−n(X) tel que






















X̂t =
n
∑

k=1

akXt−k + et,n,

Xt = εt +
n
∑

k=1

akXt−k + εt,n.

(1.82)

(b) Il existe des constantes uniques c1,c2, . . . ,cn et un unique processus p-stationnaire

{Vt,n} avec Vt,n ∈ Ht−n−1 tel que






















X̂t =
n
∑

k=1

ckεt−k + Vt,n,

Xt = εt +
n
∑

k=1

ckεt−k + Vt,n.

(1.83)

Comme l’entier n du théorème 1.6 est arbitraire et que les coefficients ak et ck ne

dépendent pas de n et de plus ils sont uniques alors les suites infinies {ak}∞k=0 et {ck}∞k=0

véhiculent toute l’information liée à la définition d’un processus non déterministe p-stationnaire.

Il est aussi important de noter que les deux séries sont liées par des relations de récurrence,

données par le corollaire suivant :

Corollaire 1.3. les suites {ak} et {ck} définies dans le théorème 1.6 sont liées par les

relations de récurrence suivantes










c0 = 1,
l−1
∑

k=0

ckal−k = cl, l = 1,2, . . ..
(1.84)

Quand la suite {ck} est connue, les coefficients {ak} s’obtiennent par la résolution du
système matriciel suivant :











1 0 0 0
c1 1 0 0
c2 c1 1 0
...

...
...
...





















a1

a2

.

...











=











c1
c2
.
...











. (1.85)

Dans ce qui suit, nous étudions deux exemples dont l’objectif est de trouver {ak} en fonction
de la suite connue {ck}. Comme supposé, {εk} est l’innovation du processus p-stationnaire
{Xt}. Notre point de départ est la décompostion de Wold finie de {Xt}, cf. Théorème 1.6
(b).

Exemple 2. Soit {Xt} un processus vérifiant

Xt = εt − εt−1, pour tout t,
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i.e. c0 = 1, c1 = 1 ck = 0, k ≥ 2. Alors, en utilisant (1.84) on obtient

ak = −1, pour tout k ≥ 1,

et

et,n = X̂t −
n
∑

k=1

akXt−k = −εt−n−1.

Exemple 3. Soit {Xt} un processus donné par

Xt = εt − 2εt−1 + εt−2, pour tout t,

i.e. c0 = 1, c1 = −2, c2 = 1 ck = 0, pour tout k ≥ 3. Alors, il s’ensuit de (1.84) que

ak = −(k + 1), pour k ≥ 1,

et

et,n = X̂t −
n
∑

k=1

akXt−k = −(n+ 2)εt−n−1 + (n+ 1)εt−n−2.

Remarque 1.11. La représentation de X̂t =
n
∑

k=1

akXt−k + et,n dans (1.82) fournit une

formule pour approximer le prédicteur X̂t en fonction des n observations passées Xt−1, . . .,

Xt−n. L’intêret de cette approximation réside dans le fait que les coefficients {ak} ne
dépendent pas de n, et par conséquent ne varient pas quand n augmente c’est à dire

quand le passé devient important. C’est dans ce contexte que nous posons le problème de

recherche du meilleur prédicteur linéaire en fonction du passé {Xt−1, . . . ,Xt−n} noté X∗
t,n

qui minimise la quantité

E|Xt −X∗
t,n|p = E|Xt −

n
∑

t=1

an,kXt−k|p.

Il est bien connu que les coefficients du prédicteur à h pas d’un processus faiblement

stationnaire, de fonction d’autocovariance {γk} s’obtiennent facilement, cependant pour
1 < p < 2, il n’est pas facile de trouver ces coefficients. Néanmoins, dans ce cas, X̂t peut être

approximé en résolvant le système d’équations donné par (1.85). Ceci montre l’importance

des coefficients {ck} dans la détermination de X̂t et dans d’autres caractérisations des

processus p-stationnaire.
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Pour illustrer l’importance de la suite {ck} dans la caractérisation d’un processus p-
stationnaire, il est important de noter que, pour un processus 2-stationnaire, les coefffi-

cients sont à carrés sommables et par conséquent la suite est bornée. Pour un processus

p-stationnaire, tout ce qui est connu sur ces paramètres est la majoration |ck| < c2
k

,k =

1,2, . . ., cette dernière permet de démontrer le théorème qui suit.

Théorème 1.7. Soit {Xt} un processus non déterministe p-stationnaire, {εt} son processus

d’innovation et {ck}, {Vt,n} sont définis dans le théorème 1.6(b). Alors, pour tout n ≥ 1

Vt,n = PHt−n−1

(

Xt −
n−1
∑

k=0

ckεt−k

)

. (1.86)

Maintenant, en utilisant la suite unique {ck} associée au processus p-stationnaire {Xt},
non déterministe, on définit la fonction φ

φ(z) = 1 +
∞
∑

k=1

ckz
k, |z| < 1/2, (1.87)

qui est analytique sur le disque ouvert de rayon 1/2. De (1.84), il est immédiat que les

coefficients {ak} du théorème 1.6 (b) peuvent s’obtenir par

ak = −dk, k = 1,2, . . . (1.88)

où les termes de la suite {dk} sont les coefficients de Taylor de la fonction réciproque φ−1,

i.e.

φ−1(z) = 1 +
∞
∑

k=1

dkz
k. (1.89)

Ces arguments montrent qu’en se donnant la fonction de transfert φ d’un processus non

déterministe p-stationnaire, il est possible de déterminer les coefficients {ck} et {ak}. Dans
ce qui suit, nous explorons la possibilité de trouver les coefficients du prédicteur à h pas de

{Xt}, i.e. les coefficients de X̂t+h, en fonction des coefficients de φ et de φ
−1. Bien entendu,

ce théorème est une généralisation du théorème 1.6.

Théorème 1.8. (Miamee et Pourahmadi, 1988).

Soit {Xt} un processus non déterministe, p-stationnaire et {εt} son processus d’innovation.

Alors, pour h ≥ 1 et n ≥ 1,
(a) Il existe une suite de constantes a1,h, . . . ,an,h et un unique processus stationnaire

{et,n,h}∞t=−∞ avec et,n,h ∈ Ht−n−1(X) tels que

X̂t+h−1 =
n
∑

k=1

ak,hXt−k + et,n,h. (1.90)
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De plus, pour h = 1, ak,h = ak, pour k ≥ 1.
(b) Il existent des constantes uniques c1, . . . ,cn et un processus p-stationnaire {Vt,n,h}∞t=−∞

avec Vt,n,h ∈ Ht−n−1(X) tels que

X̂t+h−1 =
n
∑

k=1

ck,hεt−k + Vt,n,h. (1.91)

De plus, pour h = 1, ck,h = ck, pour k ≥ 1.
(c) Pour h ≥ 1, les suites ak,h et ck,h citées dans (a) et (b), sont liées par les relations de

récurrence
c0 = 1,
l−1
∑

k=0

ckal−k,h = cl−h l = 1,2, . . . ,
(1.92)

où {ck} est la suite des coefficients de la fonction de transfert de Xt.

Ce théorème montre que pour h ≥ 1 fixé, les deux suites {ak,h} et {ck,h} sont liées par
les relations de récurrence données par (1.92). Par conséquent, il est possible de déterminer

les coefficients ak,h du prédicteur X̂t+h−1 en fonction des coefficients {ck,h}. Cependant, il
n’est pas facile de trouver les coefficients {ck,h}, cf. Cambanis, S. et Soltani, A.R. (1984).
Dans ce qui suit, nous donnons quelques situations où les coefficients peuvent être calculés

facilement.

Corollaire 1.4. (Miamee et Pourahmadi, 1988).

Soit {Xt} un processus non déterministe p-stationnaire et {εt} son processus d’innovation.

Si (i) p = 2 ou (ii) la suite {εt} est une suite i.i.d de variables aléatoires, alors, pour h ≥ 1
fixé, et pour tout entier n ≥ 1,
(a)

X̂t+h−1 =
n
∑

k=1

ch+k−1εt−k + Vt−1+h,n+h−1,

où

Vt−1+h,n+h−1 ∈ Ht−n−1.

(b)

X̂t+h−1 =
n
∑

k=1

ak,hXt−k + et,n,h, et,n, h ∈ Ht−n−1

et

ak,h =
k−1
∑

j=0

ch+jdk−j, k = 1,2, . . . (c0 = d0 = 1).
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Ce résultat montre que la décomposition de Wold finie suffit pour le calcul des coeffi-

cients du prédicteur d’horizon h d’un processus p-stationnaire.

1.5.2 Décompostion prédictive et décomposition de Wold

Le rôle de la décompostion de Wold dans la prédiction et la caractéristation d’un

processus faiblement stationnaire non déterministe est bien connu. En effet, l’implication

puissante de cette décomposition est l’orthogonalité des variables aléatoires du processus

d’innovation.

Dans le cas d’un processus p-stationnaire, l’orthogonalité du processus d’innovation n’est

pas vérifiée. Il est donc naturel de s’intéresser à cette décompostion dans un tel processus.

Cette raison, entre autres, fournit une grande motivation pour la recherche de critères de

convergence des séries
∞
∑

k=1

ckεt−k et
∞
∑

k=1

akXt−k. Le théorème qui suit donne une condition

suffisante de la convergence de ces deux séries.

Théorème 1.9. (Miamee et Pourahmadi, 1988).

Soit {Xt} un processus non déterministe, p-stationnaire d’innovation {εt}. Alors,

(a)
∞
∑

k=1

akXt−k est convergente en moyenne d’ordre p, si
∞
∑

k=1

ak <∞.

(b)
∞
∑

k=1

ckεt−k est convergente en moyenne d’ordre p, si
∞
∑

k=1

|ck| <∞.

Théorème 1.10. Soit {Xt} un processus non déterministe p-stationnaire, d’innovation

{εt} et {ak}, {ck} les deux suites définies dans le théorème 1.6.

(a) Si
∞
∑

k=1

akXt−k est convergente en moyenne d’ordre p, alors il existe un unique processus

p-stationnaire {et} avec et ∈ H−∞(X) tel que, pour tout t,

Xt = εt +
∞
∑

k=1

akXt−k + et. (décomposition prédictive).

(b) Si
∞
∑

k=1

ckεt−k est convergente en moyenne d’ordre p, alors il existe un unique processus

p-stationnaire {Vt} avec Vt ∈ H−∞(X) tel que, pour tout t,

Xt = εt +
∞
∑

k=1

ckεt−k + Vt = Ut + Vt, (Décompostion de Wold).



Chapitre 2

Estimation et interpolation des
données manquantes d’une série
chronologique stationnaire

2.1 Introduction

On traite dans ce chapitre le problème de données manquantes d’une série chronolo-

gique. L’intêret de ce problème, est justifié par la rencontre fréquente de séries avec données

manquantes dans la réalité des problèmes pratiques. En effet, on a souvent affaire à des

séries que l’on n’observe que pendant quelques heures de la journée, voire quelques jours de

la semaine, à cause des rythmes de la vie sociale ou économique. En général, les données

manquantes peuvent être attribuées à des origines diverses tenant - par exemple - à la

nature du phénomène observé, à l’appareil de mesure, etc ..., on peut citer des exemples

de séries avec données manquantes plus systématique, comme dans Parzen (1983) : en-

registrer l’écho réfléchi d’un signal radar émis vers la lune nécessite l’arrêt de l’émission

durant la période de réception de l’écho - faute d’émission. D’autres exemples figurent dans

l’expérience océanographique.

Il est important de souligner que l’analyse des données manquantes est en relation avec

les méthodes de détection de valeurs aberrantes. En effet, dans bien de situations réelles,

les observations d’une série sont obsérvées avec erreurs, une analyse prudente des données

exige, dans certaines situations, l’élimination de ces observations et de les considérer man-

quantes.

L’estimation des paramètres dans le cas de valeurs manquantes a été intensivement relaté

dans la littératurte. Parzen (1983) l’a étudiée dans un cas particulier, en préconisant une

approche qui a donné lieu à certains développements concernant l’aspect non paramétrique

41
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du problème, tels ceux de Dunsumir et Robinson (1981) consacré au domaine temporel et

ceux de Bloomfield (1970) cansacré au domaine spectral; quant à l’aspect paramétrique,

il a diversement intéressé, dès 1979, des auteurs comme Jones et Tan (1980) et Dunsmuir

et Robinson (1981). Ce problème a été aussi traité en introduisant les processus modulés

en amplitude, dans son aspect non paramétrique par Ladjouze (1986). Shumway et Stoffer

(2000, ch 4) suggèrent un modèle paramétrique pour ajuster les données, soit en maxi-

misant la fonction de vraisemblance exacte des données observées, soit en utilisant un

algorithme de type EM. Lorsque le modèle paramétrique admet une représentation par es-

pace d’état de dimension finie comme c’est le cas par exemple pour un modèle ARMA, cette

représentation peut être modifiée pour tenir compte des données manquantes et la fonction

de vraisemblance exacte peut être calculée au moyen des récursions de Kalman associées

(Brockwell and Davis 1992). Ensuite, des estimées des données manquantes peuvent être

obtenues en utilisant un algorithme de lissage appliqué à la représentation d’état modifiée.

Une autre approche consiste à utiliser des formules explicites des estimées des données

manquantes dans lesquelles les paramètres inconnus sont remplacés par leurs estimations.

Cette approche directe est plus efficace, particulièrement si le nombre de données man-

quantes est faible.

Ce chapitre est organisé comme suit : Dans la section 2, nous collectons quelques résultats

basiques sur les processus non déterministes, décomposition de Wold et coefficients du

meilleur prédicteur linéaire. Dans la section 3, nous résolvons le problème d’estimtion d’une

seule valeur manquante. Dans la section 4, une généralisation du résultat obtenu dans 3

est présentée pour le cas de plusieurs valeurs manquantes dont les indices ne sont pas

nécessairement successifs. Dans la section 5, nous utilisons l’algorithme EM pour estimer

simultanément les valeurs manquantes et les paramètres du modèle. Nous terminons ce

chapitre par une étude comparative entre deux estimateurs de données manquantes d’une

série chronologique. Cette étude comparative est effectuée en rentenant la proximité de

Pitman comme critère de comparaison.

2.2 Préliminaires

Soit {Xt} une série chronologique centrée stationnaire de fonction d’autocovariance
γk. Notons L

2(Ω,F ,P ) l’espace des variables aléatoires réelles définies sur (Ω,F ,P ) pour
lesquelles EX2 <∞, muni du produit scalaire < X,Y >= EXY .
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Pour tout t ∈ Z, nous définissons le sous espace

Ht = sp{Xs, s ≤ t},
où sp{A} est le sous espace engendré par les élements de A, qui est, un sous espace fermé
de L2(Ω,F ,P ).
Le processus {Xt} est non déterministe si Xt+1 /∈ Ht.

Il est bien connu que tout processus non déterministe peut se décomposer d’une manière

unique comme

Xt =
∞
∑

k=0

bkεt−k + Vt, b0 = 1,
∞
∑

k=0

b2k <∞ (2.1)

où {εt} est une suite de v.a. non corrélées, avec V (εt) = σ2, εt et Vt sont non corrélées.

Les coefficients de la représentation autorégressive d’un tel processus s’obtiennent par

récurrence :
b0 = 1

bl =
l−1
∑

k=0

bkal−k (l = 1,2, . . .).
(2.2)

Notons que la décomposition de Wold engendre la décomposition utile de la matrice de

covariance Γ = (γk−l) du processus {Xt} :
Γ = σ2TT ′ + ΓV (2.3)

où

T = (bj−i) i = 0,∞
j = 0,∞

(2.4)

avec b0 = 1, bk = 0 pour k < 0, et ΓV est la matrice de covariance du processus {Vt}.
Rappelons aussi que {Xt} est purement non déterministe si Vt ≡ 0 ou ΓV = 0.
Pour k > 0, le prédicteur de l’observation Xk basé sur H−1 = sp{X−1,X−2,...} est noté par
X̂k. Il est la projection orthogonale de Xk sur H−1. De (2.1), il suit

X̂k =
∞
∑

i=k+1

biεk−i + Vt

Xk − X̂k =
k
∑

i=0

biεk−i

var(Xk − X̂k) = σ2

k
∑

i=0

b2i

cov(Xk − X̂k,Xl − X̂l) = σ2

min(k,l)
∑

i=0

b2i + |l − k| (l ≥ 0).

(2.5)
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Il est important de signaler que cov(Xk− X̂k,Xl− X̂l) est le (k,l)ème élément de la matrice

G = TT ′. Cette matrice joue un rôle important dans ce qui suit.

Il est bien connu que X̂k,k ≥ 0, possède une représentation AR, en fonction des valeurs

passées X−1,X−2, . . . :

X̂k ∼
∞
∑

i=1

ai,kX−i + Vk (2.6)

et que les coefficients {ai,k}∞i=1 de la représentation AR dans (2.6) satisfont

b0 = 1
l−1
∑

j=0

bjal−j,k = bl+k (l = 1,2, . . .).
(2.7)

2.3 Interpolation d’une seule valeur manquante

Pour la clarté de la présentation, nous commencons par le cas où une seule valeur est

manquante. Soit X ′
0,r la projection orthogonale de X0 sur

H′0,r = sp{Xt; t ≤ r, t 6= 0}.

Une difficulté essentielle dans la projection orthogonale sur le sous espace H′0,r, est que les
sous espaces engendrés par le passé et le futur ne sont pas orthogonaux. Il convient donc

d’écrire le sous espace H′0,r sous forme d’une somme directe de deux espaces orthogonaux.
Les deux sous espaces sont H−1 et Sr = sp{Xk − X̂k; 1 ≤ k ≤ r}.

Lemme 2.1. (Pourahmadi, 1989).

Soit {Xt} un processus stationnaire non déterministe. Alors, pour tout 0 ≤ r <∞,

(a) X0 /∈ H′0,r
(b) H−1 et Sr sont orthogonaux, et

H′0,r = H−1 ⊕ Sr.

Démonstration. (a).

Supposons que X0 ∈ H′0,r. Alors on peut l’écrire comme

X0 =
r
∑

k=1

ckXk + Y (2.8)
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avec Y ∈ H−1. Sans perte de généralité, nous supposons que cr 6= 0. Ceci entraine que

Xr = c−1
r X0 −

r−1
∑

k=1

c−1
r ckXk − c−1

r Y ∈ Hr−1,

ce qui contredit que {Xt} est non déterministe. Par conséquent X0 /∈ H′0,r.
(b).

Tout X ∈ H′0,r peut s’écrire sous la forme

X = Y +
r
∑

k=1

ckXk =

(

Y +
r
∑

k=1

ckX̂k

)

+
r
∑

k=1

(Xk − X̂k) ∈ H−1 ⊕ Sr.

Il est maintenant possible d’écrire

X̂ ′
0,r = PH′

0,r
X0 = PH−1

X0 + PSr
X0 (2.9)

Une représentation explicite de PSr
X0 est fournie par le lemme suivant :

Lemme 2.2. (Pourahmadi, 1989).

Si {Xt} est un processus non déterministe alors

PSr
X0 =

r
∑

i=1

ci,r(Xi − X̂i),

où le vecteur c = (c1, . . . ,cr)
′ vérifie

Arc = b

et b = (b1, . . . ,br)
′ représente les premières composantes de la représentation moyenne

mobile de {Xt},
Ar = T ′rTr + bb′

avec

Tr = (bj−i)i,j=0,...,r−1.

Le théorème qui suit donne l’expression explicite de la meilleure interpolation linéaire

d’une seule valeur manquante.

Théorème 2.1. (Pourahmadi, 1989).

Soit {Xt} un processus stationnaire non déterministe de représentation autorégressive
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(AR) de paramètres {ak}, et soit X̂ ′
0,r la meilleure interpolation linéaire de X0 basée sur

{Xt,t ≤ r,t 6= 0}, alors
(a)

X̂ ′
0,r = X̂0 +

r
∑

k=1

ck,r(Xk − X̂k), (2.10)

où

ck,r =

(

1 +
r
∑

i=1

a2
i

)−1 (

ak −
r−k
∑

i=1

aiai+k

)

(k = 1,2, . . . ,r),

(b)

var(X0 − X̂ ′
0,r) = σ2

(

1 +
r
∑

i=1

a2
i

)−1

. (2.11)

Démonstration. (2.10) découle du lemme 2.2.

Pour démontrer (2.11), remarquons d’abord

X0 − X̂ ′
0,r = X0 − X̂0 −

r
∑

k=1

ck,r(Xk − X̂k).

Comme X̂ ′
0,r est orthogonale à (X0 − X̂ ′

0,r), et

var(X0 − X̂ ′
0,r) = σ2,

on en déduit

var(X0 − X̂0,r) = cov(X0 − X̂ ′
0,r,X0)

= cov(X0 − X̂0,r,X0) −
r
∑

k=1

ck,rcov(Xk − X̂k,X0)

= var(X0 − X̂0) − σ2

r
∑

k=1

ck,rbk

= σ2(1− b′A−1
r b)

= σ2(1 + a′a).

Exemple 2.1. Soit {Xt} un processus autorégressif d’ordre 1, stationnaire, d’équation
Xt = a1Xt−1 + εt alors

X̂ ′
0,r =

a1

1 + a2
1

(X1 +X−1).
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2.4 Interpolation de plusieures valeurs manquantes

Le schéma précédent s’applique tout à fait à plusieures valeurs manquantes et fournit

une procédure d’estimation de ces dérnières en usant de la même technique. Ainsi, nous

résoudrons ce problème sans restriction sur le modèle et nous distinguons le cas particulier

où les indices des valeurs manquantes sont successifs du cas où les indices sont quelconques.

Le cas paticulier a été l’objet des travaux de Brubacker et Wilson (1976) et Abrahm (1981).

Pourahmadi (1989) s’est intéressé en suite à la généralisation de ces résultats, d’autant plus

c’est le cas le plus fréquant dans la pratique. Soit

M = {n1, · · · ,nm} n1 = 0 < n2 < · · · < nm

les indices des valeurs manquantes du processus, et m = card M est le nombre total des

valeurs manquantes.

Soit

K = {k1, · · · ,kr} 0 < k1 < k2 < · · · < kr <∞

l’ensemble des indices des valeurs observées après l’insant t = 0.

Nous utilisons le vecteur

XM = [Xn1
, · · · ,Xnm

]′

pour caractériser les données manquantes et le vecteur

XK = [Xk1
, · · · ,Xkr

]′

pour caractériser les données observées.

Il est à noter que le lemme 2.2 est démontré d’une manière analogue quand plusieures

valeurs sont manquantes. L’équivalent de la matrice Ar dans le lemme 2.2 est

AK = σ−2{cov(Xki
− X̂ki

,Xkj
− X̂kj

)}i,j=1,...,r. (2.12)

L’équivalent du théorème 2.1 s’annonce alors :

Théorème 2.2. (Pourahmadi, 1989).

Soit {Xt} un processus stationnaire non déterministe dont les indices des valeurs man-

quantes sont données par M. Alors, avec les notations précédentes, nous avons :
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a)

Pour tout 1 ≤ j ≤ m

X̂ ′
nj
= X̂nj

+
r
∑

i=1

cij(Xki
− X̂ki

),

où les vecteurs

cj = (c1j, . . . ,crj)
′

sont solutions des équations

AKcj = bj.

L’interpolation des valeurs manquantes peut s’écrire sous la forme vectorielle suivante

X̂ ′
M = X̂M + C ′(XK − X̂K),

où C est une r ×m vérifiant

AKC = B.

(b)

cov(XM − X̂ ′
M) = Cov(XM − X̂M) − σ2B′A−1

K B.

Exemple 4. Pour un processus autorégessif d’ordre 1 stationnaire

Xt = aXt−1 + εt

nous avons, avec les mêmes notations,

A =









am am−1 . . . a
0 0 . . . 0

. . .
0 0 . . . 0









Soit a1 la première ligne de la matrice A. Alors

A′A = a′1a1 = [a2m−i−j ]i,j=1,...,m.

En utilisant le lemme 2.2, avec α = (1 + a1a
′
1)
−1, on obtient

(Im + A
′A)−1 = Im − αa′1a1 = Im − αA′A.

D’où

C = A(Im + A
′A)−1Tm = (Ir − αAA′)ATm.
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Notons que

AA′ =















m
∑

i=1

a2i 0 . . . 0

0 0 . . . 0
. . .

0 0 . . . 0















et

ATm =











a1Tm
0
...
0











.

Par conséquent

X ′
M = X̂M + α(a1Tm)

′(Xm − X̂m),

où

X̂M = X−1











a
a2

...
am











, X̂m = am+1X−1.

Comme attendu, l’interpolation des valeurs manquantes X0,X1, . . . ,Xm−1 dépend seulement

de X−1 et Xm.

2.5 Algorithme EM

L’algorithme d’espérance maximisation (EM) est une méthode itérative efficace pour

calculer l’estimation de vraisemblance maximale en présence de données manquantes. Le

but est d’estimer les paramètres du modèle pour lesquelles les données observées sont

les plus vraisemblables tout en tenant compte de l’existence de données manquantes. Le

problème de la maximisation de la vraisemblance consiste à trouver les paramètres qui

maximisent la vraisemblance. Plus formellement, si on définit XK comme les données in-

complètes observées, on assume qu’il existe un ensemble complet de donnéesX = (XK ,XM)

où XM représente l’ensemble des données manquantes. On peut donc écrire la fonction de

densité jointe comme suit :

P (X \ θ) = P (XK ,XM \ θ) = P (XM \XK ,θ).P (XK \ θ)

et de la même façon la log-vraisemblance de l’ensemble complet de données :

L(θ \X) = L(θ \XK ,XM) = ln(XK ,XM \ θ)
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On doit donc trouver la valeur espérée de la log-vraisemblance de l’ensemble complet de

données X par rapport aux données manquantes XM sachant les données observées XK et

les paramètres du modèle θ. Le problème est qu’on ne connâıt pas les variables cachées, il

faut donc utiliser les données et les paramètres d’une itération précédente XK et θ
(i−1). La

définition de cette espérance est :

Q(θ,θ(i−1)) = EXM
[ln(P (XK ,XM \ θ) \XK ,θ

(i−1))]

où EXM
est l’espérance par rapport à XM , θ

(i−1) les paramètres utilisés pour évaluer

l’espérance et θ les nouveaux paramètres à optimiser pour maximiser Q. C’est par le calcul

de cette espérance conditionnelle qu’on mesure la log-vraisemblance. Dans cette expression,

XK et θ(i−1) sont constants, θ est la variable ajustable et XM est une variable aléatoire

gouvernée par la distribution f(XM \XK ,θ
(i−1). On peut alors réécrire le terme de droite

comme :

EXM
[ln(P (XK ,XM \ θ) \X,θ(i−1))] =

∫

xm

ln(P (XK ,xm \ θ))f(xm \XK ,θ
(i−1))dxm

Cette fonction est déterministe et peut donc être maximisée. Une fois ces quantités définies,

tout est prêt pour l’optimisation.

Les étapes de l’algorithme EM sont donc :

1. Étape E : Évaluation de l’espérance Q(θ,θ(i−1)) selon les données observées et les

paramètres à notre disposition.

2. Étape M : Maximisation de cette espérance θ(i) = maxθQ(θ,θ
(i−1)) selon θ.

Ces étapes sont répétées autant de fois que nécessaire. Chaque itération fait augmenter la

log-vraisemblance, donc l’algorithme converge directement vers un maximum local de la

fonction de log-vraisemblance.

En utilisant les notations de la section 4, dans ce qui suit, nous appliquons l’algorithme

EM pour estimer les paramètres du modèles et les valeurs manquantes en s’appuyant sur

le théorème 2.2.

– Etape E : Sachant θ, l’estimateur des valeurs manquantes s’obtiennent par le théorème

2.2

X̂ ′
M = X̂M + C

′(XK −XK),

où X̂K = (X̂n1
, . . . ,X̂nm

)′ et X̂M = (X̂k1
, . . . ,X̂kr

) sont les prédicteurs de XM et

XK basés sur le passé fini X1,X2, . . . ,Xn1−1 X̂
′
M = (X̂ ′

k1
, . . . ,X̂ ′

kr
)′ est le vecteur des

interpolateurs des valeurs manquantes XM basé sur {Xt; t ∈M c = {1,2, . . . ,N}\M}
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– Etape M : Après l’estimation des données manquantes, les données ”complètes” peuvent

être utilisées pour maximiser la fonction de vraisemblance. Soit T (X1,X2, . . . ,XN ) la

solution de ce problème de maximisation.

Le calcul de ce nouvel estimateur permet de retourner à l’étape du calcul de l’espérance

et ainsi de suite. Une fois le seuil de tolérance est atteint on possède l’estimation de la

vraisemblance maximale de notre ensemble complet de données X.

Remarque 2.1. Comme tout procédé itératif, la mise en œuvre de cet algorithme nécessite

une valeur initiale θ(0). Le choix de cette dernière dépend de la nature des données et de

la fonction d’autocovariance γk du processus. En effet, trois cas sont possibles :

(a) La fonction γk est connue ;

(b) On dispose d’un long segment d’observations ;

(c) On ne dispose pas d’un long segment d’observations.

Dans le cas de la situation (a), une seule utilisation de l’étape E est nécessaire pour estimer

les valeurs manquantes. Dans le cas de la situation (b), on utilise le segment pour estimer

les paramètres du modèle (procédure de Box-Jenkins), la convergence de l’algorithme est

obtenue en peu d’itérations. Dans le dernier cas, nous supposons que les données peuvent

être modélisées par un ARMA(p,q) fini d’équation

Xt =

p
∑

i=1

φiXt−i + εt +

q
∑

j=1

θjεt−j.

Ainsi, zéro est la valeur initiale la plus appropriée ; i.e. nous supposons que X1, . . . ,XN

sont collectées suivant un processus bruit blanc. Dans ce cas, l’interpolation des valeurs

manquantes est la moyenne des valeurs observées.

2.6 Problème d’interpolation

Dans cette section, nous discutons du rôle du théorème 2.1 dans la caractérisation d’un

processus minimal et nous résolvons le problème d’interpolation (r =∞) des valeurs man-
quantes. Cette approche fournit quelques nouvelles perspectives concernant le rapport entre

la prédiction et l’interpolation. En outre, une relation de dualité entre la représentation

autorégressive AR(∞) et la moyenne mobile MA(∞) est établie. Cette relation est une
généralisation du résultat connu dans le cas d’ordre fini.
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Afin de résoudre le problème d’interpolation de Xt basée sur {Xs,s 6= t}, nous utilisons les
notations suivantes :

H′t = sp{Xs; s 6= t}
X̂ ′

t = PH′tXt

ηt = Xt − X̂ ′
t

σ′2 = var(ηt) ≥ 0.
(2.13)

Le processus stationnaire {ηt} est associé à l’erreur d’interpolation. Notons que, contraire-
ment à {εt}, les erreurs d’interpolation {ηt} ne sont pas orthogonales.
Le processus stationnaire {Xt} est dit minimal si Xt /∈ H′t, pour tout t, ce qui est équivalent
à

σ′2 6= 0. (2.14)

CommeHt−1 ⊆ H′t, il s’en suit que tout processus stationnaire minimal est non déterministe,
l’invesrse n’est pas nécessairement vraie.

Le fait que H′0,r → H′0, quand r →∞ nous assure que

X̂ ′
0 = lim

r→∞
X̂ ′

0,r (2.15)

et

σ′2 = lim
r→∞

var(X0 − X̂ ′
0,r). (2.16)

En utilisant le théorème 2.1, (2.15), (2.16) et en supposant que
∞
∑

i=1

a2
i < ∞, (2.17)

il vient

σ′2 = σ2 lim
r→∞

(

1 +
r
∑

i=1

a2
i

)−1

= σ2
(

ak − 1 + a2
i

)−1 6= 0 (2.18)

et

lim
r→∞

ck,r =

(

1 +
∞
∑

i=1

a2
i

)−1 (

ak −
∞
∑

i=1

aiai+k

)

= ck (k = 1,2, . . .). (2.19)

Ces deux dernières équations fournissent une preuve du théorème important de Kolmogorov

(1941).

Théorème 2.3. (Pourahmadi, 1989).

Soit {Xt} un processus stationnaire non déterministe de représentation AR de paramètres

{ak}. Alors on a :

(a) Le processus {Xt} est minimal si et seulement si
∞
∑

i=1

a2
i < ∞.
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(b) Pour un processus stationnaire minimal

σ′2 = σ2

(

1 +
∞
∑

i=1

a2
i

)−1

.

Notons que (2.15) et (2.19) suggèrent que X̂ ′
t admet une représentation de la forme

X̂ ′
t ∼ X̂t +

∞
∑

k=1

ck(Xt+k − X̂t+k), (2.20)

où X̂t+k, k = 0,1,2, . . . , est le meilleur prédicteur linéaire de Xt+k basé sur Ht−1.

Il s’en suit que

ηt = Xt − X̂ ′
t ∼ Xt − X̂t −

∞
∑

k=1

ck(Xt+k − X̂t+k) (2.21)

peut s’exprimer en fonction des εt,εt−1, . . ..

Nous présentons maintenant une conséquence de (2.20) et (2.21) en précisant son interêt

dans l’analyse des séries chronologiques. Dans ce qui suit, nous utiliserons la version nor-

malisée de {ηt} notée par {X ′
t}:

X ′
t = σ′−2 ηt. (2.22)

Le processus {X ′
t} est dit procesus dual (inverse) associé à {Xt}. Pour simplifier les nota-

tions et, sans perte de généralités, nous supposons que σ2 = 1. Il est trivial que {X ′
t} est

un processus stationnaire. Nous utilisons {γ ′k}, {a′k} etc ... pour représenter sa fonction de
covariance, les paramètres de la représentation AR etc .... Quelques propriétés importantes

de {X ′
t} sont résumées dans le lemme suivant :

Lemme 2.3. (Massani, 1960).

Soit {Xt} un processus stationnaire minimal et {X ′
t} son dual. Alors on a :

1. Cov(X ′
t,Xs) = δt,s,

2. X ′
t = εt −

∞
∑

i=1

aiεt+i.

Ce résultat donne l’expression de la fonction d’autocovariance γ ′k du processus dual {X ′
t}

en fonction de celle de {Xt}. Dans ce qui suit, nous donnons des raports plus spécifiques
qui mettent en évidence le lien entre les représentations AR et MA de {Xt} et celle de
{X ′

t}
Théorème 2.4. (Pourahmadi, 1989).

Les paramètres de la représentation autorégressive et moyenne mobile de {Xt} et {X ′
t}

vérifient

b′0 = 1, b′k = −ak, (k = 1,2, . . .), (2.23)
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a′0 = 1, a′k = −bk, (k = 1,2, . . .). (2.24)

Ce théorème montre qu’il y a, en effet, une dualité structurelle entre la représentation

AR de {Xt} et la représentation MA de {X ′
t} et vice versa. Par conséquent, la tâche diffi-

cile d’estimer les paramètres de la représentation MA de {Xt} peut être réduite à la tâche
plus facile d’estimation des paramètres de la représentation AR de {X ′

t}. Cette relation
importante entre {Xt} et {X ′

t} a été utilisée à maintes reprises dans l’analyse des séries
chronologiques, en l’occurence les problèmes d’identification et d’estimation (Pierce, 1970;

Cleveland, 1972; Chatfield, 1979; Battaglia, 1988).

Les résultats précédents portant sur la dualité entre {Xt} et {X ′
t} peuvent s’obtenir en

imposant des conditions plus fortes que la minimalité du pocessus {Xt}. En effet, Pou-
rahmadi 1985, utilise le concept de l’angle ρX entre les sous espaces passé-présent et futur

pour étudier la représentation AR d’un processus stationnaire et montre que ρX < 1 est

une condition suffisante de la convergence de la série (2.6) du prédicteur X̂k. En utilisant

ce résultat et les notations précédentes, une relation de dualité entre AR(∞) et MA(∞)
est établie par le théorème suivant :

Théorème 2.5. (Pourahmadi, 1985).

Soit {Xt} un processus stationnaire avec ρX < 1. Alors

Xt = εt +
∞
∑

k=1

bkεt−k

si et seulement si

X ′
t = −

∞
∑

k=1

bkX
′
t−k + ε′t.

2.7 Interpolation suboptimale

Soit H un espace de Hilbert, H1 et H2 deux sous espaces de H et H1,2 le sous espace

engendré par H1 ∪H2.

Le calcul de PX = PHX, quand P1X = PH1
X et P2X = PH2

X sont connus, nécessite des

opérations complexes. En effet, Aronszajin (1950) démontre que

PX = (I − P2)(I − P1P2)
−1P1X + (I − P1)(I − P1P2)

−1P2X

=
∞
∑

k=1

[

P1(P2P1)
k−1 + (P2P1)

k−1 − (P2P1)
k − (P1P2)

k
]

X.
(2.25)

Cette série converge en norme dans H et l’angle entre H1 et H2 est positif, c’est à dire

cosφ = sup
hi∈Hi‖hi‖=1,i=1,2

|(h1,h2)| < 1.
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Néanmoins, malgré la complexité de (2.25), l’idée d’alterner les projections donne lieu à

beaucoup de résultats algorithmiques en statistique. Les plus importants sont l’algorithme

de la factorisation d’une densité spéctrale d’un processus, voir Massani et Weinner 1958,

l’algorithme d’interpolation d’un processus stationnaire, voir Salehi 1974 et l’algorithme

ACE proposé par Brieman et Friedman 1985. Pour d’autres applications voir Gaffke et

Mathar 1989.

Dans cette partie, en utilisant (2.25), nous présentons une nouvelle approche pour résoudre

le problème d’interpolation. Nous nous restreignons au problème d’interpolation semi-fini,

lequel revient à trouver la meilleure interpolation linéaire de X0 ainsi que l’erreur d’inter-

polation, basé sur {Xt,t ≤ m,t 6= 0}, 0 < m <∞. Notons qu’avec H1 = s̄p{Xt,t ≤ −1} et
H2 = s̄p{Xt,t ≥ 1}, il est facile d’obtenir P1X0 et P2X0, mais le calcul de la projection PX0

est plutôt compliquée, voir Nakazi 1980, Miamee et Pourahmadi 1988. Ainsi, en appliquant

(2.25), la série résultante peut être simplifiée pour obtenir l’expression de PX0 et celle de

l’erreur ‖X0−PX0‖2. Un examen minutieux et prudent de la formule suggère une nouvelle

interpolation géométrique en transformant les deux sous espaces H1 et H2 en deux sous

espaces orthogonaux.

En utilisant les mêmes notations que précédemment, dans ce qui suit, nous présentons une

méthode d’interpolation suboptimale de valeurs manquantes d’une série chronologique.

Cette méthode d’estimation peut se décomposer en deux problèmes partiels : on cherche à

résoudre les problèmes de projection sur H1 et H2 séparemment, le problème initial, ainsi

affaibli, se ramène au problème de la construction de la meilleure combinaison linéaire des

deux solutions obtenues.

Soit X̂0,m = P2X0 le prédicteur basé sur les observations futures {Xt; 1 ≤ t ≤ m}.
Définissons X̃0,m = αmX̂0 + βmX̂0,m avec αm et βm à choisir de telle sorte à minimiser

Var(X̂0 − X̃0,m). Il est évident que αm et βm vérifient

(

V ar(X̂0) Cov(X̂0,X̂0,m)

V ar(X̂0,m)

)(

αm
βm

)

=

(

Cov(X0,X̂0,m)

Cov(X0,X̂0,m)

)

(2.26)

Comme
Cov(X0,X̂0,m) = V ar(X̂0) = γ0 − σ2

Cov(X0,X̃0,m) = V ar(X̂0,m) = γ0 − σ2
m,

en définissant ρm = Corr(X̂0,X̂0,m) comme coéfficient de corrélation entre les deux prédicteurs

de X0 et rm =

√

V ar(X̂0/X̃0,m), il s’en suit que la solution de (2.26) est

αm =
1− rmρm
1− ρ2

m

, βm =
1− r−1

m ρm
1− ρ2

m

(2.27)
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avec

V ar(X0 − X̃0,m) = γ0 −
1

1− ρ2
m

[2γ0 − σ2 − σ2
m − 2Cov(X̂0,X̂0,m)]. (2.28)

Pour m assez grand, les formules (2.27) et (2.28) deviennent

ρ = lim
m→∞

ρm = 1−
(γ0

σ2

)

∞
∑

k=1

akbk, (2.29)

donc

lim
m→∞

αm = lim
m→∞

βm = (1 + ρ)
−1 (2.30)

et

V ar(X0 − X̃0,∞) = γ0 −
2σ2

1− ρ2

(γ0

σ2
− 1− ρ

)

. (2.31)

La formule (2.31) permet de comparer la performance de l’interpolation suboptimale avec

la solution optimale obtenue dans le théorème 2.1 et donne une condition nécessaire et

suffisante en fonction des paramètres ak, bk et ρ pour que la solution suboptimale soit

optimale.

Théorème 2.6. (Pourahmadi, 1991).

Soit {Xt} un processus stationnaire inversible (minimal) de représentation (2.1). Alors, la

solution suboptimale X̃0,∞ est optimale si et seulement si

∞
∑

k=0

b2k =
1− ρ2

1 + ρ2





2

1− ρ
−
(

∞
∑

k=0

a2
k

)−1


 . (2.32)

Exemple 5. Soit un ARMA(1,1) d’équation

Xt − φX − t− 1 = εt − θεt−1 avec |φ| < 1,|θ| < 1 et φ 6= θ.

Notons que

b0 = 1, bj = (φ− θ)φj−1,
∞
∑

j=1

b2j = 1 +
(θ − φ)2

1− φ2
,

a0 = 1, aj = (φ− θ)φj−1,

∞
∑

j=1

a2
j = 1 +

(θ − φ)2

1− θ2
,

∞
∑

j=1

ajbj =
(φ− θ)2

1− φθ
, ρ =

φ2 − φθ

1− θφ
.

Pour φ = 0 ou θ = 0, l’équation (2.32) est vérifiée, par conséquent, pour un AR(1) ou

MA(1), toute solution suboptimale est optimale.
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2.8 Proximité de Pitman

Une approche alternative à la théorie de la décision standard a été developpé par Pitman

(1937). Afin de comparer deux estimateurs δ1 et δ2 du paramètre inconnu θ, il a proposé

de comparer les distributions de leurs distances (ou proximité) à θ, soit,

P {||δ1(x)− θ|| < ||δ2(x)− θ||} . (2.33)

Si cette probabilité est plus grande que 0.5, δ1 domine δ2 au sens du Pitman, avec le mes-

sage explicite que δ1 devrait alors être préféré à δ2.

L’avantage de ce critère est de se passer de la condition d’existence des moments, condition

souvent lourde ou difficile à vérifier.

Ce critère a été largement utilisé dans les deux dernières décennies, pour comparer de nom-

breux estimateurs, pour exemple, nous citons, Mason et al (1990), Peddada et Khattree

(1991), Fountain et Keating (1994), Liqing Yan (2007), Sen et al (1990), Bose (1998). Saleh

et Shen (1991) ont généralisé ce critère en introduisant le GPC. Certains de ces auteurs

ont utilisé la notion de biais par rapport à la médiane pour caractériser la classe des es-

timateurs optimaux au sens de Pitman. Quoique formellement semblable à la domination

stochastique, ce critère, dit de proximité, présente des défauts majeurs, Certains articles

étudient les propriétés de la proximité de Pitman et mettent en évidence son caractère

intrinsèque, puisqu’elle fait intervenir la distribution complète de ||δ1(x) − θ|| (par oppo-
sition à l’évaluation réductrice à travers une fonction de coût, quadratique par exemple).

A l’opposé, Robert et al (1993b) exposent les défauts fondamentaux de ce critère. Nous

présentons deux points caractéristiques.

Sans conteste, le point le plus criticable et le plus critiqué de la proximité de Pitman est

la non transitivité. De fait, ce critère ne fournit pas le moyen de déterminer un estima-

teur optimal ou même de comparer des estimateurs entre eux. Pitman (1937) avait déja

remarqué cette difficulté, mais certains partisans de ce critère (voir notamment Blynth

1972) affirment de manière paradoxale que cette propriété est un avantage supplémentaire

puisqu’elle reflète la complexité du monde, il peut effectivement arriver qu’un ordre de

préférence raisonable ne soit pas toujours transitif. Mais le besoin aigu de réduire une

telle complexité mis a part, notons que la proximité est mise en avant comme un critère

de comparaison, une alternative aux fonction de coûts usuelles lorsque il y a non transi-

tivité, l’ordre déduit de ce critère n’est pas absolu, puisque, comme le montre beaucoup

d’exemples, il y a toujours une possibilité d’obtenir un cycle de préférence. Dans de tels

cas, ce critère ne peut pas fournir d’estimateur optimal.
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Bien entendu, la non transitivité de ce critère l’empêche d’être équivalent à une fonction

de coût, à ce titre, il ne peut relever de la théorie de la décision. Pour la même raison, il

ne peut pas être équivalent à la domination stochastique. En fait, Blyt et Pathak (1985)

fournissent un exemple où ces deux critères produisent des ordres opposés. Il est même

impossible de définir un estimateur de Bayes (de décision) pour le critère de Pitman ( bien

qu’un estimateur à posteriori de Pitman puisse exister, voir Bose (1992) et Ghost et al

(1993).

Dans ce qui suit, nous allons appliquer l’idée de Pitman pour comparer deux estimateurs

de données manquantes d’une série chronologique. Nous soulignons que, dans la théorie de

l’estimation des paramètres, la quantité à estimer est inconnue mais fixe, par contre, dans

le cas des données manquantes la quantité à estimer est aléatoire.

Définition 2.1. Soit X̃k et X̂k deux estimateurs d’une donnée manquante d’une série

chronologique. Alors, X̃k domine X̂k au sens de Pitman si et seulement si

P
{

|Xk − X̃k| < |Xk − X̂k|
}

>
1

2
. (2.34)

Théorème 2.7. (Hamaz et Ibazizen, 2009).

Soit {Xt} un processus autorégressif d’ordre 1, stationnaire, d’équation Xt = φXt−1 + εt

avec εt ∼ N (0,1) et supposons que Xk est manquante. Alors, la valeurs interpolé X̃k =
φ

1 + φ2
(Xk+1 +Xk−1) domine la valeur prédite X̂k = φXk au sens de Pitman.

Démonstration. Soit p = P
{

|Xk − X̃k| < |Xk − X̂k|
}

on a

p = P{|Xk −
φ

1 + φ2
(Xk−1 +Xk+1)| < |Xk − φXk−1|}

= P{ 1

1 + φ2
|Xk − φXk−1 + φ

2Xk − φXk+1| < |Xk − φXk−1|}

= P{ 1

1 + φ2
|εk − φεk−1| < |εk|}

= P{|1− φ
εk+1

εk
| < 1 + φ2}

= P{−2− φ2 < −φεk+1

εk
< φ2}

Les variables εk et εk+1 sont indépendantes de loi N (0,1), ce qui entraine,
εk+1

εk
suit une loi

de Cauchy(0,1). Nous distinguons deux cas:

Cas 1. φ > 0
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p = P{−2− φ2

φ
< −εk+1

εk
< φ}

= P{−φ < εk+1

εk
<
2 + φ2

φ
}

=
1

π

(

arctan

{

2 + φ2

φ

}

− arctan{−φ}
)

>
1

π

(

arctan

{

1

φ

}

+ arctan {φ}
)

≥ 1

2
.

Cas 2. φ < 0

Il suffit de poser ψ = −φ.



Chapitre 3

Prédiction à passé incomplet

3.1 Introduction

L’estimation des paramètres d’un processus ARMA stationnaire dans le cas de valeurs

manquantes a été intensivement relaté dans la littérature, beaucoup de ces recherches sont

dues à Parzen (1983) et Brockwell et Davis (1991), alors que la prédiction à passé incomplet

n’a émergé que ces dernières années.

Cette partie du travail se distingue fondamentalement du premier chapitre, mais n’en est

pas moins son complément naturel. Nous avons jusqu’ici traité le problème de prédiction

en se basant sur un passé complet. Dans ce chapitre, nous donnons une formule récurrente

pour le calcul des prédicteurs à passé incomplet en résolvant simultanément le problème

des données manquantes. Notons que ce dernier problème a été traité indépendamment

du premier par plusieurs auteurs et la solution proposée exige des techniques avancées

d’inversion de matrices (voir chapitre 2). L’idée est de subdiviser les sous espaces passé et

futur d’une manière analogue à celle de l’algorithme des innovation dans Brockwell et Davis

(1992). Cette idée peut être expliquée et mieux appréciée en essayant de prédire X2 en se

basant sur tout le passé {X1,X−1, . . . ,} à l’exception de X0 où X1 n’est pas orthogonal à

H−1. Pour k ≥ 0, soit X̂k la projection orthogonale de Xk sur H−1, alors X1 − X̂1 et H−1

sont orthogonaux et H∗1 = H−1 ⊕ sp{X1 − X̂1}. Sous cette dernière forme, le calcul des
projections de X0 et X1 sur H

∗
1 devient plus simple.

Cette même technique est utilisée quand plusieures valeurs sont manquantes. En effet, soit,

Xt1 ,Xt2 , . . . ,Xtn les variables observées aprés l’instant t = 0, les estimateurs des valeurs

manquantes et les prévisions futures s’obtiennent par les projections futures sur le sous

espace H−1 ⊕ {Xt1 ⊕ X̂t1 ,Xt2 ⊕ X̂t2 , . . . ,Xtn ⊕ X̂tn}. L’algorithme proposé est récursif et
offre une méthode satisfaisante pour le calcul des prédicteurs et des estimateurs des valeurs

60
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manquantes. Cet algorithme est général et peut être appliqué même dans le cas multivarié.

Ce chapitre est organisé comme suit : la section 2 est une généralisation de l’algorithme

d’innovation. Une formule explicite de la variance de l’erreur de prédiction est donnée dans

la section 3. Dans la section 4, Nous nous intéressons à la représentation autorégressive des

prédicteurs à passé incomplet. La dernière section de ce chapitre porte sur l’influence des

positions des données manquantes sur la variance de l’erreur de prédiction.

3.2 Généralisation de l’algorithme d’innovation

Soit H l’espace de Hilbert des variables aléatoires centrées de variances finies et {Yt; t ≥
1} une série chronologique centrée de fonction d’autocovariance c(i,j) = cov(Xi,Xj). Pour

n ≥ 0, soit Hn = sp{H,Y1, . . . ,Yn} l’espace de toutes les combinaisons linéaires d’éléments
deH,Yn, . . . ,Y1, et Ŷn+1 la projection orthogonale de Yn+1 surHn avec νn = var(Yn+1−Ŷn+1)

la variance de l’erreur de prédiction. Comme Y1 − Ŷ1, . . . ,Yn − Ŷn sont orthogonales et

orthogonales à H alors

Hn = H⊕ sp{Y1 − Ŷ1} ⊕ . . .⊕ sp{Yn − Ŷn} (3.1)

et donc

Ŷn+1 = Ỹn+1 +
n
∑

j=1

θnj(Yn+1−j − Ŷn+1−j), (3.2)

où X̃ est la projection de X sur H.
Dans ce qui suit, nous donnons un schéma récursif pour calculer {θnj, j = 1, . . . ,n;n =

1,2, . . .}, qui se ramène à l’algorithme d’innovation en posant H = {0}.
Pour n ≥ 1, les coefficients de Ŷn+1 ainsi que les erreurs quadratiques moyennes sont donnés

par :

ν0 = var(Y1 − Ŷ1)

θn,n−k = ν−1
k [c(n+ 1,k + 1)− d(n+ 1,k + 1) −

k−1
∑

j=0

θk,k−jθn,n−jνj], k = 0,1, . . . ,n− 1,

νn = c(n+ 1,n+ 1)− d(n+ 1,n+ 1)−
n−1
∑

j=0

θn,n−jνj

(3.3)
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où d(n + 1,k + 1) = cov(Yn+1,Ŷk+1). Les coefficients de (3.3) s’obtiennent dans l’ordre

suivant : ν0,θ11,ν1,θ22,θ21,ν2, . . .

En utilisant (3.2) et l’orthogonalité des Yj − Ŷj,1 ≤ j ≤ n, on obtient

θn,n−k =
cov
(

Yn+1,Yk+1 − Ŷk+1

)

var(Yk+1 − Ŷk+1)
. (3.4)

En pratique, pour une série chronologique centrée {Xt}, H est considéré habituellement

comme segment d’observations passées, à savoir H = sp{X−N , . . . ,X−1} N fini ou infini.
Supposons que {Xt} est stationnaire, de moyenne nulle, de fonction d’autocovariance γk =
cov(Xt+k,Xt) et de représentations MA et AR

Xt = εt + b1εt−1 + . . .
Xt = εt + a1Xt−1 + a2Xt−2 + . . .

(3.5)

avec σ2 = var(εt), {bk} et {ak} sont les paramètres des représentations MA et AR respec-
tivement. Ces paramètres vérifient les relations de récurrence suivantes

bl =
l−1
∑

k=0

bkal−k, l = 1,2, . . . ,b0 = 1. (3.6)

Pour k ≥ 0, le meilleur prédicteur linéaire de Xk basé sur le passé {Xt; t ≤ −1} est la
projection orthogonale de Xk sur sp{Xt; t ≤ −1} :

X̂k =
∞
∑

i=k+1

biεk−i, ek = Xk − X̂k =
k
∑

i=0

biεt−k (3.7)

c(k,l) = cov(ek,el) = σ2

min(k,l)
∑

i=0

bibk−i, k,l ≥ 0. (3.8)

Notons que H est orthogonal à {ek,k ≥ 1} qui est un processus centré non stationnaire. Il
convient donc de l’orthogonaliser.

Soit K = {t1, . . . ,tm} le sous ensemble des indices des variables observées. En se plaçant
dans le cas Yt = et,t ≥ 0 et en utilisant (3.2) et (3.8) on obtient

ê0 = 0 ν0 = var(e0 − ê0) = σ2, e0 − ê0 = ε0,

θ11 = c(1,0)ν−1
0 = b1, ν1 = σ2, e1 − ê1 = ε1,

θ22 = c(0,2)ν−1
0 = b2, θ21 = b1, ν2 = σ2, e2 − ê2 = ε2.
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Par déduction, pour tout n ≥ 1,j = 0,1, . . . ,n− 1, nous avons

θn,n−j = bn−j, ν0 = σ2, en − ên = εn. (3.9)

Pour simplifier les notations et sans perte de généralités, indexons la série chronologique

de telle sorte à avoir X0 première observation manquante et soit K = {ti, 0 < t1 < t2 <

. . . < tm ≤ ∞} l’ensemble des indices des variables observées après X0. Considérons la série

chronologique {Yt; 1 ≤ t ≤ m} avec Yt le prédicteur de l’erreur eti ,ti ∈ K. Les éléments

de la matrice de covariance de {Yt} sont donnés par cov(eti ,etj) dans (3.8). En utilisant
(3.2)-(3.3), on obtient {Xti − X̂ti ,ti ∈ K} = {Y1, . . . ,Ym} avec Ỹk = 0 et d(k,l) = 0 pour
tout k,l ≥ 0.
Afin de calculer le prédicteur basé sur le passé incomplet, pour 0 ≤ n /∈ K, notons X̂ ′

n la

projection orthogonale de Xn sur Htk où tk est le plus grand entier tel que tk ≤ n− 1. En
utilisant (3.1), on obtient

X̂ ′
n = X̂n +

∑

tj≤n−1

βj(Yj − Ŷj), βj =
cov(Xn,Yj − Ŷj)

νj
,

Xn − X̂ ′
n = en −

∑

tj≤n−1

βj(Yj − Ŷj),

var(Xn − X̂ ′
n) = var(en) +

∑

tj≤n−1

β2
j νj,

(3.10)

où βj et νj se calculent en utilisant les relations de récurrences données par (3.3).

Remarque 3.1. Sans recourir à la représentation espace d’états, l’algorithme d’innovation

généralisé est trés utile pour calculer les projections sur les espaces de dimensions finies ou

infinies. Il se réduit à l’algorithme du filtre de Kalman ou à la procédure de Gram-Schmidt

lorsqueH = {0}. Cet algorithme possède un avantage de taille puisqu’il permet d’expliciter
les variances des prédicteurs et des interpolateurs d’un processus stationnaire plus général

qu’un ARMA fini. L’outil clé pour calculer ces projections est basé sur la décomposition

de Wold des processus stationnaires. Lorsque les covariances sont inconnues, l’algorithme

proposé peut être mis en œuvre en utilisant des estimations de covariances comme dans

Brockwell et Davis (1991, Chs. 5, 8).

Exemple 6. Pour une prédiction et une interpolation basées sur {Xm, . . . ,X1,X−1,X−2, . . .}.
Nous avons besoin d’orthogonaliser {e1, . . . ,em}. En utilisant l’algorithme d’innovation

généralisé on obtient :

ê1 = 0, e1 − ê1 = ε1 + b1ε0, ν0 = var(e1) = σ2(1 + b21),
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θ11 = c(1,2), ν−1
0 = (b1 + b1b2)(1 + b

2
1), ν1 = σ21 + b

2
1 + (b2 − b21)

1 + b21

En utilisant la relation entre les coefficients des représentations MA et AR, on obtient

ν1 =
1 + a2

1 + a
2
2

1 + a2
1

σ2. Les autres paramètres θnj et νm se calculent identiquement,

νm = σ21 + a
2
1 + . . .+ a

2
m + a

2
m+1

1 + a2
1 + . . .+ a

2
m

= var(Xm+1 − X̂ ′
m+1). (3.11)

La croissance de la variance de l’erreur de prédiction Xm+1 est due à l’observation man-

quante X0

Im = var(Xm+1 − X̂ ′
m+1)− var(Xm+1 − X̂m+1) = σ2a2

m+1

(

m
∑

k=0

a2
k

)−1

, a0 = 1.

Cette quantité est nulle, par exemple, pour un AR(p) et m ≥ p. La variance de l’erreur

d’interpolation de X0 est

var(X0 − X̂ ′
0) = σ2

(

m
∑

k=1

a2
k

)−1

. (3.12)

3.3 Erreur de prévision à passé incomplet

Dans ce qui suit, nous supposons que les données X−n1
, . . . ,X−nN

sont manquantes, où

N est un entier positif tel que 0 < n1 < . . . < nN , et nous considérons le problème de

prédire X0 en se basant sur le passé incomplet

H′−1 = sp{Xt; t ≤ −1,t 6= −n1, . . . ,− nN}.

Soient M = {n1,n2, . . . ,nN} l’ensemble des indices des valeurs manquantes et P ′−1Y est la

projection ortogonale de Y sur H′−1.

Dans le cas où n1 = 1, . . . ,nN = N , X ′
0 est le prédicteur d’horizon N + 1 qui se calcule

facilement en utilisant le décomposition de Wold (Voir Chapitre 1). Quand les indices

des valeurs manquantes sont quelconques, Chang et Pouramadi (1997) ont proposé un

algotrithme pour le calcul de X̂ ′
0, cette procédure utilise essentiellement la généralisation

de l’algorithme d’innovation exposé dans la section précedente. L’expression résultante de

cette méthode dépend seulement des paramètres de la représentation moyenne mobile (MA)

obtenue par la décomposition de Wold et de la variance des innovations. La complexité
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algorithmique de cette méthode est liée à l’entier N qui est le nombre d’observations man-

quantes.

En utilisant le résultat de Grenander et Rosenblatt (1954), une expression de var(X0− X̂ ′
0)

qui utilise principalement les paramètres de la représentation AR de {Xt} est donnée
dans Pourahmadi (1994). Dans ce qui suit, nous donnons une expression explicite de

X0−X̂ ′
0. Cette expression permet d’obtenir la variance des erreurs et permet de déduire une

représentation autorégressive du prédicteur X̂ ′
0. Le calcul de X̂

′
0 exige l’inversion d’une ma-

trice dont la taille dépend du nombre d’observations manquantes N , mais indépendantes du

rang de ces indices, les éléments de cette matrice dépendent seulement de la représentation

autorégresive (AR) de {Xt}. Nous caractérisons également les processus pour lesquels la
perte d’observations dans le passé n’effectent pas la prédiction, i.e. X̂0 = X̂ ′

0.

Théorème 3.1. (Bondon, 2002).

Soit {Xt} un processus non déterministe stationnaire admettant une représentation au-

torégressive AR(∞) de paramètres {ak} donnée par

Xk =
∞
∑

i=1

aiXk−i + εk (3.13)

Alors

X0 − X̂ ′
0 = −

N
∑

p=0

ψp

np
∑

j=0

anp−jε−j, (3.14)

où les coefficients (ψp) satisfont les équations matricielles suivantes

U(ψ0,ψ1, . . . ,ψN)
′ = (1,0, . . . ,0)′, (3.15)

U est une (N + 1)× (N + 1) matrice non singulière d’éléments

Up,q =

np∧nq
∑

j=0

anp−janq−j, p,q = 0, . . . ,N. (3.16)

La variance de l’erreur de prédiction est

var(X0 − X̂ ′
0) = σ2ψ0. (3.17)

Démonstration. Montrons d’abord que X0 − X̂ ′
0 est orthogonal à H′−1. Soit k ∈ N, nous
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avons

< X0 − X̂ ′
0 , X−k > = −

N
∑

p=0

ψp

np
∑

j=0

anp−j < ε−j,X−k > De (3.14),

= −σ2

N
∑

p=0

ψp

np
∑

j=k

anp−jcj−k De (3.15)

= σ2

N
∑

p=0

ψpδnp−k.

(3.18)

Si k /∈M , la dernière égalité de (3.18) est nulle. Par conséquent, X0 − X̂ ′
0 ⊥ H′−1. Mainte-

nant, vérifions que X̂ ′
0 ∈ H′−1. Pour j ∈ {0,1, . . . ,nN}, on a

X−j =

nN−j
∑

i=0

ciε−j−i +
∞
∑

i=nN−j

ciε−j−i + V−j

=

nN
∑

i=j

ci−jε−i + U−j

(3.19)

où U−j ∈ H−nN−1. Soient X, ε et U , les vecteurs de composantes X−j,ε−j et U−j pour

j = 0,1, . . . ,nN . Il résulte de (3.19) que X = Cε+U où C est une (nN+1)×(nN+1) matrice
triangulaire sup d’éléments Cp,q = cq−p pour p,q = 0, . . . ,nN . Pour c0 = 1, la matrice C

est non singulière et il s’en suit que C−1 = −A où A est une matrice triangulaire sup

d’éléments Ap,q = aq−p pour p = 0,1, . . . ,nN .

Soit T = AU et notons par T−j les composantes de T . Nous avons

ε−j = −
nN
∑

i=j

ai−jX−i + T−j, j = 0, . . . ,nN (3.20)

En insérant (3.20) dans (3.14), on obtient X̂ ′
0 = R0 + S0 où

R0 = X0 −
N
∑

p=0

ψp

np
∑

j=0

anp−j

nN
∑

i=j

ai−jX−i (3.21)

S0 =
N
∑

p=0

ψp

np
∑

j=0

anp−jT−j (3.22)

Soit i ∈ M , i.e. i = nq où q ∈ {0,1, . . . ,N} et soit αnq
= 0. On a R0 ∈ sp{X−k; k ∈

{0, . . . ,nN} \M} ⊂ H′−1.

Comme chaque U−j ∈ H−nN−1 et T = AU , chaque T−j ∈ H−nN−1, il en résulte de (3.22)
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que S0 ∈ H′−1. D’où X̂
′
0 = R0 + S0 ∈ H′−1.

Montrons maintenant que la matrice U est définie positive et donc a fortiori U est non

singulière. Soit α ∈ R
N+1, on déduit de (3.16) que

α′Uα =

nN
∑

j=0

(

N
∑

p=0

αpanp−j

)2

.

Donc, α′Uα = 0 est équivalent à
N
∑

p=0

αpanp−j = 0 pour j = 0, . . . ,nN . En prenant suc-

cessivement j = nN ,nN−1, . . . ,n0 et en utilisant le fait que a0 = −1, on obtient que
αN = αN−1 = . . . = α0 = 0. Finalement, l’expression de var(X0 − X̂ ′

0) est tirée de (3.18)

avec k = 0 :

var(X0 − X̂ ′
0) = < X0 − X̂ ′

0 , X0 > = σ2

N
∑

p=0

ψpδnp
= σ2ψ0.

Remarque 3.2.

a. La formule (3.17) s’obtient aussi en utilisant Pouramadi (1994, théorème 1). Si

X̂ ′
0 = X0, alors X0 ∈ H′−1 ⊂ H−1, et donc {Xk} est déterministe. Inversement, si

{Xt} est déterministe, alors X0 ∈ H−nN−1 ⊂ H′−1, et donc X̂
′
0 = X0. Par conséqeunt,

var(X0 − X̂ ′
0) > 0 si et seulement si σ

2 > 0.

b. Supposons que n1 = 1, . . . ,nN = N , alors X̂ ′
0 est le prédicteur d’horizon h de X0. Il

s’en suit de (3.16) que U = AA′, et comme C = −A−1, (3.16) est équivalente à

A(ψ0, . . . ,ψN)
′ = −(c0,c1, . . . ,cN)′. (3.23)

On déduit de (3.14) et (3.23) que

X0 − X̂ ′
0 = −

N
∑

j=0

(

N
∑

p=0

ψpap−j

)

ε−j =
N
∑

j=0

cjε−j,

qui est une formule connue (voir Brockwell and Davis 1991, p. 189).

Comme le processus d’innovation {εk} n’est pas directement observable, la formule
(3.14) ne peut pas être utilisée pour le calcul de X̂ ′

0 à moins qu’on puisse exprimer

εk en fonction des observations Xk−i pour i ≥ 0. Ce qui est équivalent à trouver une
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représentation autorégressive convergente en moyenne quadratique de X̂ ′
0 dans l’espace

temps. Le théorème suivant établit cette relation.

Théorème 3.2. (Bondon, 2002).

Soit {Xt} un processus purement non déterministe, stationnaire de représentation AR de

paramètres {ak}. Le prédicteur X̂ ′
0 admet une représentation autorégressive si et seulement

{Xk} admet une représentation autorégressive. Dans ce cas, la représentation AR de X̂ ′
k

est unique et est donnée par

X̂ ′
0 =

∑

k∈N\M

hkX−k, (3.24)

où

hk = δk −
N
∑

p=0

ψp

np∧k
∑

j=0

anp−jak−j, k ∈ N. (3.25)

Les coefficients (ψp) sont définis dans le théorème précédent.

Démonstration. Premièrement, notons que la représentation AR de X̂ ′
0 existe, et elle est

unique car {Xt} est non déterministe et
∞
∑

k=0

gkX−k = 0, alors gk = 0 pour tout k ≥ 0.

Maintenant, si X̂ ′
0 admet une représentation AR, alors X̂0 =

∞
∑

i=1

aiX−i. La stationnarité

nous assure que X̂k =
∞
∑

i=1

aiXk−i pour tout k ∈ Z.

Inversement, si Xk admet une représentation autorégressive, en remplaçant ε−j dans (3.14)

par son expression déduite de (3.13), nous obtenons

X̂ ′
0 = X0 −

∞
∑

k=0

(

N
∑

p=0

ψp

np∧k
∑

j=0

anp−jak−j

)

X−k =
∞
∑

k=0

hkX−k,

où les coefficients (hk) sont définis par (3.25). De (3.15) et (3.16), on obtient hk = 0 pour

tout k ∈M , ce qui entraine (3.24).

Remarque 3.3.

a. Sous les deux conditions, qui imposent à la densité spectrale f de {Xt} d’être bornée
presque partout et à f−1 d’être intégrable, Masani (1960, theorème 5.2) démontre

que le prédicteur d’horizon N+1 de X0 admet la représentation autorégressive (3.24)

avec

hk =











0 si 0 ≤ k ≤ N

−
k
∑

j=N+1

cjak−j si k ≥ N + 1.
(3.26)
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Bloomfield (1985, theorème 1) montre que si X̂0 admet une représentation AR,

alors quelque soit N > 0, le prédicteur linéaire de X0 en fonction des observations

{Xk; k < −N} admet aussi une représentation AR que l’on obtient au moyen de

relations données par exemple dans Bondon 2002.

Cheng et Pourahmadi (1997) ont proposé une méthode récursive pour calculer le

prédicteur linéaire X̂ ′
0 de X0 en fonction de toutes les observations du passé à l’ex-

ception d’un nombre fini d’entre elles dont les indices temporels sont quelconques.

La complexité de leur algorithme dépend des indices des observations manquantes et

leur méthode ne fournit pas la représentation AR de X̂ ′
0.

b. La représentation (3.24) a été démontrée dans Bondon (2000, Corollaire1) en imposant

deux conditions différentes :

1. f est bornée presque surement et f−1 est intégrable.

2. L’angle entre le sous espace futur sp{Xi,i ≥ 1} et le sous espace passé-présent
H0 est postif.

c. D’après (3.25), h0 = 0 et pour tout k ≥ 1, nous avons

hk = −
nN
∑

j=0

αjak−j, (3.27)

où αj =
N
∑

p=0

ψpanp−j. Par conséquent, hk ≤
(

nN
∑

j=0

α2
j

)(

nN
∑

j=0

a2
k−j

)

pour tout k ∈ N,

et si {Xk} est minimal, nous avons
∞
∑

k=0

h2
k ≤ (nN + 1)

(

nN
∑

j=0

α2
j

)

∞
∑

k=0

a2
k < ∞.

(e.) Si
∞
∑

k=0

|ak| <∞, alors la série de (3.13) est convergente dans L2, voir Brockwell et

Davis (1991, Proposition 3.1.1). D’où X̂ ′
0 admet une représentation autorégressive

donnée par (3.24), et on déduit de (3.27) que

∞
∑

k=0

|hk| ≤
(

nN
∑

j=0

|αj|
)

∞
∑

k=0

|ak| < ∞.

De (3.17), la croissance de la variance de l’erreur de prédiction de X0 est due aux

données manquantes X−n1
, . . . ,X−nN

, elle est égale à σ2(ψ0 − 1).
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Dans le théorème qui suit, les processus pour lesquels les données manquantes n’influent

pas sur les prédicteurs sont caractérisés.

Théorème 3.3. (Bondon, 2002).

Soit {Xk} un processus non déterministe stationnaire de représentation AR de paramètres

(ak). Alors X̂
′
0 = X̂0 si et seulement si ani

= 0 pour i = 1, . . . ,N .

Démonstration. Il résulte de (3.14) que X̂ ′
0 = X̂0 si et seulement si

−ε0 =
(

N
∑

p=0

ψpanp

)

ε0 +

nN
∑

j=1

(

ψpanp−j

)

ε−j

ce qui est équivalent
N
∑

p=0

ψpanp
= −1, (3.28)

et
N
∑

p=1

ψpanp−j = 0, j = 1, . . . ,nN . (3.29)

En prenant successivement j = nN ,nN−1, . . . ,n1 dans (3.29) et en utilisant le fait que

a0 = −1, on déduit que (3.28) et (3.29) sont équivalentes à (ψ0,ψ2, . . . ,ψN) = (1,0, . . . ,0).

Comme la première colonne de U est (1, − an1
, . . . ,anN

)′, alors (1,0, . . . ,0) est solution de

(3.15) si et seulement si ani
= 0 pour i = 1, . . . ,N .

Remarque 3.4.

a. Sous l’hypotèse de la représentation AR donnée par (3.13), le théorème précédent se

démontre facilement. En effet, si X̂ ′
0 = X̂0, on déduit de (3.24) et de (3.13) que

∑

k∈N\M

hkX−k, ce qui entraine ak = 0 pour tout k ∈M \ {0}.

Inversement, si ak = 0 pour tout k ∈M \{0}, X̂ ′
0 =

∑

k∈N\M

akX−k et donc , X̂0 ∈ H′−1

et X0 − X̂0⊥H−1 ⊃ H′−1. Par conséquent, X̂0 = X̂ ′
0.

b. Soit H1,n1−1 = sp{X−k,1 ≤ k ≤ n1 − 1} et X̂0,n1
la projection orthogonale de X0 sur

Hn1−1. Comme K ⊂ H′−1, nous avons var(X0 − X̂ ′
0) ≤ var(X0 − X̂0,n1

), et du fait

que, X̂0 − X̂ ′
0 ∈ H−1, X0 − X̂0 ⊥ X̂0 − X̂ ′

0 alors var(X0 − X̂ ′
0)= σ2 + var (X̂0 − X̂ ′

0).

D’où, var(X0 − X̂ ′
0) ≤ var(X0 − X̂0,n1

) − σ2. Quand n1 → ∞, X̂0,n1
converge dans

L2, et donc X̂
′
0 converge vers X0 pour tout processus stationnaire.
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Exemple 7. Supposons que seule la valeur X−m, m > 0 est manquante. On déduit de

(3.16) que

U =

(

1 −am
−am Sm

)

où Sm =
m
∑

i=0

a2
i , et donc la solution de (3.15) est (ψ0,ψ1) = S−1

m−1(Sm,am). De (3.14) et

(3.17), on obtient,

X0 − X̂0 = ε0 −
am
Sm−1

m
∑

j=1

am−jε−j,

var(X0 − X̂ ′
0) = σ2

(

1 +
a2
m

Sm−1

)

. (3.30)

Si {Xk} est purement non déterministe de représentation AR donnée par (3.13), on déduit

du théorème précédent que X̂ ′
0 admet une représentation AR donnée par (3.24) où

hk = ak −
am
Sm−1

m∧k
∑

j=1

am−jak−j, k ≥ 1.

Exemple 8. Supposons que {Xt} est un processus autorégressif d’ordre r causal, d’équation

Xk =
r
∑

i=1

aiXk−i + εk, 1 ≤ r <∞. (3.31)

Alors

(a) X̂ ′
0 admet la représentation AR donnée par (3.14) avec hk = 0 pour tout k > nN + r,

(b) X̂0 = X̂ ′
0 =

r
∑

i=1

aiX−i si et seulement si ak = 0 pour tout k ∈ {ni,i = 1, . . . ,N\ni ≤ r}.

Comme {Xt} est causal, {εk} est l’innovation du processus {Xt} et (3.31) est la

représentation AR de {Xk}. Par conséquent, (a) résulte du théorème (3.2) et (b) du

théorème (3.3).

Remarque 3.5.

a. Si {Xt} est un AR(r) causal, alors X̂ ′
0 est le meilleur prédicteur linéaire de X0 basé sur

le passé fini {X−k,k ∈ {1, . . . ,nN + r} \M}. Cette propriété généralise le résultat
connu lorsque le passé est complet.

b. Posons r = 1 dans (3.31), et soit a = a1 avec |a| < 1. Si n1 > 1, on a X̂ ′
0 =

X̂0 = aX−1. Si nk = n pour 1 ≤ k < j et nj > j pour tout j, nous avons

ajX−j ∈ H′−1 et X0− ajX−j =
j−1
∑

k=0

akε−k⊥H−j ⊃ H′−1. X̂
′
0 = ajX−j et var (X0− X̂ ′

0)

= σ(1− a2j)(1− a2)−1.
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3.4 Représentation AR du prédicteur à passé infini

incomplet

Dans cette section, la représentation autorégressive du meilleur prédicteur linéaire en

moyenne quadratique d’une série chronologique stationnaire basé sur toutes les observa-

tions du passé à l’exception d’un nombre fini d’entre elles dont les indices temporels sont

quelconques est établie. Ce résultat est obtenu sous les hypothèses suffisantes classiques

d’existence d’une représentation autorégressive pour le prédicteur basé sur tout le passé.

Soit (Xk)k∈Z une série chronologique centrée stationnaire au second ordre et purement non

déterministe de densité spectrale f . On note X̂0 le meilleur prédicteur linéaire en moyenne

quadratique de X0 en fonction du passé {Xk,k ≤ −1}.
Pour être calculable en pratique, X̂0 doit avoir une représentation autorégressive (AR)

convergente en moyenne quadratique en fonction des Xk,k ≤ −1. Deux conditions bien
connues garantissent l’existence (et l’unicité) d’une telle représentation. Il s’agit de (f ∈ L∞
et f−1 ∈ L1) et de θ > 0 où θ est l’angle entre le sous espace ”passé et présent” et le sous

espace ”futur” de (Xk). Aucune de ces conditions n’implique l’autre.

Bloomfield (1985) a montré que si X̂0 admet une représentation AR alors quelque soit

N > 0, le prédicteur linéaire de X0 en fonction des observations Xk; k < −N admet

aussi une représentation autorégressive que l’on obtient au moyen de relations données par

exemple dans Akutowicz (1957).

Cheng et Pourahmadi (1997) ont proposé une méthode récursive pour calculer le prédicteur

linéaire X̂ ′
0 de X0 en fonction de toutes les observations du passé à l’exception d’un nombre

fini d’entre elles dont les indices temporels sont quelconques. La complexité de leur algo-

rithme dépend des indices des observations manquantes et leur méthode ne fournit pas la

représentation AR de X̂ ′
0.

Dans la suite, sp{Xk; k ∈ Z} est le domaine temporel de {Xt} et L2(f) est son domaine

fréquentiel. L’espace L2(f) est muni du produit scalaire

< g,h > =

∫ π

−π

g(λ)h(λ)dλ,

où dλ est la mesure de Lesbegue normalisée sur ] − π,π]. L’application τ : Xk → e−ikλ

définit un isomorphe entre sp{Xk,k ∈ Z} et L2(f). On désigne par L
0+
2 ,L+

2 et L
0−
2 les sous-

espaces de L2 des fonctions g dont les kièmes coefficients de Fouriers gk =
∫ π

−π
g(λ)e−ikλdλ

s’annulent respectivement pour k < 0, k ≤ 0 et k > 0; on note [g]+ et [g]0− les fonctions
de L+

2 et L
0−
2 dont les kième coefficient de Fourier sont gk pour k > 0 et k ≤ 0. Enfin, pour
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tous entiers k et n, k ∧ n désigne le minimum de k et n, δk = 0 pour k 6= 0 et δ0 = 1.
Soit

M = {n0,n1, . . . ,nN}, 0 = n0 < n1 < . . . < nN ,

un ensemble fini d’entiers et X̂ ′
0 la projection de X0 sur sp{X−k,k ∈ N\M}. Comme τ est

une isométrie, τ(X̂ ′
0) est la projection de la fonction constante 1 sur le sous espace H de

L2(f) défini par :

H = s̄p{e−ikλ; k ∈ N \M}. (3.32)

Théorème 3.4. (Bondon, 2000).

Soit {Xk} une série chronologique centrée stationnaire du second ordre purement non

déterministe de densité spectrale f . Soient θ l’angle entre le sous-espace ”futur et présent”

et le sous-espace ”futur” de (Xk) et (ak) les paramètres AR de (Xk) avec a0 = 1. Si f ∈ L∞
et f−1 ∈ L1, ou si θ > 0, la projection h de 1 sur le sous-espace H de L2(f) défini par

(3.32) est donnée par

h = 1− φ̄[φψ]0−, (3.33)

où

φ(λ) =
∞
∑

k=0

ake
ikλ, (3.34)

ψ(λ) =
N
∑

k=0

ψke
−inkλ (3.35)

et les coefficients (ψk) satisfont l’équation matricielle

U(ψ0,ψ1, . . . ,ψN) = (1,0, . . . ,0)
′, (3.36)

U étant une matrice inversible de dimension N + 1 d’éléments

Up,q =

np∧nq
∑

j=0

anp−janq−j,p,q = 0, . . . ,N. (3.37)

De plus, ‖1− h‖2 = σ2ψ0, où

σ2 = exp

[∫ π

−π

log f(λ)dλ

]

. (3.38)

Remarque 3.6. Sous les hypothèses du théorème 3.4, on a var(X0−X̂ ′
0) = ‖1−h‖2 = σ2ψ0.

Une expression équivalente de var(X0 − X̂ ′
0) a été obtenue par Grenander et Rosenblat

(1954).
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Corollaire 3.1. (Bondon, 2000).

Sous les hypothèses du théorème 3.4, X̂ ′
0 admet la représentation AR

X̂ ′
0 =

∑

k∈N\M

hkX−k (3.39)

où

hk = δk −
N
∑

q=0

ψq

nq∧k
∑

j=0

anq−jak−j. (3.40)

Exemple 9. Lorsque M = {0,1, . . . ,N}, X̂ ′
0 est la prédiction à (N + 1) pas de X0 et il

est facile de déduire de (3.40) que hk = δk −
N∧k
∑

j=0

cjak−j, ce qui est équivalent à la relation

donnée par exemple dans Akutowicz (1957).

Exemple 10. Soit {Xt} un processus AR causal d’ordre r d’équation

r
∑

j=0

ajXk−j = εk, a0 = 1, 1 ≤ r <∞.

La densité spectrale f de (Xk) vérifie : f ∈ L∞ et f−1 ∈ L∞. Comme {Xt} est causal, {εt}
est le processus d’innovation de {Xt} et a0, . . . ,ar sont les paramètres AR de {Xt}. On

déduit alors de (3.40) que hk = 0 pour k > nN + r et il découle de (3.39) que

X̂ ′
0 =

nN+r
∑

k=0k/∈M

hkX−k. (3.41)

Lorsque le passé est complet, M = {0}, (3.41) donne le résultat connu X̂0 = −
r
∑

k=1

akX−k.

3.5 Influence de valeurs manquantes sur la prédiction

de séries chronologiques

Dans ce qui suit, nous donnons une estimation de l’influence des valeurs manquantes sur

la variance de l’erreur de la prédiction. Nous mettons l’accent sur le rôle fondamental des

coefficients de la représentation autorégressive et de la position des données manquantes.

Pour quantifier l’impact causé par les valeurs manquantesX−t1 , . . . ,X−tN dans la prédiction

linéaire de X0, Il est important de remarquer que P
′
−1X0 ∈ H′−1 ⊂ H−1, et ε0 ⊥ H−1. D’où,

P−1X0 − P ′−1X0 ⊥ ε0, et nous avons

‖X0 − P ′−1X0‖2 = ‖ε0 + P−1X0 − P ′−1X0‖2 = σ2
ε + ‖P−1X0 − P ′−1X0‖2.
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Théorème 3.5. (Bondon, 2005).

Pour un processus non déterministe stationnaire {Xt}, nous avons

σηmax
i∈M

|ai| ≤ ‖P−1X0 − P ′−1X0‖ ≤ σε
∑

i∈M

φi|ai| ≤ σX
∑

i∈M

|ai| (3.42)

où φi =
(

∑tN−i
j=0 c2j

)1/2

.

Démonstration. Nous avons

X0 −
tN
∑

i=1

aiX−i = −
tN
∑

i=0

aiX−i = −
tN
∑

i=0

ai
∑

cj

ε−i−j −
tN
∑

i=0

aiV−i

= −
∞
∑

k=0

skε−k −
∑

ai

V−i,

où

U0 = −
∞
∑

k=tN+1

skε−k −
tN
∑

i=0

aiV−i ∈ H−tN−1.

Par conséquent,

P−1X0 =

tN
∑

i=1

aiX−i + U0

P ′−1X0 =

tN
∑

i=1

aiX−i +
∑

i∈M

aiP
′
−1X−i + U0,

P−1X0 − P ′−1X0 =
∑

i∈M

ai(X−i − P ′−1X−i).

Comme H−tN−1 ⊂ H′−1, nous avons

‖∑i∈M ai(X−i − P ′−1X−i) ‖ ≤
∑

i∈M

|ai| ‖ X−i − P−1X−i ‖

≤
∑

i∈M

|ai| ‖ X−i − P−tN−1X−i ‖ .
(3.43)

Comme pour tout t ∈ Z, on a

P−tN−1Xt =
∞
∑

i=tN+t+1

ciεt−i + Vt,

Xt − P−tN−1Xt =

tN+t
∑

i=0

ciεt−i,
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il vient ‖ X−i − P−tN−1X−i ‖= σεϕi, ce qui donne la majoration en question.

Comme ϕi ≤
(

∑∞
j=0 c

2
j

)1/2

et σX = σ2
ε

∑∞
j=0 c

2
j + ‖Vt‖2, la seconde majoration s’en suit

immédiatement.

Soit (i,j) ∈M 2. Nous avons

< X−i,η−j > =

{

σ2
η si i = j
0 sinon.

De plus, comme H′−1 ⊂ I−j et η−j ⊥ I−j, nous avons η−j ⊥ H′−1. Par conséquent,

〈

∑

i∈M

ai(X−i − P ′−1X−i),η−j

〉

= ajσ
2
η,

en utilisant l’inégalité de Schwarz, on obtient

|ai|ση ≤ ‖
∑

i∈M

ai(X−i − P ′−1X−i)‖,

d’où la minoration.

Pour un processus stationnaire minimal, la minoration montre que la dégradation de la

prédiction est due aux observations manquantes qui décroit avec maxi∈M |ai|. Dans le cas
particulier, où M = {m},m > 0, L’inégalité (3.42) donne

σε|am|
(
∑∞

i=0 a
2
i )

1/2
≤ ‖P−1X0 − P ′−1X0‖ ≤ σε|am|, (3.44)

et il résulte de Pourahmadi et Soofi (2000, thm 3.1) que

‖P−1X0 − P ′−1X0‖ =
σε|am|
(
∑∞

i=0 a
2
i )
.

Plus m est grand, meilleure est la précision dans (3.42).

Le théorème qui suit est une conséquence imédiate du théorème 2.2 de Bondon (2000).

Théorème 3.6. (Bondon, 2005).

Soit {Xt} un processus stationnaire non déterministe. Alors

(a) P ′−1X0 = P−1X0 si et seulement si ai = 0 pour tout i ∈M ,

(b) P ′−1X0 −→ P−1X0 dans L2 quand t1 →∞.
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Pour un processus minimal, le théorème (3.6) découle de l’inégalité (3.42).

En effet, (a) est immédiate et pour démontrer (b), notons que la minimalité est équivalente

à
∞
∑

i=0

a2
i <∞, ce qui entraine que ai → 0 quand i→∞. Par conséquent, ai → 0 pour tout

i dans M quand t1 →∞, la minoration de (3.42) implique (b).
Le théorème (3.6) donne le degré de convergence de P ′−1X0 vers P−1X0 quand t1 →∞.
Dans le théorème qui suit un résultat asymptotique plus précis est présenté.

Théorème 3.7. (Bondon, 2005).

Soit {Xt} un processus stationnaire non déterministe. Alors, quand t1 →∞
(a) ‖P−1X0 − P ′−1X0‖ = O(αt1) si |ai| = O(αi) quand i→ +∞ pour tout α ∈ (0,1),
(b) ‖P−1X0 − P ′−1X0‖ ³ tα1 si ai ∼ ciα quand i→∞ avec c > 0 et α < −1/2.

Démonstration. (a) découle de
∑

i∈M

|ai| = O(αt1) et de la minoration du théorème 3.5.

Comme α < −1/2 et |ai| ∼ ciα quand i → ∞ alors
∑∞

i=0 a
2
i < ∞, par conséquent, {Xt}

est minimal. On déduit de (3.42), pour tout α ∈ (0,1)

0 < σεc(1− ε) ≤ ‖P−1X0 − P ′−1X0‖
tα1

≤ σXc(1 + α)N < ∞,

pour t1 suffisament grand, ce qui donne (b).

Les processus ARMA ont un développement autorégressif vérifiant |aj| = O(αj), et

les processus FARIMA un développement vérifiant |aj| ∼ Cjα. La perte d’un nombre

fini d’observations du passé dégrade donc plus l’erreur quadratique de prévision pour les

processus à long mémoire que pour les processus à courte mémoire.



Conclusion

Le traitement des séries chronologiques avec observations manquantes est un problème

concret et toujours embarrassant lorsqu’il s’agit de données réelles. En effet, dans les ap-

plications, on est très souvent en présence d’observations pour lesquelles on ne dispose pas

de l’ensemble des valeurs des variables descriptives, et ceci se produit pour de nombreuses

raisons : erreurs de saisie, rubriques non renseignées dans des enquêtes, valeurs aberrantes

qu’on préfère supprimer, données recueillies difficilement, statistiques officielles non dis-

ponibles, etc. La plupart des logiciels statistiques (comme SAS par exemple) suppriment

purement et simplement les observations incomplètes. Toutefois, cela peut supprimer tout

intérêt à l’étude si le nombre de données restantes est trop faible.

Cette thèse est une rétrospective des diverses techniques d’estimation des données man-

quantes et de prédiction de séries chronologiques à passé complet et incomplet.

En s’appuyant sur le théorème (2.2), l’algorithme d’espérance maximisation (EM) est une

méthode itérative efficace pour calculer l’estimation de vraisemblance maximale en présence

de données manquantes. Le but est d’estimer les paramètres du modèle pour lesquelles les

données observées sont les plus vraisemblables tout en tenant compte de l’existence de

données manquantes. Dans la pratique, ce résultat est un peu plus difficile à mettre en

œuvre car il n’est pas toujours aisé d’estimer les paramètres du modèle avec les données

manquantes.

Sans recourir à la représentation espace d’états, l’algorithme d’innovation généralisé, présenté

dans le chapitre 3, est très utile pour calculer les projections sur les espaces de dimensions

finies ou infinies. Cet algorithme possède un avantage de taille puisqu’il permet d’expliciter

les variances des prédicteurs et des interpolateurs d’un processus stationnaire plus général

qu’un ARMA fini. L’outil clé pour calculer ces projections est basé sur la décomposition

de Wold des processus stationnaires. Lorsque les covariances sont inconnues, l’algorithme

proposé peut être mis en œuvre en utilisant des estimations de covariances.

78
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Au delà des problèmes liés à la prévision elle-même, nous nous sommes intéressés à la

caractérisation des processus p-stationnaires. Plus précisément, à la représentation au-

torégressive et moyenne mobile de tels processus.

Enfin, ce travail ouvre le chemin à plusieurs axes de recherches et d’investigation et les

extensions sont nombreuses. Parmi les éclairages possibles, on peut citer :

– Généralisation des algorithmes et relations de récurrences donnés au chapitre 1 aux

processus p-stationnaire.

– Etude comparative des méthodes paramétriques d’estimation de données manquantes.
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