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2.1.5 Méthodes itératives . . . . . . . . . . . . . . . . . . . . . . . . . 20
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4 Méthodes de résolution d’un problème semi-infini convexe 51

4.1 Résolution d’un problème semi-infini convexe par la la nouvelle méthode
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4.1.3 Test d’optimalité . . . . . . . . . . . . . . . . . . . . . . . . . . . . 53

4.1.4 Algorithme de résolution de (S.I.C) par la nouvelle méthode d’échange 54
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1.2 Illustration de la définition (enveloppe convexe) . . . . . . . . . . 9
1.3 Courbe représentative d’une fonction convexe . . . . . . . . . . . . 10
1.4 Courbe représentative d’une fonction concave . . . . . . . . . . . . 11

2.1 Schéma général d’une méthode de descente . . . . . . . . . . . . . . 23
2.2 Interprétation géométrique de la méthode de Newton . . . . . . . 26
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Introduction

Dans la vie modérne ,le désir humain de perfection évolue pour atteindre ce qui est
meilleur grace à l’expression qu’il trouve dans la théorie de l’optimisation.cette théorie
comprend l’étude quantitave des optimums et les méthodes pour les déterminer.

L’optimisation est un outil important en sciences appliquées et pour l’analyse des systèmes
physiques.Elle cherche à améliorer une performance en se rapprochant d’un point optimal
une fois qu’on a bien identifier l’objectif qui peut être le profit,le temps,l’énergie poten-
tielle ou n’importe quelle quantité ou combinaison de qualité représenté par une valeur
algébrique.Notre but est de trouver les valeurs des variables qui optimisent l’objectif.

Le processus qui permet l’identification des objectifs des problèmes donnés est appelé
modélisation.Dés que le modèle a été formulé,un algorithme d’optimisation peut être uti-
lisé pour la résolution du problème.

Il fallait attendre le milieu du vingtième siècle,avec l’émergence des calculateurs et surtout
la fin de la seconde guerre mondiale pour voir apparâıtre des avancées ont été spectacu-
laires en termes de techniques d’otimisation.Ces avancées ont été essentiellement obtenues
en Grande Bretagne.En 1947,Dantzig proposa un algorithme pour résoudre des problèmes
linéaires.En 1975,Bellman énonça le principe d’optimisation des problèmes de programma-
tion dynamique.

Les technologies actuelles cherchent de plus en plus à traiter des systèmes complexes,
constitués par un grand nombre de paramètres liés les uns aux autres par une structure
bien déterminée.

L’évolution générale comprend aussi la recherche de performance évoluées (notions de
productivité,de coût,de qualité des produits...) et des performance optimales (aller sur la
lune en consommant le minimum de carburant,planifier une économie de manière opti-
male,...)
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Introduction 5

Il n’existe pas un algorithme d’optimisation universel.il existe plutôt beaucoup d’algo-
rithmes adaptés à des types particuliers de problèmes d ’optimisation.il est alors laissé à la
responsabilité de l’utilisateur le choix d’un algorithme qui soit approprié pour son appli-
cation .Ce choix est fondamental,il peut déterminer le succès ou l’échec dans la recherche
de la solution optimale et peut aussi influencer beaucoup le temps de calcul nécessaire à
l’estimation de la solution.

Les applications sont nombreuses et multiples .Nous pouvons citer quelques exemples :

- La conception et la fabrication,aéronautique,aérospatiale.

- Les stratégies militaires.

- Le transport d’énergie des réseaux électrique.

- Les protocoles de transport d’information des réseaux informatique.

- L’analyse statistique de données issues de modèles expérimentaux.

- La planification de trajectoires d’un robot.

- La gestion de production(planing,gestion,ordonnancement).

- La pollution (minimiser le taux de pollution sur une surface d’aire ou d’eaux).

L’optimisation est un ensemble de méthodes qui permet d’obtenir le meilleur résultat.Otpimiser
revient donc à estimer des minima et des maxima d’une fonction ou d’un système de fonc-
tions.

Il s’agit, d’une part,de bien identifier la formulation en modèles d’optimisation.Et d’autre
part,de présenter les techniques de résolution de ces problèmes.Beaucoup de méthodes
ne sont valables que pour certains types de problèmes .Ainsi,il est important de bien
connâıtre les caractéristiques du problème posé,afin d’identifier la technique appropriée
pour sa résolution. les problèmes d’optimisation sont classés en fonction des caractéristiques
mathématique de la fonction objectif,des contraintes et des variables d’optimisation.les plus
importantes classes d’optimisation sont :

- problèmes monovariable (une seule variable)

- problèmes multivariable (plus d’une variable)

- problème continue (variable réelles)

- problèmes mixte (variables réelles et entières)

- problèmes combinatoires (variables entières avec permutation)

- problèmes linéaires (fonction objectif linéaire)

- problèmes quadratique

- problèmes non linéaires
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- problèmes avec contraintes

- problèmes sans contraintes

Les problèmes qui ont une infinité de contraintes et un nombre fini de variables,présentant
des structures particulières de linéarité,convexité sont appelés problèmes semi-infinis .

Notre travail s’inscrit dans cette problématique,il consiste à étudier deux méthodes de
résolution des problèmes semi-infinis convexes qui possèdent certaines particularités de
structures,soit pour la fonction objectif,soit pour les contraintes.

La forme générale d’un problème semi-infini (p) est :

(P)⇔

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

f(x) → min ,

g(x,s) ≤ 0, ∀s ∈ S;

x ∈ R
n, s ∈ R

p,|S| = +∞.

Les différents résultats aux quels nous avions aboutis sont exposés dans les chapitres
constituant ce mémoire qui se décompose comme suit:

Chapitre 1:Rappels sur la convexité (Elements d’analyses convexes)
Dans ce chapitre nous donnons certaines généralités (définitions,propositions,...) sur la
convexité et sa relation avec l’optimisation

Chapitre 2:Optimisation
Ce chapitre se décompose en deux parties essentielles:

*1erepartie:Nous abordons les conditons d’optimalité des points extrêmes (mini-
mums locaux ,maximums globaux )ainsi que la description des algorithmes pour résoudre
le problème d’optimisation sans contraintes .Nous étudions d’abord les méthodes de des-
cente, ensuite les méthodes du gradient conjugué .

*2èmepartie: cette partie comporte les conditions d’optimalité avec méthodes de résolution
pour l’optimisation avec contraintes a savoir les méthodes de pénalités (intérieur et extérieur)
et la méthode de Lagrangian augmenté.

Chapitre 3:Optimisation semi-infini convexe
Ce chapitre est consacré à l’optimisation semi-infini convexe. Nous présentons la forme
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générale d’un problème semi-infini et la modélisation d’un problème pratique qui consiste
a optimiser la durée du mouvement d’un pas d’un robot humanöıde.

Chapitre 4:Les méthodes de résolution d’un problème semi-infini convexe

Nous présentons deux méthodes de résolution illustrées par des exemples numériques pro-
grammés avec MATLAB en utilisant la fonction fseminf :

– * la nouvelle méthode d’echange qui consiste à résoudre dans chaque une de ces
itérations un sous problème fini en utilisant le théorème de K.K.T

– * La méthode des coupes qui nous permettra de résoudre un programme mathématique
donné (P) linéaire ou convexe dont le domaine des solutions réalisables est D sur un
ensemble plus grand H (en ajoutant des contraintes linéaires au fur et à mesure) qui ne
coupent jamais le domaine D jusqu’à l’obtention de la solution optimale de problème
donné (P)

et nous terminons par une conclusion.



Chapitre 1

Rappels sur la convexité

1.1 Éléments d’analyse convexe

Pour l’étude des problèmes d’optimisations,il est nécessaire de rappeler les notions
spécifiques dont l’étude est basée sur l’analyse convexe.En effet la notion de convexité joue
un rôle très important dans les problèmes d’optimisation avec ou sans contraintes, pour
la plupart des algorithmes que nous décrirons, la convergence vers un optimum global ne
pourra être démontrée qu’avec des hypothèses de convexité.

1.1.1 Ensembles convexes

Définition 1.1.1 (3). Un ensemble S ⊂ Rn est dit convexe si et seulement si:

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

∀x ∈ S

∀y ∈ S

∀λ ∈ [0,1] =⇒ λx + (1 − λ)y ∈ S

Autrement dit, S est convexe si et seulement si,pour deux points quelconques x et y pris
dans S,le segment [x,y] est tout entier contenu dans S. Une interprétation optique consiste
à dire que dans une pièce convexe, deux personnes peuvent toujours s’apercevoir(voir figure
1.1).

8
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Fig. 1.1 – Interprétation géométrique d’un ensemble convexe

Définition 1.1.2. Combinaison convexe
Étant donné p points de Rn (x1,x2,...,xp) on dit que x ∈ Rn est combinaison convexe de
ces points s’il existe des coefficients μ1,μ2,...μp (μi≥ 0,∀ i = 1,2,...p)tels que :

p∑
i=1

μi = 1 et X =

p∑
i=1

μix
i

On vérifie aisément qu’un ensemble S ⊂Rn est convexe si et seulement si tout point,combinaison
convexe de points de S,est dans S.

Preuve. E ={x∈ R
n/

∑n
i=1 λi = 1 et X =

∑n
i=1 λixi, λi ≥ 0}

soit Y,Z∈ E ∀α ∈ [0,1].

on pose Y =
∑n

i=1 σixi, σi ≥ 0,
∑n

i=1 σi = 1

et Z =
∑n

i=1 θixi, θi ≥ 0,
∑n

i=1 θi = 1

αY + (1 − α)Z = α
∑n

i=1 σixi + (1 − α)
∑n

i=1 θixi

∑n
i=1(ασixi + (1 − α)θixi)

ξi = ασi + (1 − α)θi

∑n
i=1 ξi =

∑n
i=1(ασi + (1 − α)θi)

∑n
i=1 ξi = α

∑n
i=1 σi + (1 − α)

∑n
i=1 θi = α + (1 − α) = 1

⇒ αY + (1 − α)Z ∈ E

⇒ E est convexe.
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Dans l’autre sens c’est évident.

Définition 1.1.3. Enveloppe convexe
Étant donné S ⊂ Rn,on notera conv(S) l’enveloppe convexe de S,c’est-à-dire l’ensemble des
points de Rn qui sont combinaison convexe de points de S .
D’une façon équivalente, S est convexe si et seulement si S≡conv(S)

Fig. 1.2 – Illustration de la définition (enveloppe convexe)

Proposition 1.1.1.

– L’intersection de sous-ensembles convexes est convexe.

– L’union de sous-ensembles convexes n’est pas convexe en général, mais l’union crois-
sante de convexes (famille embôıtée) est convexe.

1.1.2 Fonctions convexes

Définition 1.1.4 (3). On dit qu’une fonction f :Rn→ R définie sur S convexe, est convexe,
si elle vérifie:

{∀ x ∈ S , ∀ y ∈ S, ∀ λ ∈ [0,1], f (λx + (1-λ)y)≤ λf (x) +(1-λ)f (y)}
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Fig. 1.3 – Courbe représentative d’une fonction convexe

Le segment de droite reliant les points (a, f (a)) et (b, f (b)) se trouve totalement au-
dessus du graphe de f. Le point x = λa + (1 − λ)b est situé quelque part entre a et b.
Le point de coordonnées (x,λf(a) + (1 − λ)f(b)) se trouve sur le segment de droite entre
les points (a,f (a)) et (b,f (b)). Pour que la fonction soit convexe, il faut que ce point se
trouve toujours (c’est-à-dire pour tout a, b et 0 < λ < 1) au-dessus du graphe de la fonction.

Remarque 1.1.1. f est dite strictement convexe si l’ingalité stricte est toujours vérifiée
pour x�=y et λ ∈[0,1] f (λx + (1-λ)y)< λf (x) + (1-λ)f (y)

Définition 1.1.5 (3). ”Fonction concave”
Une fonction f : R

n −→ R est dite concave si (−f) est une fonction convexe, i.e. avec les
mêmes notations, si

∀x ∈ R
n, ∀y ∈ R

n, ∀λ ∈ [0,1], f(λx + (1 − λ)y) ≥ λf(x) + (1 − λ)f(y) (1.1)
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Fig. 1.4 – Courbe représentative d’une fonction concave

Remarque 1.1.2. a) La convexité de la fonction est une caractéristique très importante
en optimisation. En effet, lorsque la fonction n’est pas convexe, il est pratiquement im-
possible d’identifier un optimum global d’un problème d’optimisation par des méthodes
classiques. Notons que l’importance de la convexité est liée aux problèmes de mini-
misation. Lorsque l’on étudie des problèmes de maximisation, on utilise la notion de
concavité

b) Noter que convexité et concavité ne sont pas des propriétés complémentaires. Une fonc-
tion peut n’être ni convexe ni concave.

Définition 1.1.6. L’épigraphe
L’épigraphe d’une fonction f,noté épi(f ),est l’ensemble des vecteurs à n+1 compositions(μ,x)

tels que f (x)≤ μ: {(μ,x)/f (x) ≤ μ , x∈ Rn,μ ∈ R}⊂ Rn+1.

Proposition 1.1.2. Critère de l’épigraphe

f est convexe si et seulement si son épigraphe est convexe, où

épi(f) = {(x,r) ∈ A × R, f(x) ≤ r}
Preuve.
f convexe ⇔? son épigraphe est convexe

1. f convexe ⇒? son épigraphe est convexe
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Soient (x1,r1),(x2,r2) ∈ épi(f) et λ ∈ [0,1]

On a λ(x1,r1) + (1 − λ)(x2,r2) = (λx1 + (1 − λ)x2,λr1 + (1 − λ)r2)

f(λx1 + (1 − λ)x2) ≤ λf(x1) + (1 − λ)f(x2) car f est convexe

≤ λr1 + (1 − λ)r2 car (x1,r1),(x2,r2) ∈ épi(f)

D’où λ(x1,r1) + (1 − λ)(x2,r2) ∈ épi(f) ⇒ épi(f) est convexe (1)

2. épigraphe de f est convexe ⇒? f convexe

Soient (x1,r1),(x2,r2) ∈ épi(f) et λ ∈ [0,1]

On a λ(x1,r1) + (1 − λ)(x2,r2) = (λx1 + (1 − λ)x2,λr1 + (1 − λ)r2)

f(λx1 + (1 − λ)x2) ≤ λr1 + (1 − λ)r2

On pose r1 = f(x1) et r2 = f(x2)

D’où f(λx1 + (1 − λ)x2) ≤ λf(x1) + (1 − λ)f(x2) ⇒ f est convexe (2)

De (1) et (2) on a f convexe ⇔ épigraphe convexe

Théorème 1.1.1.
Une combinaison linéaire à coefficients positifs de fonctions convexes est une fonction
convexe.

Théorème 1.1.2.
Si f est continûment differentiable, les conditions (1) et (2) ci-dessous sont équivalentes;
Si f est deux fois continûment differentiable, les conditions (1), (2) et (3) ci-dessous sont
équivalentes :

1. f est convexe;

2. ∀x ∈ R
n, ∀x0 ∈ R

n, f(x) ≥ f(x0) + ∇fT (x0).(x − x0); c-à-d la courbe C de f est au
dessus de ses tangentes.

3. ∀x, le hessien ∇2f(x) est une matrice semi-définie positive, c-à-d

∀y, yT .∇2f(x).y ≥ 0. (1.2)

corollaire 1: Une fonction quadratique dont le hessien est semi-défini positif est une
fonction convexe.
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1.1.3 Programmes convexes

Un programme mathématique dans Rn est un problème d’optimisation sous contraintes
de la forme:

(p)

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎩

Minimiserf(x)

sous les contraintes :

gi(x) ≤ 0 i=1,...,m

x ∈ S ⊂ Rn

Définition 1.1.7. On dit qu ’un problème de programmation mathématique est convexe
s’il consiste à minimiser une fonction convexe (resp: maximiser une fonction concave) sur
un domaine convexe fermé. Ainsi ,le problème (P) est un problème convexe si:

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

f(x) est convexe

les fonctions gi(i = 1,...,m) sont convexes

S⊂ Rn est convexe ferme

Théorème 1.1.3. Pour un programme convexe,tout optimum local est un optimum global.

Preuve. On peut toujours considérer un programme convexe de la forme

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

Minimiserf(x)

sous la contrainte :

x∈ S

Où f est une fonction convexe, et S un ensemble convexe.
Soit x0 un optimum local.Pour montrer que x0 est un minimum globale,considérons:
y∈ S (y�= x0) quelconque et montrons que f(x0) ≤ f(y).
Raisonnons par l’absurde, en supposant que f(x0) > f(y).
En vertu de la convexité de f , ceci implique que :

∀λ ∈]0,1]f (x0 + λ(y − x0)≤ (1−λ)f (x0) + λf (y)≤ f(x0).
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D’ou il résulte une contradiction avec le fait que x0 est un optimum local.
Donc, pour tout y∈ S, on a bien f(x0) ≤ f(y), ce que prouve que x0 est un min global.



Chapitre 2

Optimisation

La programmation mathématique porte sur deux types d’optimisation :

– l’optimisation sous contraintes qui consiste à chercher x∗ ∈ S qui réalise le
minimum (ou maximum) d’une fonction f :Rn → R,liée à un ensemble d’équations ou
d’inequations linéaires ou non linéaires appelées contraintes

– l’optimisation sans contraintes qui tient à déterminer x∗ ∈ S qui sera le minimum
(ou maximum) d’une fonction f :Rn → R

2.1 Optimisation sans contraintes

Le problème à étudier ici est celui de la recherche du minimum (ou du maximum) d’une
fonction réelle f de n variables réelles x1,x2,...,xn. Usuellement f est appelée fonction ob-
jectif(ou critère,ou encore coût).
Soit f :Rn→ R qui à tout x ∈ Rn,x =(x1,x2,...,xn)T ,associe la valeur réelle:

f(x)=f(x1,x2,...,xn)

On cherche à résoudre: ⎧⎨
⎩

Minf(x)

x ∈ Rn

Il s’agit donc de déterminer un point x∗ de Rn tel que :

∀x ∈ Rn : f(x∗) ≤ f(x) (2.1)

on parle d’un minimum global de f sur Rn.
Une condition suffisante pour l’existence de x∗ ∈ Rn vérifiant (2.1) est que f soit continue
(ou,plus généralement semi-continue inférieurement) et possède la propriété de croissance
à l’infinie, c’est-à-dire f → + ∞ lorsque ‖x‖ → + ∞
Le minimum global x∗ est unique lorsque l’inégalité stricte:f(x∗) ≤f (x)est vérifiée

16
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∀ x∗ ∈ Rn , x �= x∗ mais l’unicité n’est pas toujours garantie
Mais pour beaucoup de problèmes d’optimisation sans contraintes ,les principales méthodes
de résolution connues ne permettent pas la détermination d’un minimum global,il faut alors
se contenter d’un minimum local ,c’est -à-dire des points qui vérifient(2.1) seulement dans
un voisinage de x∗ .Nous allons voir maintenant comment de tels points peuvent être
caractérisés.

2.1.1 Conditions d’optimalité

Avant de développer des algorithmes permettant de déterminer des solutions d’un
problème d’optimisation, il faut être capable de décider si un point donné est optimal
ou non. Ces conditions d’optimalité ont trois rôles essentiels dans le développement des
algorithmes

1. elles procurent une analyse théorique du problème,

2. elles inspirent directement des idées pour les algorithmes,

3. elles permettent de déterminer un critère d’arrêt pour les algorithmes itératifs.

2.1.2 Conditions nécessaires d’optimalité locale

supposons que f est continue et a des dérivées partielles premières ∂ f /∂ xi et secondes
∂2 f /∂ xi∂ yj continues pour tout x∈ Rn.

Théorème 2.1.1. [2]”Conditions nécessaires d’optimalité locale”

Une condition nécessaire pour que x∗ soit un minimum local de f est :

a) ∇f(x∗) = 0

b) si f est deux fois différentiable ,alors
∇2f(x∗) = [∂2/∂xi∂xj(x

∗)] est une matrice semi-définie positive.

La condition (a) est appelée condition nécessaire du premier ordre, en ajoutant
la condition (b) on a la condition nécessaire du second ordre.

Preuve. Soit x∗ un minimum local (ou global) de f.
Comme f est deux fois continûment différentiable,le développement de Taylor à l’ordre 2
au voisinage de x∗ donne:

f(x) = f(x∗) + ∇ fT (x∗)(x − x∗) + 1
2
(x − x∗)T ∇2f(x∗)(x − x∗) + ‖x − x∗‖2θ (x − x∗)

avec θ(x − x∗) → 0 quand x → x∗

1. Si ∇f(x∗) �= 0 alors en choisissant x = x∗ − θ∇f(x∗) on aurait ,pour θ > 0 suffisam-
ment petit: f(x) < f(x∗) ce qui contredirait le fait que x∗ est un minimum local. donc
la condition (a) est bien nécessaire.
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2. Si la matrice ∇2f(x) n’est pas semi-définie positive ,c’est qu’il existe un vecteur
d ∈ Rn(d �= 0) tel que: dT∇2 f(x∗)d < 0. En choisissant alors x = x∗ + θd,pour θ > 0
suffisamment petit on aurait f(x) > f(x∗) ce qui contredirait encore l’optimalité locale
de x∗.

Remarque 2.1.1. En pratique,la condition nécessaire du second ordre est difficile à vérifier
systématiquement, car elle exige de calculer les dérivées secondes et d’analyser les valeurs
propres de la matrice hessienne.
La condition nécessaire d’optimalité du premier ordre joue un rôle central en optimisa-
tion.les vecteurs x qui vérifient cette condition sont appelés des points critiques ou points
stationnaires.parmis eux ,il y’a des minima locaux ,des maxima locaux et des points qui
ne sont ni l’un ni l’autre.ces derniers sont appelés points selle.

Définition 2.1.1. ”Point critique”

Soit f : R
n → R une fonction différentiable. Tout vecteur x ∈ R

n qui vérifie la condition
(a) c’est-à-dire: ∇f(x) = 0 est appelé un point stationnaire ou point critique de f.

2.1.3 Conditions suffisantes d’optimalité locale

Théorème 2.1.2 (2). ”Conditions suffisantes d’optimalité locale”
Soit f : R

n → R. Une condition suffisante pour que x∗ soit un optimum local de f est:

1. ∇f(x∗) = 0 (stationnarité)

2. La hessienne ∇2f(x∗) est une matrice définie positive

Preuve.
Considérons un point x∗ satisfaisant les deux conditions (1) et (2) du théorème.
Le développement de Taylor de f au voisinage de x∗ s’écrit alors :

f(x) = f(x∗) + 1
2
(x − x∗)T∇2f(x∗)(x − x∗) + ‖x − x∗‖2θ(x − x∗)

Avec θ(x − x∗) −→ 0 quand x −→ x∗

Pour toute direction de déplacement d ∈ R
n(‖d‖ = 1) on a :

f(x∗ + td) = f(x∗) +
t2

2
dT∇2f(x∗)d + t2θ(t)

d’où

f(x∗ + td) − f(x∗) =
t2

2
dT∇2f(x∗)d + t2θ(t)

où θ(t) −→ 0 quand t −→ 0.
En vertu de la condition (2) on a:
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t2

2
dT∇2f(x∗)d > 0

et par suite, pour θ suffisamment petit, on a

f(x∗ + td) > f(x∗)

Ce qui montre que x∗ est bien un minimum local de f.

Nous présentons maintenant une condition suffisante pour qu’un minimum local soit également
un minimum global.

Conditions suffisantes d’optimalité globale

Dans le cas d’une fonction convexe f définie sur R
n, on a la condition nécessaire et

suffisante pour que x∗ soit un minimum global de f est donnée dans le théorème suivant:

Théorème 2.1.3. [3] ”Conditions suffisantes d’optimalité globale”

Soit une fonction continue f : R
n → R et x∗ ∈ R

n un minimum local de f.
• Si f est une fonction convexe, alors x∗ est un minimum global de f.

• Si de plus f est strictement convexe, x∗ est l’unique minimum global de f.

Autrement dit, dans le cas convexe, la stationnarité à elle seule constitue une condition
nécessaire et suffisante d’optimalité globale.

Preuve.
Supposons par l’absurde qu’il existe un autre minimum local x+ �= x∗, tel que f(x+) < f(x∗)
Par la convexité de f, nous avons

f(λx∗ + (1 − λ)x+) ≤ λf(x∗) + (1 − λ)f(x+),

où 0 ≤ λ ≤ 1 Comme f(x+) < f(x∗), nous avons pour chaque λ ∈]0,1]

f(λx∗ + (1 − λ)x+) < λf(x∗) + (1 − λ)f(x∗) = f(x∗), (2.2)

Considérons ε > 0 arbitraire, et montrons que la définition d’un minimum local est
contredite.
Si ε ≥ ‖x∗ − x+‖, la définition d’un minimum local n’est pas vérifiée pour x = x+, en
prenant λ = 1 dans (2.2).

Si ε < ‖x∗ − x+‖, considérons 0 < η < 1 tel que ε < ‖ηx∗ + (1 − η)x+‖ = ε . Dans ce
cas, la définition d’un minimum local n’est pas vérifiée pour x = (λx∗ + (1 − λ)x+) avec
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η ≤ λ < 1 par (2.2). Comme η < 1, de tels λ existent toujours.

Considérons maintenant une fonction strictement convexe, et supposons que x∗ et y∗

soient deux minima globaux distincts, et donc x∗ �= y∗ et f(x∗) = f(y∗). En fonction de la
définition de convexité stricte, nous avons

f(λx∗ + (1 − λ)y∗) < λf(x∗) + (1 − λ)f(y∗) = f(x∗) = f(y∗),

ce qui contredit que x∗ et y∗ sont des minima globaux.

Nous terminons cette section par une discussion des conditions d’optimalité pour les
problèmes quadratiques.

2.1.4 Conditions d’optimalité pour les problèmes quadratiques

Parmi les fonctions non linéaires, les fonctions quadratiques joueront un rôle important
dans les algorithmes d’optimisation.

Définition 2.1.2. ”Fonction quadratique”

Une fonction f : R
n → R sera dite quadratique si elle peut s’écrire

f(x) =
1

2
xT Ax + bT x + c (2.3)

où A est une matrice symétrique n × n, b ∈ R
n et c ∈ R. Nous avons alors

∇f(x) = Ax + b (2.4)

et
∇2f(x) = A (2.5)

Théorème 2.1.4. [3]”Conditions d’optimalité pour les problèmes quadratiques”
Considérons le problème

min
x∈Rn

f(x) =
1

2
xT Ax + bT x + c (2.6)

où A est une matrice symétrique n × n, b ∈ R
n et c ∈ R.

1. Si A n’est pas semi-définie positive, alors le problème (2.6)ne possède pas de solution,
c’est-à-dire qu’il n’existe aucun x ∈ R

n qui soit un minimum local de (2.3).

2. Si A est définie positive, alors
x∗ = −A−1b (2.7)

est l’unique minimum global de (2.3)
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Preuve.

Nous avons ∇f(x) = Ax + b et ∇2f(x) = A

1. Supposons par l’absurde qu’il existe x∗ minimum local de (2.3). D’après (b) du
théorème (2.1.1), ∇2f(x) = A est semi-définie positive, ce qui contredit l’hypothèse.

2. Comme A est définie positive, le point x∗ dans (2.7) est bien défini car:

∇f(x∗) = Ax∗ + b

On remplacer x∗ par sa valeur, on aura

∇f(x∗) = −AA−1b + b = 0

Les conditions suffisantes d’optimalité du théorème (2.1.2) sont vérifiées et x∗ est un mi-
nimum local de f. De plus, f est convexe. D’après le théorème (2.1.3), x∗ est l’unique
minimum global.

2.1.5 Méthodes itératives

On considère le problème d’optimisation sans contrainte suivant :

(P )

⎧⎨
⎩

Min f(x)

x ∈ R
n

Pour résoudre le problème (P) intéressons nous aux méthodes suivantes:

1. Les méthodes basées sur le gradient

2. Les méthodes de Newton

3. La méthode des directions conjuguées

Avant de citer ces méthodes ,nous allons rappeler brièvement les définitions de quelques
notions importantes pour la suite.

Notion de direction de descente

Le gradient joue un rôle essentiel en optimisation. Dans le cadre des méthodes d’opti-
misation, il sera également important d’analyser le comportement de la fonction objectif
dans certaines directions. Commençons pour cela par rappeler le concept de dérivée direc-
tionnelle.

Définition 2.1.3. ”dérivée directionnelle”
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Soit f : R
n �−→ R une fonction continue, soit x ∈ R

n et d ∈ R
n.

La dérivée directionnelle de f en x dans la direction d est définie par :

df(x,d) = lim
t←−0+

f(x + td) − f(x)

t
(2.8)

si cette limite existe.

Proposition 2.1.

Si f est differentiable en un point x ∈ R
n, alors pour tout d �= 0, f admet une dérivée

dans la direction d en x et :
df(x,d) = dT∇f(x) (2.9)

On rappelle que la réciproque est fausse! La dérivabilité selon tout vecteur en x n’im-
plique pas nécessairement la différentiabilité de f en x.
La dérivée directionnelle donne des informations sur la pente de la fonction dans la di-
rection d, tout comme la dérivée donne des informations sur la pente des fonctions à une
variable. En particulier,

– si df(x,d) > 0 alors f est croissante dans la direction d.

– si df(x,d) < 0 alors f est décroissante dans la direction d.

Dans ce dernier cas, on dira que d est une direction de descente de f.

Définition 2.1.4. ”direction de descente”

Soient f : R
n �−→ R, une fonction différentiable et x ∈ R

n. Le vecteur d ∈ R
n est une

direction de descente pour f à partir du point x si t �−→ f(x+ td) est décroissante en t = 0,
c’est-à-dire s’il existe η > 0 tel que :

∀t ∈]0,η], f(x + td) < f(x) (2.10)

Théorème 2.1. [9]”Direction de plus forte descente”

Soit f : R
n �−→ R une fonction fonction différentiable, et x un point de R

n.
Alors pour toute direction d de norme constante égale à ‖d‖ = ‖∇f(x)‖ , on a :

(−∇f(x))T∇f(x) ≤ dT∇f(x)

La direction d∗ = −∇f(x) est appelée direction de plus forte descente.

La direction opposée au gradient est donc celle dans laquelle la fonction a la plus forte
descente, le gradient correspond, lui, à la plus forte pente.

Corollaire 2.1. [9]”Direction de plus forte pente”
Le vecteur ∇f(x) est appelée direction de plus forte pente de f au point x ∈ R

n

.
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On remarquera que si x∗ est un point de minimum local de f, alors il n’existe aucune
direction de descente pour f au point x∗.
Proposition 2.2.
Soient f : R

n �−→ R différentiable et x ∈ R
n tel que : ∇f(x) �= 0.

Le vecteur d ∈ R
n est une direction de descente pour f à partir du point x ssi la dérivée

directionnelle de f en x dans la direction d vérifie :

df(x,d) = ∇fT (x)d < 0 (2.11)

Théorème 2.2. [9] ” descente”
Soit f : R

n �−→ R une fonction différentiable. Soient x ∈ R
n tel que f(x) �= 0 et d ∈ R

n. Si
d est une direction de descente en x alors il existe η tel que :

∀α ∈ [0,η[, f(x + αd) < f(x) (2.12)

En utilisant ce résultat, on construit un algorithme général de minimisation, nommée
algorithme de descente. Il consiste simplement à suivre une direction de descente de façon
itérative jusqu’à l’obtention d’un ”bon” minimiseur.

Déduction d’une classe d’algorithmes de descente

Dans cette section, nous construisons une famille d’algorithmes itératifs pour calculer
un minimum local d’une fonction f. La base de notre étude est la suivante : si un point
x ne satisfait pas aux conditions d’optimalité, il est possible de produire un autre point,
x1 pour lequel f(x1) < f(x0). Cette famille d’algorithmes porte le nom de méthodes de
descente. On cherche alors x1 sous la forme x1 = x0 + α1d

1 où d1 est un vecteur non nul
de R

n et α1 un réel strictement positif. En pratique donc, on cherche d1 et α1 pour que
f(x0 + α1d

1) < f(x0). On ne peut pas toujours trouver d1.
Quand d1 existe on dit que c’est une direction de descente et α1 est le pas de descente. La
direction et le pas de descente peuvent être fixes ou change à chaque itération. Le schéma
général d’une méthode de descente est le suivant :

⎧⎨
⎩

x0 ∈ R
n

xk+1 = xk + αkd
k, dk ∈ R

n − {0}, αk ∈ R
+∗

où αk et dk sont choisis de telle sorte que f(x0 + α1d
1) < f(x0).
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Fig. 2.1 – Schéma général d’une méthode de descente

Algorithme de descente

1. Initialisation
k ←− 0: On se donne une fonction f différentiable, un point initial x0 et un seuil de
tolérance ε > 0

2. Itération k = 1,2, . . .
xk+1 ←− xk + αkd

k

3. Critère d’arrêt
Si ‖xk+1 − xk‖ < ε STOP xk est la solution optimale
Sinon, on pose k ←− k + 1 et on retourne à 2.

Il est important de noter que l’algorithme n’est pas complétement défini. En effet, rien
n’est spécifié pour le pas α, et la direction d . Enfin, certaines hypothèses supplémentaires
sont nécessaires afin de garantir que la méthode converge.

2.1.6 La recherche linéaire d’un pas

Soit x un point de R
n tel que : ∇f(x) �= 0 et d une direction de descente de f en x.

Intéressons nous maintenant d’un peu plus près à la phase de recherche linéaire i.e. au
calcul d’un pas α ∈ R

∗
+ vérifiant:

f(x + αd) < f(x).

D’après la caractérisation de la descente (proposition 2.2), il s’agit donc à chaque
itération k, de trouver un point xk+1 dans une direction d vérifiant :

ϕ′(0) = ∇f(x)T d < 0
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Méthode du gradient à pas optimal

La méthode de plus profonde descente est la méthode de gradient la plus utilisée. Une
idée naturelle consiste à suivre la direction de plus forte descente et à faire un pas qui rend
la fonction à minimiser la plus petite possible dans cette direction. La première question
est de choisir cette direction. On remplace f au voisinage de xk par son développement de
Taylor de premier ordre:

f(xk + d) � f(xk) + ∇f(xk)T d

On voudrait que la dérivée directionnelle ∇f(xk)T d soit la plus petite possible dans un
voisinage de d. On cherche donc à résoudre :

min
d∈Rn

∇f(xk)T d s.c ‖d‖ = 1

dont la solution nous ait donnée par le théorème de la direction de plus forte descente,
comme la direction de plus profonde descente normalisée :

dk = − ∇f(xk)

‖∇f(xk)‖
On pose ensuite q(α) = f(xk − α∇f(xk)) et on calcule αk de façon à minimiser q pour
α ≥ 0. On est alors ramené à un problème d’optimisation unidimensionelle.

Algorithme de plus profonde descente (”Steepest descent”)

1. Initialisation
k ←− 0: On se donne une fonction f différentiable, un point initial x0 et un seuil de
tolérance ε > 0

2. Itération k = 1,2, . . .

pose dk = − ∇f(xk)
‖∇f(xk)‖

calculer : αk = arg minα>0 f(xk + αdk)
xk+1 ←− xk + αkd

k

3. Critère d’arrêt
Si ‖xk+1 − xk‖ < ε STOP) xk+1 est la solution optimale
Sinon, on pose k ←− k + 1 et on retourne à 2.

Convergence de la méthode du gradient

On veut minimiser une fonction f. Pour cela on se donne un point de départ arbitraire
x0. Pour construire l’itéré suivant x1 il faut penser qu’on veut se rapprocher du minimum
de f, on veut donc que:

f(x1) < f(x0)
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Notre but est maintenant de produire une suite de points xk dont les points d’accumulation
sont stationnaires, et ce quel que soit le point de départ x0 de la suite. Nous utiliserons
pour ce faire le fait que nous tentons de minimiser une fonction f, ce qui nous aide à évaluer
la qualité relative de deux points consécutifs de la suite.

Remarque 2.1.2.
Le gradient à pas optimal est en principe la meilleure méthode des méthodes du gradient
d’un point de vue de la rapidité de convergence.

La Méthode de Newton

En réalité la méthode de Newton n’est pas une méthode d’optimisation , elle est utilisée
pour résoudre des équations non linéaires de la forme f(x) = 0 ou f est une fonction de R

n

dans R
n.Nous allons commencer par la décrire puis on montre comment l’appliquer à la

recherche de minimum

La méthode de Newton dans R

Présentons d’abord formellement cette méthode dans R. Soit I un intervalle de R et
f : I −→ R, pour résoudre f(t) = 0 où f est une fonction C1. La méthode de Newton
part d’une solution approchée x et remplace l’équation f(t) = 0 par l’équation approchée
f(x) + (t − x)f ′(x) = 0, d’où la solution

t = x − f(x)

f ′(x)
(2.13)

Bien entendu, cette formule n’a un sens que si f ′(x) �= 0. On espère que le nombre réel
t donné par cette équation est un peu plus proche d’une racine que ne l’était x. En tout
cas, si t appartient encore à I, on peut recommencer en partant de t, etc..., d’où une suite
définie (pas forcément pour tout n) par la relation de récurrence :

xk+1 = xk − f(xk)

f ′(xk)
(2.14)

Nous préciserons ensuite les conditions d’utilisation de la méthode et justifierons l’existence
des itérés successifs dans un théorème général de convergence.

Algorithme de Newton dans R

1. Initialisation
k = 0: On se donne une fonction f différentiable, un point initial x0 et un seuil de
tolérance ε > 0
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2. Itération k=1,2,. . .

xk+1 = xk − f(xk)
f ′(xk)

;

3. Critère d’arrêt
Si ‖xk+1 − xk‖ < ε , STOP ) xk+1 est la solution optimale
Sinon, on pose k = k + 1 et on retourne à 2.

Remarque 2.1.3.
Remarquons qu’il faut non seulement assurer la convergence de la suite xk vers la solution
x∗, mais aussi montrer que cette suite est bien définie, c’est-à-dire montrer que f ′(xk) �= 0
à l’étape 2. Cette méthode est aussi appelée méthode de la tangente. En effet chaque itéré
xk+1 est obtenu à partir du précédent en traçant la tangente à la courbe de f au point
(xk,f(xk)) et en prenant son intersection avec l’axe des abscisses (Fig 2.1).

Fig. 2.2 – Interprétation géométrique de la méthode de Newton

La méthode de Newton dans R
n

Nous pouvons maintenant généraliser à R
n. Soit f une fonction de classe C

1 de R
n à

valeurs dans R
n. On suppose que l’équation

f(x) = 0

On suppose ici que f est deux fois continûment derivable et que l’on sait calculer ses
dérivées secondes. Au voisinage d’un point xk, on approche f par la fonction quadratique
donnée par la formule de Taylor d’ordre 2 :

q(x) = f(xk) + (x − xk)t.∇f(xk) +
1

2
(x − xk)t.∇2f(xk).(x − xk) (2.15)

On peut alors choisir pour xk le point, s’il existe, qui minimise q ; pour que ce point
minimisant q existe, il est suffisant que ∇2f(xk) soit définie positive, il est alors déterminé
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par l’équation ∇q(x) = 0 qui s’écrit :

∇f(xk) + ∇2f(xk).(x − xk) = 0

d’où :
xk+1 = xk − [∇2f(xk)]−1.∇f(xk) (2.16)

On pose

dk = −[∇2f(xk)]−1.∇f(xk) (2.17)

On a ∇2f(xk) est définie positive, la direction dk sera le minimum de (2,11).
Dans ce cas,

∇f(xk)dk = −(dk)t∇2f(xk)dk ≤ 0 (2.18)

on obtient bien une direction de descente.

Définition 2.1.5. ”Direction de Newton”

Soit à minimiser la fonction f, C2 sur son domaine de définition, alors on désigne par
direction de Newton en x le vecteur

d = −[∇2f(x)]−1∇f(x)

Algorithme de Newton dans R
n

1. Initialisation
k = 0 : On se donne une fonction f différentiable, un point initial x0 et un seuil de
tolérance ε > 0

2. Itération k = 1,2 . . .
xk+1 = xk − [∇2f(xk)]−1.∇f(xk);

3. Critère d’arrêt
Si ‖xk+1 − xk‖ < ε , STOP ) xk+1 est la solution optimale
Sinon, on pose k = k + 1 et on retourne à 2.

Convergence de la méthode de Newton

L’inconvénient majeur de la méthode est sa sensibilité au choix du point de départ: la
convergence est locale. Si ce point est mal choisi (“trop loin” de la solution) la méthode
peut diverger. Un autre inconvénient de la méthode de Newton réside également dans le fait
que nous avons à évaluer et ”à inverser” ∇2f(xk) à chaque itération. Certaines méthodes
proposent d’utiliser non pas ∇2f(xk) comme matrice mais plutôt une approximation de
celle-ci (plus précisemment, dans les méthodes de Quasi-Newton)[14]. L’avantage de cette
méthode est sa grande rapidité. La convergence est quadratique, c’est-à-dire que l’erreur
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ek = ‖xk+1 − xk‖ est élevée au carré à chaque itération. Concrètement, si elle vaut 10−2 à
l’étape k elle vaudra 10−4 l’étape k + 1 et 10−8 à l’étape k + 2.

Proposition 2.1.1.

Si x0 est choisi suffisamment proche d’un minimum local x∗ où le hessien de f est défini
positif, alors la suite (xk) a une convergence quadratique vers x∗.

La méthode du gradient conjugué

L’algorithme que nous présentons dans cette section possède deux intérèts. Il permet
de résoudre des systèmes linéaires à coefficients strictement positifs de grande taille et il
sert d’algorithme de base pour la résolution des problèmes d’optimisation non linéaire.
Soit le problème de minimisation quadratique suivant:

f(x) =
1

2
xT Ax + bT x + c avec x ∈ Rn (2.19)

où A est une matrice carrée d’ordre n, symétrique, définie positive, et b ∈ R
n.

On note
∇f(x) = Ax + b (2.20)

qui est non nul, et
∇2f(x) = A (2.21)

La première idée fondamentale de l’algorithme du gradient conjugué consiste à choisir
chaque direction de descente conjuguée à la direction de descente précédente par rapport
à A. Afin de développer le gradient conjugué, introduisons la notion de direction conjuguée.

Définition 2.1.6. ”directions conjuguées”
Soit une matrice A ∈ R

n ×R
n définie positive. Les vecteurs (ou directions)non nuls de R

n

d1, . . . ,dn sont conjuguées par rapport à A (A-conjuguées)si

(di)T Adj = 0, ∀i,j telsque i �= j (2.22)

Ceci signifie que ces deux vecteurs sont orthogonaux pour le produit scalaire associé à la
matrice A, défini par

< x,y >A= xT Ay, ∀(x,y) ∈ R
n × R

n (2.23)

Théorème 2.1.5. Soit {d1, . . . ,dk} un ensemble de directions non nulles et conjugués par
rapport à A. Alors les vecteurs d1, . . . ,dn forme une base de R

n.
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Preuve.
On a n vecteurs dans R

n pour montrer qu’ils forment une base de R
n,il suffit de montrer

qu’ils sont linéairement indépendants

Soit {d1, . . . ,dn} est une famille de n directions A-conjuguées, et λi ∈ R avec
(i = 1, . . . ,n).
Montrer que

i=n∑
i=1

λid
i = 0 =⇒ λi = 0

On multiplie dans les deux membres par Adj avec j = 1, . . . ,n

i=n∑
i=1

λid
iAdj = λ1(d

1)T Adj + λ2(d
2)T Adj + . . . + λk(d

k)T Adj = 0 avec j = 1, . . . ,n

Comme d1, . . . ,dn sont des directions A-conjuguées alors

(d1)T Adj = (d2)T Adj = . . . = (di)T Adj = 0

D’où
λj = 0 avec j = 1, . . . ,n

Donc
d1, . . . ,dn sont linéairement indépendants ⇒ d1, . . . ,dn forment une base de R

n

Calcul des directions conjuguées
On peut construire une base de vecteurs propres orthogonaux car A est symétrique. Ces

vecteurs sont par construction A-conjugués et constituent un choix possible de directions
conjuguées. Mais le calculs de ces vecteurs est en général très coûteux en temps de calculs.
En fait on peut calculer les directions conjuguées au fur et à mesure qu’on en a besoin par
la récurrence suivante

dk = −∇f(xk) + βkdk−1

qui s’interprète comme l’opposé du gradient au nouveau point altéré par la direction
précédente. Pour que dn et dn−1 soient des directions A-conjuguées on choisit

βn =
(∇f(xn)T∇f(xn)

(∇f(xn−1)T∇f(xn−1)
(2.24)

La direction dn est également A-conjuguée avec les directions di pour i = 0, . . . ,n − 2.

Algorithme du gradient conjugué

1. Initialisation
fixer ε > 0, choisir x0 ∈ R

n poser∇f(x0) = Ax0 − b et d0 = −∇f(x0)
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2. Itération k = 0,1, . . .

calculer αk = − (dk)T∇f(xk)
(dk)T Adk

calculer xk+1 = xk + αkd
k

calculer ∇f(xk+1) = f(xk+1) + αkAdk

calculer βk+1 = ‖∇f(xk+1)‖2

‖∇f(xk)‖2

calculer (dk+1) = −∇f(xk+1) + βk+1dk

3. Critère d’arrêt
Si ‖xk+1 − xk‖ < ε , STOP ) xk+1 est la solution optimale
Sinon, on pose k = k + 1 et on retourne à 2.

Convergence de la méthode du gradient conjugué

Concernant la convergence de la méthode du gradient conjugué, on a le résultat suivant:

Théorème 2.1.6. [18]

Soit A une matrice symétrique définie positive d’ordre n. Toute méthode qui utilise des
directions conjuguées conduit à la solution exacte en au plus n itérations.

Preuve.

Les directions d0,d1, . . . ,dn−1 forment une base A-orthogonale de R
n.

De plus, puisque xk est optimal par rapport à toutes les directions dj, (j = 0, . . . ,k − 1),
le vecteur rk est orthogonal à l’espace V k−1 = vect(d0,d1, . . . ,dk−1).
Par conséquent,

rn⊥V n−1 = R
n

et donc rn = 0 ce qui implique
xn = x

2.2 Optimisation sous contraintes

Dans de nombreuses applications pratiques, les variables d’une fonction donnée sont
soumises à certaines conditions ou contraintes.Ces contraintes peuvent être formulée sous
la forme d’égalité ou d’inégalité.D’ou la modélisation suivante
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(p)

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎩

Minf(x)

sous les contraintes

gi(x) ≤ 0 i = {1,2,...,m}

hj(x) = 0 j = {1,2,...,k}

x ∈ S

�L’ensemble S = {x ∈ R
n/gi(x) ≤ 0 i = 1,2,...,m hj(x) = 0 j = 1,2,...,k}

est appelé le domaine des contraintes. Tout vecteurs x ∈ Rn vérifiant: x∈ S est dit une
solution admissible(réalisable) du problème (p).
Une difficulté importante en optimisation avec contraintes consiste à savoir déplacer dans
l’ensemble des contraintes,i.e étant donnée comment garantir que la direction de recherche
reste toujours dans l’ensembles des contraintes.

2.2.1 Conditions nécessaires d’optimalités

L’énoncé des conditions d’optimalité nécessite l’introduction de multiplicateurs de La-
grange. Dans un premier temps, on va s’intéresser à un problème sous contraintes simplifié,
dans lequel ne figurent que des contraintes égalités.

Multiplicateurs de Lagrange, le théorème des extrema liés

On cherche donc à résoudre

(p)

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

Minf(x)

gi(x) = 0 i = {1,2,...,m}

x ∈ R
n

La méthode des multiplicateurs de Lagrange consiste à construire une fonction auxiliaire
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L(x, λ),appelée Lagrangien, définie ainsi : L(x,λ) = f(x) +
∑m

i=1 λigi(x)(2.27)

Définition 2.2.1. Soit G(x)=(g1(x),g2(x),.......,gm(x)) la matrice jacobienne de G est :
JG(x) = (∇g1(x),........,∇gm(x))T

m×n

On dit que JG(x) est de rang plein si rgJG(x) = m

Définition 2.2.2. ”Le point régulier”
on dit qu’un point x∗ est régulier si rgJG(x∗) = m.
On dit aussi qu’il vérifie la condition de qualification des contraintes.

Théorème 2.2.1. ”Condition nécessaire de lagrange
Soit x∗ un minimum local régulier pour le problème (p)
alors il existe λ∗

1,........,λ
∗
m ∈ R tq ∇f(x∗) +

∑m
i=1 λ∗

i∇gi(x
∗) = 0

c-à-d ∂f(x∗)/∂xk +
∑m

i=1 λi∂gi(x
∗)/∂xk = 0 k = 1,...,n

Remarque 2.2.1. La méthode des multiplicateurs de Lagrange ne peut pas être utilisée
dans tous les cas. Notamment lorsque le problème d’optimisation possède des contraintes
d’inégalités

Définition 2.2.3. ”Directions admissibles ”
Soit un problème générale d’optimisation (P), et soit x∈ R

n admissible.Une direction d est
dite admissible en x s’il existe un η > 0 tel que x + αd est admissible pour tout 0 < α ≤ η.

Définition 2.2.4. ”Les indices actifs”
Soit l’ensembles des contraintes S = {x ∈ R

n/gi(x) ≤ 0, i∈ I = {1,2,...,m}}.
L’ensemble des indices actifs ( l’ensemble des indices des contraintes saturées) au point x∗

est formé des indices i qui vérifientgi(x
∗) = 0. Il est noter comme suit:

Ia = Ia(x
∗) = {i ∈ I/gi(x

∗) = 0}
Définition 2.2.5. ”Qualification des contraintes (Q.c)”
Soit un problème d’optimisation suivant:

(p)

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

Minf(x)

gi(x) ≤ 0 i = {1,2,...,m}

x ∈ R
n

soit un point admissible x∗. La condition de qualification des contraintes (Kuhn et Tucker
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1961, Abadie 1967)[4] est vérifiée si tout élément du cône des directions en x∗ est une
direction admissible à la limite en x∗.
Donc (Q.c) en x∗, revient à chercher l’existence d’une direction d pointant à l’intérieur du
cône défini par :

K = {d ∈ R
n/∇T gi(x

∗)d ≤ 0, ∀i ∈ Ia(x
∗)}. (2.29)

C’est à dire que :

(Q.c) ⇐⇒ ∃d ∈ R
n/∇T gi(x

∗)d ≤ 0, i ∈ Ia(x
∗. (2.30)

Evidemment, la vérification directe de (Q.c) peut être difficile en pratique, et c’est
pourquoi on a recherché des conditions suffisantes pour que (Q.c) soit réalisée.Les résultats
les plus importants sont rassemblés dans le lemme ci-dessous.

Lemme 2.2.1. [3]

Pour que (Q.c) soit vérifiée en tout point x ∈ X il suffit que l’une des conditions (a)
ou (b) soit réalisée :

a) toutes les fonctions gi, sont linéaires (Karlin 1959)[5],

b) toutes les fonctions gi sont convexes et X a un intérieur non vide (Slater 1950)[6].

Pour que (Q.c) soit vérifiée en un point x∗ ∈ X, il suffit que l’on ait :

c) les gradients ∇gi(x
0)(i ∈ I

∗) des contraintes saturées en x∗ sont linéairement indépendants
(Fiacco et McCormick 1968)[7].

2.2.2 Conditions nécessaires Karush-Kuhn et Tucker

Les conditions nécessaires de Karush-Kuhn et Tucker(K.K.T )[8] donnée dans le théorème
suivant est fondamentale. Sous l’hypothèse de qualification des contraintes, une condition
nécessaire d’optimalité locale pour un problème d’optimisation avec contraintes du type

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎩

minf(x)

Sous les contraintes

gi(x) ≤ 0 i ∈ I

x ∈ R
n

(2.31)

Théorème 2.2.2. [8]”Karush-Kuhn et Tucker 1951”
On suppose que les fonctions f et gi(i ∈ I) sont continûment différentiabies, et que l’hy-
pothèse de qualification des contraintes est vérifiée en x∗ ∈ X, avec :

X = {x ∈ R
n/gi(x) ≤ 0, ∀i ∈ I}.
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Alors, une condition nécessaire pour que x∗ soit un optimum local de (2.31) est qu’il existe
des nombres λi ≥ 0(i ∈ I) appelés multiplicateurs de Karush-Kuhn et Tucker, tels que :

⎧⎨
⎩

∇f(x∗) +
∑

i∈I
λi∇gi(x

∗) = 0 ,
et,
λi∇gi(x

∗) = 0 (i ∈ I) .
(2.32)

Pour démontrer ce théorème, nous aurons besoin des deux résultats suivants :

Lemme 2.2.2. [3]”Farkas”
Soit A une matrice n × m, b un vecteur de R

m, avec m < n.
Si pour chaque vecteur x vérifiant Ax ≤ 0, et cx ≤ 0 alors il existe des coefficients λi ≥ 0,
tels que

c =
m∑

i=1

λiAi

Lemme 2.2.3. [3]
Soit d une direction admissible en x∗. Alors nécessairement, d vérifie les relations :

∇gT
i (x∗).d ≤ 0 (∀i ∈ Ia). (2.33)

Preuve. ”Théorème de Karush-Kuhn-Tucker”

Le point x∗ étant un minimum, alors pour toute direction admissible d en x∗, on aura
∇f(x∗)T .d ≥ 0, et ce, en vertu du lemme (2.2.3). En utilisant (2.33), on peut donc écrire

∇gT
i (x∗).d ≤ 0 (∀i ∈ Ia) =⇒ −∇f(x∗)T .d ≤ 0

En vertu du lemme de Ferkas (2.2.2), il existe alors des coefficients λ∗
i , (i ∈ Ia), tels que

−∇f(x∗) =
∑
i∈Ia

λ∗
i Ai

Posons λ∗
i = 0 pour i ∈ I\Ia(x

∗). Donc on obtient

⎧⎨
⎩

−∇f(x∗) =
∑

i∈I
λ∗

i Ai ⇐⇒ ∇f(x∗) +
∑

i∈I
λ∗

i∇gi(x
∗) = 0 ,

et,
λ∗

i∇gi(x
∗) = 0 (i ∈ I) .

Remarque 2.2.2.
Dans le cas où les gradients des contraintes saturées sont linéairement indépendants (x∗ est
alors appelé un point régulier) il est important de noter que le vecteur de Kuhn et Tucker
λ est unique.
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2.2.3 Interprétation géométrique des conditions de Karush-Kuhn
et Tucker

Les conditions de Karush-Kuhn et Tucker peuvent s’interpréter géométriquement de la
façon suivante (fig 2.3). Sous l’hypothèse de qualification des contraintes.

Fig. 2.3 – Interprétation géométrique des conditions de Karush-Kuhn et Tu-
cker

Les conditions de Karush-Kuhn et Tucker sur un exemple à deux dimensions. Au point
x∗ les contraintes saturées sont les contraintes g1 et g2 et Ia = {1,2}.
L’ensemble des directions admissibles d forme un cône intersection des |Ia| demi-espaces
d’équation :

∇gT
i (x∗).d ≤ 0 (∀i ∈ Ia))

Pour que x∗ soit un optimum local il faut que le vecteur −∇f(x∗) fasse un angle obtus avec
chaque direction admissible d. Il est alors équivalent de dire que le vecteur −∇f(x∗) doit
faire un angle aigu avec le gradient ∇gi(x

∗) de chaque contrainte saturée (i ∈ Ia).
Dans ces conditions, −∇f(x∗) doit effectivement s’exprimer comme combinaison linéaire à
coefficients λi positifs des ∇gi(x

∗) pour (i ∈ Ia).

Remarque 2.2.3.
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1. Les conditions de Karush-Kuhn et Tucker s’étendent sans difficulté à des problèmes
comportant à la fois des contraintes d’égalité et des contraintes d’inégalité de la forme

(P )

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎩

minf(x)

sous les contraintes

gi(x) ≤ 0 i = {1,2, . . . ,m}

hi(x) = 0 i = {1,2, . . . ,p}

x ∈ R
n.

La condition nécessaire pour que x∗ soit un optimum local de (P) est qu’il existe des
nombres λi ≥ 0 et μi non contraints en signe tels que :

⎧⎪⎪⎨
⎪⎪⎩

∇f(x∗) +
∑

i∈I
λi∇gi(x

∗) +
∑

i∈I
μi∇hi(x

∗) = 0,
et
λi∇gi(x

∗) = 0 (i ∈ I) .
hi(x

∗) = 0 i = {1,2, . . . ,p}
(2.34)

2.2.4 Conditions suffisantes d’optimalité

Nous allons étudier maintenant des conditions suffisantes d’optimalité pour le problème(2.31).Pour
cela on introduit la notion du point-col

Définition 2.2.6. ”Point-col”
Soit : x ∈ X et λ ≥ 0.
On dit que (x,λ) est un point-col de L(x,λ) si :

1. L(x,λ) ≤ L(x,λ) ∀x ∈ X

2. L(x,λ) ≤ L(x,λ) ∀λ ≥ 0
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Fig. 2.4 – Illustration de la notion de point-col

Propriété 2.1. ”Caractérisation d’un Point-col”
Soit x ∈ X et λ ≥ 0.
(x,λ) est un point-col pour L(x,λ) si et seulement si :

a) L(x,λ) = minx∈XL(x,λ)

b) gi(x) ≤ 0 ∀i ∈ I

c) λigi(x) = 0 ∀i ∈ I

Théorème 2.2.3. [3]”Suffisance de la condition de point-col)”
Si (x,λ) est un point-col de L(x,λ) alors x est un optimum global du problème (2.31).

Preuve.
La condition (a) du théorème précédent entrâıne:

f (x)+
∑

I
λigi(x)≤ f(x)+

∑
I
λigi(x) ∀x∈ X

D’autre part :(c)=⇒ λigi(x) = 0 ∀i

d’où : f(x)≤ f(x)+
∑

I λigi(x) ∀x ∈ X et comme λ ≥ 0 on a : f (x)≤ f(x),∀x ∈ X

tel que: gi(x) ≤ 0.

D’où x est un optimum global du problème.

Remarque 2.2.4.
On peut utiliser aussi la matrice hessienne pour étudier la condition suffisante d’optimalité

Remarque 2.2.5.
Ce résultat est très général et s’applique à n’importe quel programme mathématique
convexe, non convexe, f et gi differentiable ou non...
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Cependant, pour certains problèmes, il peut ne pas exister de point-col. C’est le cas en
général, pour les problèmes non convexes.

2.2.5 Méthodes iteratives

Les méthodes de pénalités

La pénalisation est un concept simple qui permet de transformer un problème d’op-
timisation avec contraintes en un problème ou en une suite de problèmes d’optimisation
sans contrainte. C’est un concept qui a une utilité à la fois théorique et numérique. En
analyse, l’approche par pénalisation est parfois utilisée pour étudier un problème d’opti-
misation dont les contraintes sont difficiles à prendre en compte, alors que le problème
pénalisé a des propriétés mieux comprises ou plus simples à mettre en évidence. Si on a de
la chance ou si la pénalisation est bien choisie, des passages à la limite parfois délicats per-
mettent d’obtenir des propriétés du problème original (l’existence de solution par exemple).
Les méthodes de pénalité constituent une famille d’algorithmes particulièrement intéressants
du double point de vue de la simplicité de principe et de l’efficacité pratique.Dans cette
section nous étudierons plus spécialement deux des variantes les plus utilisées : les méthodes
de pénalités extérieures et les méthodes de pénalités intérieures.

Méthode de pénalité extérieure

Nous considérons le problème suivant:

(P1)

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎩

Minimiser f(x)

sous les contraintes

gi(x) ≤ 0 (i = 1,2, · · · ,m)

x ∈ R
n

où f :Rn −→ R, et g: R
n −→ R

m.

Définition 2.2.7. On définit la fonction de pénalité quadratique pour le problème (P1)
par:

p(x,c)=f (x)+c
∑m

i=1 max(0,g(x))2
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avec c est un scalaire strictement positif, appelé le facteur de pénalisation.
Donc on aura le problème (Pc) suivant

(Pc)

⎧⎨
⎩

Minimiser p(x,c) = f(x) + c
∑m

i=1 Max{0,gi(x)}2

x ∈ R
n

Proposition 2.2.1. Soit la suite {ck}k croissante ck > 0, ck → +∞

et xk la solution optimale du problème(Pc)

La suite {p(xk),ck}k est croissante.

Soit θk =
∑m

i=1 max{(0,gi(x
k))2} alors θk est décroissante.

Soit la suite {Xk}k solution du problème (Pc) elle converge vers la solution optimale du
problème (P1)

Preuve.

La suite {p(xk),ck}kest croissante.

p(xk+1,ck+1) = f(xk+1) + ck+1

∑m
i=1 max(0,g(xk+1))2 ≥ f(xk+1) + ck

∑m
i=1 max(0,g(xk+1))2

≥ f(xk) + ck

∑m
i=1 max(0,g(xk))2 = p(xk,ck) ⇒ p(xk+1,ck+1)

⇒ La suite p(xk,ck)k est croissante.�

θk est décroissante.

Soit xk un minimum alors on aura:

p(xk,ck) = f(xk) + ckθk ≤ f(xk+1) + ckθk+1 (1).

soit xk+1 le minimum donc on aura:

f(xk+1) + ck+1θk+1 ≤ f(xk) + ckθk) (2)
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(1) + (2) nous donne

f(xk) + ckθk + f(xk+1) + ck+1θk+1 ≤ f(xk+1) + ckθk+1 + f(xk) + ckθk

ck(θk − θk+1) + ck+1(θk+1 − θk) ≤ 0

(ck − ck+1)(θk − θk+1) ≤ 0 comme (ck − ck+1) ≤ 0donc(θk − θk+1) ≥ 0 ⇒ θk ≥ θk+1

⇒ {θk}k est décroissante.�

la suite{Xk}k solution du problème (Pc) elle converge vers la solution optimale du problème(P1)

Soit x∗ la solution optimale du problème P1

f (xk) ≤ f(xk) + ck

∑m
i=1 max{(0,gi(x

k))2} ≤ f(x∗) + ck

∑m
i=1 max{(0,gi(x

∗))2} ≤ f(x∗)

⇒ f(xk) ≤ f(x∗)

comme {f(xk)}k est croissante et majorée par f(x∗) donc elle converge f(xk) → f(x) quand
k→ ∞ ⇒ xk → x

f(x) ≤ f(x∗) (1)

on a p(xk,ck) − f(xk) = ckθk ≥ 0

p(xk,ck) ≤ f(x∗) et d’autre part on a {p(xk,ck)}k est croissante donc elle converge

f(xk) converge⇒ −f(xk) converge donc p(xk,ck) − f(xk) converge et ckθk converge

θk =
∑m

i=1 max{(0,gi(x
∗))2} → ∑m

i=1 max{(0,gi(x))2} = 0 car gi(x) ≤ 0 car x est ad-
missible

⇒ f(xk) ≤ f(x) (2)

(1) + (2) ⇒ f(xk) = f(x) ⇒ xk converge vers la solution optimale du problème P1.�

Remarque 2.2.6.
Dans le cas générale
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(P)

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎩

Minimiser f(x)

sous les contraintes

gi(x) ≤ 0 (i = 1,2, · · · ,m)

hj(x) = 0 (j = 1,2, · · · ,p)
x ∈ R

n

la fonction de pénalité quadratique extérieur s’écrit sous la forme suivante:

p(xk,ck) = f(xk + ck

∑m
i=1 max{(0,gi(x

k))2} + ck

∑p
j=1(hj)

2

Algorithme de pénalité extérieure

1. Initialisation
fixer ε > 0, choisir x0 non admissible, choisir γ > 1 et (c1 � 1)

2. Itération k = 1,2, . . . ,
écrire p(x,ck) avec les contraintes non verifies en xk−1 puis résoudre

(Pc)

⎧⎨
⎩

Minimiser p(x,c) = f(x) + c
∑m

i=1 Max{0,gi(x)}2

x ∈ R
n

3. Critère d’arrêt
Si ‖xk+1 − xk‖ < ε , STOP xk est optimal
Sinon, on pose k = k + 1 et on retourne à 2avec ck+1 = γck.

Remarque 2.2.7.

1. On commence toujours par un point non admissible.

2. Pour le choix du paramètre de pénalité on commence par des valeurs assez petites
(c1 = 1) ensuite l’augmente au fur et à mesure des itérations.
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Méthode de pénalité intérieure

Dans certains problèmes, le fait que les itérés x∗ générés par pénalisation extérieure
ne soient pas admissibles peut être un inconvénient, par exemple, parce que f n’est pas
définie à l’extérieur de X. On peut introduire des méthodes de pénalisation dans lesquelles
les itérés x∗ restent dans X. C’est ce qui a conduit Fiacco et McCormick (1968) à proposer
d’autres méthodes de pénalisation dans lesquelles l’optimum est approché par l’intérieur
(d’où le nom de méthodes de � pénalités intérieures �).

Soit le problème suivant:

(P1)

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎩

Minimiser f(x)

sous les contraintes

gi(x) ≤ 0 (i = 1,2, · · · ,m)

x ∈ R
n

Définition 2.2.8. On définit la fonction de pénalité intérieure pour le problème(P1) par:

p(x,r)=f (x)+r
∑m

i=1(− 1
gi(x)

)

avec r est un scalaire strictement positif, appelé le facteur de pénalisation intérieure et
gi(x) < 0 i = 1,...,m.
Donc on aura le problème (Pr)suivant

(Pr)

⎧⎨
⎩

Minimiser p(x,r) = f(x) + r
∑m

i=1(− 1
gi(x)

)

x ∈ R
n

Remarque 2.2.8.
La fonction de pénalité intérieure est appelé aussi fonction barrière elle évite de sortir du
domaine ni même de franchir la frontière.

Proposition 2.2.2.

La suite {p(xk,rk)}k est une suite décroissante
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Soit θk =
∑m

i=1(− 1
gi(x)

) alors {θk} est une suite croissante

La suite {f(xk}k est une suite décroissante

Soit {Xk}k la solution optimale du problème(Pr) alors elle converge vers la solution opti-
male du problème de depart(P1)

Algorithme de pénalité intérieure

1. Initialisation
fixer ε > 0, trouver un point x0 admissible, choisir ξ < 0 et (r1 > 0)onprend(r1 = 10)

2. Itération k = 1,2, . . .

p(x,rk) = f(x) + rk

m∑
i=1

(− 1

gi(x)
)

calculer
min
x∈Rn

p(x,rk)

avec l’un des méthodes étudient dans la partie précédente.

3. Critère d’arrêt
Si ‖xk+1 − xk‖ < ε , STOP xkestunesolutionoptimale
Sinon, on pose k = k + 1 et on retourne à 2 avec rk+1=ξrk.

Remarque 2.2.9.
Dans le cas générale

(p)

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎩

Minf(x)

sous les contraintes

gi(x) ≤ 0 i = {1,2,...,m}

hj(x) = 0 j = {1,2,...,k}

x ∈ S
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La fonction de pénalité dans ce cas s’écrit comme suit:

p(xk,ck) = f(xk) + 1
c

∑m
i=1(− 1

gi(x)
) + ck

∑p
j=1(hj)

2

Méthode du lagrangien augmenté

Définition 2.2.9. On définit le lagrangien augmenté pour le problème suivant:

(P)

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎩

Minimiser f(x)

sous les contraintes

hj(x) = 0 (i = 1,2, · · · ,p)

x ∈ R
n

(2.35)

La(x,λ,c) = f(x) +

p∑
j=1

λjhj(x) + c

p∑
j=1

hj(x)2

Remarque 2.2.10. Le lagrangien augmenté peut-être considèré:

– Comme le lagrangien au quel on a ajouté une pénalité quadratique

– Comme une fonction de pénalité quadratique à la quelle on a ajouté les multiplica-
teurs.

Remarque 2.2.11. Soit la fonction de pénalité quadratique pour le problème (P)

p(x,c)=f (x)+c
∑p

j=1 hj(x)2

∇p(x,c) = ∇f(x) + 2c
∑p

j=1 hj(x)∇hj(x)

On a le théoreme de lagrange pour le problème (P) condition nécessaire
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∇f(x) +
∑p

j=1 λ∗
j∇hj(x) = 0

λ∗
j = 2chj(x)

hj(x) = 1
2c

λ∗
j

pour que x soit admissible c → +∞ hj(x) = 0

Soit maintenant pour le lagrangien augmenté

∇xL(x,λ,c) = ∇f(x) +
∑p

j=1 λj∇hj(x) +
∑p

j=1 2chj(x)∇hj(x) = ∇f(x) +
∑p

j=1(λj +
2chj(x))∇hj(x)

λ∗
j = λj + 2chj(x), hj(x) =

λ∗
j−λj

2c

Si λ∗
j − λj = 0 on aurahj(x) = 0

C’est-à-dire: l’admissibilité pour actualiser les multiplicateurs d’une itération à l’autre
on utilise la formule suivante:

λk+1
j = λk

j + 2ckhj(x
k)

Algorithme de lagrangien augmenté

1. Initialisation
fixer ε > 0,choisir c0 x0(stable) admissible,λ0 et (γ > 1)

2. Itération k = 1,2, . . .
calculer

min
x∈Rn

L(x,λk,ck)

avec l’un des méthodes étudient dans la partie précédente.

3. Critère d’arrêt
Si ‖h(xk)‖ < ε , STOP xk est une solution optimale

actualiser le paramètre de pénalité ck+1=γck

actualiser le point de depart x(k+1)s = xk
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on pose k = k + 1 et on retourne à 2Sinon, actualiser les multiplicateurs λk+1
j =λk

j +

2ckhj(x
k)

actualiser le paramètre de pénalité ck+1=γck

actualiser le point de depart x(k+1)s = xk

on pose k = k + 1 et on retourne à 2.

Proposition 2.2.3. ∇xL(x∗,λ∗,c) = ∇xL(x∗,λ∗) = 0
avec x∗ solution optimale du problème (2.35) et λ∗ le vecteur des multiplicateurs cores-
pondent

Preuve. :
On a le théorème de lagrange ∇xL(x∗,λ∗) = 0

d’autre part ∇xL(x∗,λ∗,c) = ∇f(x∗) +
∑p

j=1 λ∗
j∇hj(x

∗) + 2c
∑p

j=1 hj(x
∗)∇hj(x

∗)

= ∇f(x∗) +
∑p

j=1 λ∗
j∇hj(x

∗) = ∇xL(x∗,λ∗) = 0

Remarque 2.2.12. On a la hesienne du lagrangien augmenté

HxLa(x
∗,λ∗,c) = HxLa(x

∗,λ∗) + 2c(Jh(x∗)T (Jh(x∗)) + 2c
∑p

j=1 hj(x
∗)Hxhj(x

∗)

= HxLa(x
∗,λ∗) + 2c(Jh(x∗)T (Jh(x∗))

Résultat d’algèbre
Soit Mn×n une matrice carrée symétrique et Ap×n une matrice de rang plein alors:
il existe cα tel que:
∀c ≥ cα M + cAT A est définie positive
HxLa(x

∗,λ∗,c) = HxLa(x
∗,λ∗) + 2c(Jh(x∗)T (Jh(x∗)) ⇒ HxLa(x

∗,λ∗,c) est définit positif
pour ∀c≥cα ⇒ x∗ est un minimum
donc pour le lagrangien augmenté on a pas besoin de faire tendre c → +∞ pour avoir la
solution optimale.
on dit que c’est une fonction de pénalité exacte.

Remarque 2.2.13. Pour le problème avec contraintes inégalités on se ramène au cas avec
contraintes égalités par l’ajout de variables d’écart.
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Optimisation semi-infinie

Introduction

On dispose de plusieurs logiciels convivial pouvant résoudre des problèmes de taille
considérable(finie), toute fois ces logiciels restent limités par le nombre fini de contraintes.
Dans la pratique,on se trouve souvent confronté à des situations ou ce nombre est infini d’ou
l’intérêt d’adapter les techniques de choix des méthodes classiques aux cas plus générales
(ou le nombre de contrainte est dénombrable(infini)).De ce concept la programmation semi-
infinie est née.

3.1 Formulation d’un problème semi-infini:

Un programme semi-infini est un problème du type:

(P )

⎧⎨
⎩

Minf(x)
g(x,s) ≤ 0 ∀s ∈ S
x ∈ R

n

(3.1)

– S: est un compact de R
p

– f:Rn → R

– g:Rn × S → R

- Si f et g sont linéaires par rapport à x on dit qu’on a un problème semi-infini linéaire
(P.S.I.L).

- Si f est convexe par rapport à x et g concave par rapport à x on dit qu’on a un problème
semi-infini convexe(P.S.I.C)

- Dans les autres cas, on a un problème semi-infini non linéaire.

48
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3.2 Exemple pratique

Un grand intérêt attire les chercheurs pour la classe des problèmes d’optimisation
semi-infini, qui sont caractérisées par un nombre fini de variables et un nombre infini
de contraintes de tels problèmes apparaissent par exemple dans la réduction de la pollution
atmosphérique, de la solution des équations intégrales faiblement singulières, dans la dis-
tribution de probabilité, la robotique[10]. . .

La robotique est devenu un outil très important dans les différent domaines de recherche
dans notre exemple on va s’intéresser à la planification du mouvement d’un robot hu-
manöıde dans le cadre de valider les méthodes développées de restauration du mouvement
chez un patient paraplégique comme l’indique cette figure:

Fig. 3.1 – Les robots humanöıdes permettent de valider les méthodes
développées

Définition 3.2.1. : Robot humanöıde

Un robot humanöıde est un robot dont l’apparence générale rappelle celle d’un corps
humain. Généralement, les robots humanöıdes ont un torse avec une tête, deux bras et deux
jambes, bien que certains modèles ne représentent qu’une partie du corps, par exemple à
partir de la taille. Certains robots humanöıdes peuvent avoir un � visage �, avec des � yeux
� et une � bouche �.

Avant de modéliser ce problème sous forme d’un modèle mathématique on définis les
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contraintes du mouvement.
nous commençons par la définition du mouvement à travers un vecteur de paramètres

X=[p0,0,p0,1; ...; Tf ]
T

à partir de ce vecteur de paramètres nous allons calculé les positions ,vitesses et accélérations
articulaires .

Définition 3.2.2. Variables articulaire :[10]

qj(t) =
N∑

k=1

pj,k × bk(t)

Les vitesses et accélérations articulaires sont obtenus par dérivations :

q̇j(t) =
N∑

k=1

pj,k × ḃk(t)

q̈j(t) =
∑N

k=1 pj,k × b̈k(t)

Nous considérerons qu’un mouvement optimal doit obligatoirement respecter les contraintes
de butées articulaires ainsi que de vitesses articulaires limites .

∀i,∀tqi,min ≤ qi(t) ≤ qi,max (3.2)

∀i,∀tq̇i,min ≤ q̇i(t) ≤ q̇i,max (3.3)

Définition 3.2.3. Equilibre ZMP :[10]
Le Zero-Moment-Point (ZMP) est le point sur la surface de contact où la résultante des
moments est nulle .Si ce point reste dans la surface de sustentation le robot conserve son
équilibre.

Afin d’obtenir un mouvement qui préserve l’équilibre,nous prendrons également en compte
les limites du ZMP.
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∀tZMPmin ≤ ZMP (t) ≤ ZMPmax (3.4)

Nous considérons les contraintes des équations (3,2),(3,3),(3,4) et voulons minimiser
la durée du mouvement on obtient le modèle d’optimisation qui consiste à trouver le
vecteur des paramètres optimal X qui satisfait :

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎩

min
X∈R

f(X)

gi(X,t) ≤ 0 ∀i ∀t ∈ [0,T ]

hj(X) = 0 ∀j

(3.5)

f est la fonction objectif à minimiser (min
∫ T

0
F (X,t)dt),

gi est un ensemble de contraintes inégalités,

hj est un ensemble de contraintes égalités.

Le problème posé (3,5) est un problème de programmation semi-infini car il dispose d’un
nombre fini de paramètres alors que le domaine des contraintes est infini.
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Méthodes de résolution d’un
problème semi-infini convexe

4.1 Résolution d’un problème semi-infini convexe par

la la nouvelle méthode d’échange

Introduction

La méthode de discrétisation consiste à:

⇒ Trouver à partir d’un ensemble infini de points un sous-ensemble fini de points.

⇒ Résoudre le sous-probème obtenu avec des méthodes déjà connues et répéter l’operation.

A la fin on aura une suites de solutions qui va converger vers la solution optimale.

4.1.1 Problème semi-infini discrétisé

Soit (P) le problème (S.I.C) suivant:

(P )

⎧⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎩

Minf(x)

g(x,s) ≤ 0 ∀s ∈ Ω

x ∈ R
n

(4.1)

52
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Et soit (Pk) le sous problème suivant:

(Pk)

⎧⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎩

Minf(x)

g(x,si) ≤ 0 si ∈ Ek

x ∈ R
n,Ek = {s1,...sk} ⊂ Ω

(4.2)

(Pk) est appelé problème discrétisé de P

Remarque 4.1.1. Nous nous intéressons au problème (S.I.C) qui satisfait l’ensemble des
conditions suivantes:

– f est convexe et continûement différentiable dans R
n

– g(.,s) est convexe et différentiable pour tout s ∈ Ω avec ∇xg(x,s) continu dans R
n×Ω

– La qualification des contraintes de Slater i.e ∃x̂ ∈ R
n tels que g(x̂,s) < 0 pour tout

s ∈ Ω

– f est bornée dans l’ensemble réalisable de (P) i.e pour tout scalair λ on a:
{x ∈ R

n|g(x,s) ≤ 0,s ∈ Ω; f(x) ≤ λ}

4.1.2 Principe de la méthode

-) Il s’agit à chaque itération k de résoudre le problème discrétisé (Pk)

-) Supossons qu’on est à l’itération k, Pour résoudre le problème (Pk) on utilise le théorème
de K.K.T suivant :
Soit x∗ ∈ R

n une solution réalisable de (Pk), x∗ est optimale ssi ∃ des multiplicateurs

λ∗ ∈ R
k
+ tels que (x∗,λ∗) satisfait les conditions suivantes:

⎧⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎩

∇f(x) +
∑k

i=1 λ(si)∇xg(x,si) = 0

g(x,si)λ = 0

i = 1,...,k

(4.3)

-) Soit xk = {xk
1; .....; x

k
n} la solution de (Pk)

Posons:

D = {x ∈ R
n,g(x,s) ≤ 0,s ∈ Ω}
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on a Dk = {x ∈ R
n,g(x,si) ≤ 0,si ∈ Ek}

x ∈ D ⇒ x ∈ Dk on a bien D ⊂ Dk

4.1.3 Test d’optimalité

Trouver: sk
new ∈Ω tels que g(xk,sk

new) > η pour η > 0

On distingue deux cas :

– Cas 1: Si sk
new n’existe pas alors Stop⇒ xk admissible obtenu à l’itération k est

optimale

– Cas 2: On doit chercher une autre solution réalisable optimale et pour cela

posons Ek+1 := Ek

⋃
sk

new

En considérant le nouveau problème discrétisé P (Ek+1) suivant:

P (Ek+1)

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

Minf(x)

g(x,si) ≤ 0 si ∈ Ek+1

x ∈ R
n

(4.4)

Soit l’ensemble

on a Dk+1 = {x ∈ R
n,g(x,si) ≤ 0,si ∈ Ek+1}

x ∈ D ⇒ x ∈ Dk+1 on a bien D ⊂ Dk+1

Soit xk+1 = {xk+1
1 ; ...; xk+1

n } la solution du problème P (Ek+1)

On définit Ek+1 := {s ∈ Ek+1|s ∈ Ω ou λk+1(s) > 0}

Passons à l’itération suivante i.e k:=k+1
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On utilise le même test que précédemment pour vérifier
l’optimalité de xk+1 pour (4.4) et ainsi de suite jusqu’à l’obtention de la solution x∗ du
problème (4.1)

Remarque 4.1.2 (1). A l’itération k de l’Algorithme nous résolvons le sous problème
P (Ek) et on définit à nouveau l’ensemble
Ek+1:={s ∈ Ek

⋃{sk
new|s ∈ Ω ou λk+1(s) > 0}} avec sk

new qui satisfait le critère : g(xk,sk
new) >

η,par concéquent cet algorithme ne fait pas appel à la
recherche du ε-maximum global donné par la formule suivante:
sk ∈ ε-argmax{g(xk,s)|s ∈ Ω} ce qui est exigé dans une grande majorité des méthodes de
résolution. cette méthode garde seulement les contraintes actives avec les multiplicateurs
positifs associés

Théorème 4.1.1 (1). Soit (xm)m la suite des solutions des problèmes discrétisés: (P1),(P2),...(Pm),(Pm+1).
avec:S1 ⊂ S2 ⊂ ...Sm ⊂ Sm+1 ⊂ ... ⊂ S du problème primal.
la suite (xm)m converge vers la solution optimale x∗ du problème primal.

4.1.4 Algorithme de résolution de (S.I.C) par la nouvelle méthode
d’échange

1. Choisir un sous ensemble fini Ek de Ω et un nombre positif η > 0 (trés petit).

2. Résoudre le problème discrétisé Pk ou

(Pk)

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

Minf(x)

g(x,si) ≤ 0 si ∈ Ek

x ∈ R
n,Ek = {s1,...sk} ⊂ Ω

(4.5)

Soit xk sa solution.

3. Trouver sk
new ∈ Ω tels que g(xk,sk

new) > η η > 0

4. Si sk
new n’éxiste pas aller vers 5 sinon aller vers 6

5. écrire: xk est la solution optimale de P,aller vers 9
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6. Posons Ek+1 = Ek

⋃
sk

new,et résoudre le problème suivant:

P (Ek+1)

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

Minf(x)

g(x,si) ≤ 0 si ∈ Ek+1

x ∈ R
n

(4.6)

7. Définir Ek+1 := {s ∈ Ek+1|s ∈ Ωouλk+1(s) > 0}

8. Posons k = k + 1 et eller vers 3

9. Fin

4.1.5 Exemples numériques

Exemple 1
Soit le problème semi-infini suivant:

(P )

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

Min(1 − x)

x2 − 1 − s2 + s ≤ 0 s ∈ [0,1]

x ≥ 0

(4.7)

Posons:E0 = {1},η = 10−8

Donc le problème discrétisé correspondant est:

(P1)

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

Min(1 − x)

x2 − 1 ≤ 0

x ≥ 0

(4.8)

Nous résolvons le problème (P1) en appliquant le théorème de (K-K-T)

⎧⎪⎪⎨
⎪⎪⎩

−1 + λ(2x) = 0 (1)

λ(x2 − 1) = 0 (2)
(4.9)
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1ercas :

λ = 0 on remplace dans (1)⇒ -1=0 (impossible)

2èmecas :

x2 − 1 = 0 ⇒ x = 1 et x = −1

pour x=1 ⇒ λ = 1
2

pour x=-1 ⇒ λ = −1
2

(impossible) les multiplicateurs doivent être positifs

donc on sort avec la solution x=1 avec λ = 1
2

Calcul de snew

Soit la discrétisation uniforme suivante {0,1
2
,1}

- On a : g(1,0) = 0,g(1,1
2
) = 1

4
> η

donc snew = 1
2
.

⎧⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎩

min(1 − x)

(x2 − 1) ≤ 0

(x2 − 1 + 1
4
) ≤ 0

(4.10)

On trouve la solution

x1 =
√

3
2

λ1 =
√

3
3

-On a g(
√

3
2

,0) = −1 ≤ 0

On passe à la discrétisation uniforme suivante {0,1
4
,1
2
,3
4
,1}

on vérifie les contraintes pour x1 avec cette discrétisation ,elles sont toutes vérifiées .on
passe à une autre discrétisation on remarque que à n’importe quel nombre de points de la
discrétisation on ne trouve pas snew donc la solution est x1 =

√
3

2
est optimale i.e on peut
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verifier facilement que max
s∈[0,1]

g(x1,s) ≤ 0

Donc c’est la solution optimale

Exemple 2
Soit le problème semi-infini suivant:

(P )

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

Min(2x + 1)

x + s − 1 ≥ 0 s ∈ [0,1]

x ≥ 0

(4.11)

�

(P )

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

Min(2x + 1)

−x − s + 1 ≤ 0 s ∈ [0,1]

x ≥ 0

(4.12)

Posons:E0 = {1},η = 10−8

Donc le problème discrétisé coorespondant est:

(P1)

⎧⎪⎪⎨
⎪⎪⎩

Min(2x + 1)

−x ≤ 0
(4.13)

qui a pour solution:x=0

Calcul de snew

Soit la discrétisation uniforme suivante {0,1
2
,1}

-On g(0,0) = 1 > η,alors sk
new = 0

Posons E1 = E0

⋃{0} = [0,1],et considérons le problème discrétisé:
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(P2)

⎧⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎩

Min(2x + 1)

−x ≤ −1

−x ≤ 0

(4.14)

qui a pour solution x=1

-On ag(1,1
2
) = −1

2
≤ 0

g(1,1
4
) = −1

4
≤ 0

On remarque que à n’importe quel nombre de points de la discrétisation on ne trouve
pas de snew⇒ donc x∗ = 1 est la solution optimale optimale du problème (P)

4.1.6 programmes sur MATLAB

On vérifie les résultat obtenus dans (1) et (2) sur Matlab en utilisant la fonction fse-
minf(prédéfinie dans matlab)

Exemple 1

programme
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Exécution

Exemple 2
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programme

Exécution
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4.2 Résolution d’un programme semi-infini convexe

par la méthode des coupes

position du problème

Soit le programme semi-infini suivant:

(Pc)

⎧⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎩

Minf(X)

gi(X,s) ≥ bi(s) i = 1,...,p s ∈ S ⊂ R
k

X ∈ R
n

f est une fonction convexe et gi(X,s), i=1,...,p sont des fonctions concaves par rapport à
la variable X
supposons que les fonctions f,gi et bi sont de classe C2.

Le programme peut s’écrire sous d’autre forme:

(Ṕc)

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎩

Minλ

λ − f(X) ≥ 0

gi(X,s) ≥ bi(s) i = 1,...,p s ∈ S ⊂ R
k

X ∈ R
n λ ∈ R

D’une façon générale, on peut résoudre le problème suivant:

(P̋ c)

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

MinCY

gi(Y,s) ≥ bi(s) i = 0,...,p s ∈ S ⊂ R
k

X ∈ R
n+1
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où:

C=(1,0,...,0)∈ R
n+1

Y=(λ,x1,...,xn)∈ R
n+1

g0(Y,s) = λ − f(X)

b0(s) = 0

gi(Y,s) ≥ bi(s)i = 1,...,p

Les trois écritures sont équivalentes.
Dans la suite on utilisera la forme (P̋ c)
posons:

D={Y ∈ R
n+1/gi(Y,s) ≥ bi(s)i = 0,...,ps ∈ S ⊂ R

k,|S| = ∞},

qui est l’ensemble des solutions réalisables du programme (P̋ c)

Le principe de la méthode

La méthode des coupes appliquée pour la résolution d’un programme semi-infini convexe
consiste à résoudre le programme dont le domaine des solutions réalisable D sur un en-
semble H plus grand tel que D ⊂ H ou la résolution est plus facile puis faire des coupes
linéaires sur H qui ne coupe jamais le domaine D jusqu’à l’obtention de la solution opti-
male.Comme les contraintes ne sont pas toujours linéaires donc nous allons linéariser les
sous programmes.
Pour commencer choisissons donc une matrice A(p+1)×(n+1) et un vecteur b de (n+1) co-
lonnes tel que :
H={Y ∈ R

n+1/AY ≥ b} ⊃ D,

4.2.1 La résolution des programmes (P̋c)
k

Résoudre d’abord le programme initial suivant:

(P̋ c)
0

⎧⎨
⎩

MinCY

Y ∈ H
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Soit Y 0 sa solution optimale.

calculons:

L0
c = min

i=0,...,p
[min

s∈S
(gi(Y

0,s) − bi(s))]

ḡi0(Y
0,s0) − bi0(s

0).

Soit Y k la solution de kème programme (P̋ c)
k, et notons Dk son ensemble réalisable.

calculons:

Lk
c = min

i=0,...,p
[min

s∈S
(gi(Y

k,s) − bi(s))]

=gik(Y
k,sk) − bik(s

k).

4.2.2 Teste d’optimalité de la solution Y k du programme (P̋ c)
pour le programme (Pc)

Après avoir calculé:

Lk
c = gik(Y

k,sk) − bik(s
k).

on peut distinguer deux cas:

Cas 1: Soit Lk
c ≥ 0, Alors on a le théorème suivant:

Théorème 4.2.1. :[4] Si la solution optimale Y k du programme (P̋ c)
k est telle que:

L0
c = min

i=0,...,p
[min

s∈S
(gi(Y

0,s) − bi(s))] ≥ 0.

Alors Y k est une solution optimale du (P̋ c)
k
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Preuve. :

1. Réalisable:

Si: Lk
c ≥ 0 ⇒ min

i=0,...,p
[min

s∈S
(gi(Y

k,s) − bi(s))] ≥ 0.

⇒ min
s∈S

(gi(Y
k,s) − bi(s)) ≥ 0,∀i = 0,...,p.

⇒ (gi(Y
k,s) − bi(s)) ≥ 0,∀i = 0,...,p,∀s ∈ S ⊂ R

k.

donc:
Y k /∈ D (4.15)

2. Optimale:

Soit V (P̋ c) et V (P̋ k
c ) les valeurs optimales des programmes (P̋ c) et (P̋ k

c ) respecti-
vement.
Comme Y k est réalisable pour (P̋ c), alors:

V (P̋ c) ≤ CY k = V [(P̋ k
c )] (4.16)

D’autre part on a:D ⊂ Dk, donc:

CY k = V [(P̋ k
c )] ≤ V (P̋ c) (4.17)

de (4.14),(4.15),(4.16) on peut conclure que effectivement Y k est une solution optimale de
P̋ c �

Cas 2: Si Lk
c < 0:

dans ce cas la solution Y k n’est pas réalisable pour (P̋ c), c’est-à-dire : Y kD
donc il faut ajouter la contrainte violée par Y k, comme gik(Y

k,sk)−bik(s) < 0 est convexe,nous
allons linéariser à chaque fois la contrainte à ajouter, et ça pour avoir a faire à chaque
itération k, à un programme linéaire.
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4.2.3 Construction de la coupe

Au lieu d’ajouter la contrainte convexe:

gik(Y
k,sk) − bik(s) ≥ 0 (4.18)

qui est le demi-espace délimité par la courbe convexe:gik(Y,sk)−bik(s) au programme (P̋ c)
k,

on ajoute la contrainte:

gik(Y
k,sk) + [∇ygik(Y

k,sk)]T (Y − Y k) ≥ bik(s) (4.19)

qui est linéaire.géométriquement, elle représente le demi-espace délimité par la tangente de
la courbe précédente au point Y k.
Pour le domaine réalisable Dk du programme (P̋ c)

k, cette contrainte représente une coupe
linéaire qui élimine la solution Y k

Posons donc (P̋ c)
k+1 le programme résultant, et notons Dk+1 son ensemble réalisable.

Nous allons montrer que:

D ⊂ ... ⊂ Dk+1 ⊂ Dk ⊂ ... ⊂ H.

Où Dk est l’ensemble des Y ∈ R
n+1 qui vérifient les contraintes linéaires du programme

(P̋ c)
k

4.2.4 Les coupes ne coupent jamais le domaine D

Il s’agit de montrer que le domaine D est un sous ensemble du domaine Dk+1,∀k.
Pour le programme initiale (P 0

c ) on a : D ⊂ H par construction.
supposons donc que : D ⊂ Dk, on a aussi:

Dk+1 = Dk ∩ {Y ∈ R
n+1/gik(Y

k,sk) + [∇ygik(Y
k,sk)]T (Y − Y k) ≥ bik(s

k)}.

Soit Y ∈ D, donc: Y ∈ Dk par hypothèse.
D’autre part, comme la courbe:gik(Y,sk) est convexe, alors elle est au dessous de n’importe
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quelle tangente en un point Y k, c’est à dire:

gik(Y,sk) ≤ gik(Y
k,sk) − bik(s

k) + [∇ygik(Y
k,sk)]T (Y − Y k),∀Y k ∈ R

k+1 (4.20)

mais on a pris : Y ∈ D, donc: gik(Y,sk) ≥ 0,ça implique, d’après l’inégalité(4.19) que:

gik(Y
k,sk) − bik(s

k) + [∇ygik(Y
k,sk)]T (Y − Y k) ≥ 0

⇒ Y ∈ Dk ∩ {Y ∈ R
n+1/gik(Y

k,sk) − bik(s
k) + [∇ygik(Y

k,sk)]T (Y − Y k) ≥ 0} = Dk+1

⇒ Y ∈ Dk+1. D ⊂ Dk+1

Donc les coupes ne coupent jamais le domaine D, seulement on réduit au fur et à mesure
le domaine H et ainsi le domaine Dk, ∀k, en s’approchant du domaine D et de la solution
du problème (P̋ c).
Après avoir définit le problème (P̋ c)

k+1, soit Y k+1 sa solution,posons : k = k + 1, et reve-
nant au teste d’optimalité, et ainsi de suite jusqu’à l’obtention de la solution optimale du
problème (P̋ c)

4.2.5 La convergence

La convergence de la méthode des coupes donnée ci-dessus pour le

programme semi-infini convexe (P ′′
c ) est assurée par le théorème suivant:

Théorème 4.2.2 (4). Tout point d’accumulation de la suite (Y k)k engendrée par

la procédure précédente,est une solution optimale du programme (P ′′
c ).

Preuve. L’existence d’au moins un point d’accumulation est donnée par le théorème de
Bolzano-Weierstrass Soit Y ∗ un point d’accumulation de cette suite,nous allons montrer
que Y ∗ est réalisable optimale pour (P ′′

c ) réalisable:

Y ∗ un point d’accumulation de (Y k)k dans R
n+1 qui est complet,donc il existe une sous-

suite (Y kj)j de (Y k)k qui converge vers Y ∗. Supposons que Y ∗ n’est pas réalisable pour
(P ′′

c ) alors :∃s∗ ∈ S et i∗ ∈ {0,...,p} tels que:

gi∗(Y ∗,s∗) < bi∗(s∗). (4.21)
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Comme gi∗ est continue (par hypothèse),alors : ∃N ∈ Ntelque :

gi∗(Y kj,s∗) < bi∗(s∗),∀kj > N. (4.22)

sinon,en passant à la limite on aura une contradiction avec l’inégalité (4.20) on a de plus :

Lkj
C = gikj

(Y kj,skj) − bikj(s
kj) ≤ gi∗(Y kj,s∗) < bi∗(s∗) < 0. Donc ∃α > 0 tel que:

bikj
(skj) − gikj

(Y kj,skj) ≥ α > 0. (4.23)

et ça en utilisant la propriété d’Archimède sur R.

D’autre part on a ,du fait que (Y kj)j est une solution optimale du programme (P̋ c)
kj+1:

gikj
(Y kj,skj) − bikj(s

kj) + ∇ygikj
(Y kj,skj)(Y kj+1 − Y kj ≥ 0. (4.24)

En faisant la somme (4.22) + (4.23) on aura:

∇ygikj
(Y kj,skj)(Y kj+1 − Y kj) ≥ α > 0. (4.25)

Si on pose :
K = max

Y ∈H
max
s∈S

‖∇ygikj
(Y,s)‖.

On aura:

0 < α ≤ ∇ygikj
(Y kj ,skj)(Y kj+1 − Y kj)

≤ ‖∇ygikj
(Y kj ,skj)‖‖(Y kj+1 − Y kj)‖

≤ K‖Y kj+1 − Y kj‖,∀kj > N.

⇒ ‖Y kj+1 − Y kj‖ ≥ α
k

> 0,∀ kj > N

Maisçacontreditlefaitque(Ykj),est une suite de cauchy dans R
n+1 ,donc Y ∗ est réalisable

pour (P̋ c),c’est à dire:

Y ∗ ∈ D. (4.26)
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2. Optimale:

D’après (4.25) on a:

V (p̋c) ≤ CY ∗. (4.27)

On a aussi le domaine réalisable D du programme (p̋c) est un sous ensemble de l’ensemble
Dkj ,qui est le domaine des solutions réalisables du programme (P̋ kj) qui correspond à la
sous-suite (Y j)j donc :

CYkj ≤ V (P̋ c),∀Kj > N.

en passant à la limite on aura:

CY ∗ ≤ V (P̋ c). (4.28)

(4.25),(4.26),(4.27)⇒ Y ∗ est une solution optimale du programme (P̋ c).�

4.2.6 Exemple numérique

Soit le programme convexe semi-infini suivant:

(Pc)

⎧⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎩

min(x1)
2 − 4x2.

−x1coss − x2sins + 1 ≥ 0 s ∈ [0,π]

(x1,x2) ∈ R
2

qui peut s’écrire sous les deux formes suivantes :

(Ṕc)

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎩

min λ.

λ − (x1)
2 + 4x2 ≥ 0

−x1coss − x2sins + 1 ≥ 0 s ∈ [0,π]

(x1,x2,λ) ∈ R
3
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(P̋ c)

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎩

min y1.

y1 − (y2)
2 + 4y3 ≥ 0

−y2coss − y3sins + 1 ≥ 0 s ∈ [0,π]

(y1,y2,y3) ∈ R
3

Nous allons donc utiliser la méthode des coupes décrite ci-dessus pour résoudre (P̋ c).

choisissons l’ensemble:

H = {(y1,y2,y3) ∈ R
3/y1 − (y2)

2 + 4y3 ≥ 0, − 1 ≤ y2 ≤ 1,y3 ≤ 2}

On a bien :

D ⊂ H = {(y1,y2,y3) ∈ R
n/y1 − (y2)

2 + 4y3 ≥ 0, − y2coss − y3sins + 1 ≥ 0,s ∈ [0,π]}.

Soit le programme correspondant à H suivant:

(P̋ c)
0

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎩

min y1.

y1 − (y2)
2 + 4y3 ≥ 0

y2 ≥ −1

−y2 ≥ −1

−y3 ≥ −2

(y1,y2,y3) ∈ R
3

La solution de (P̋ c)
0 est :(y0

1,y
0
2,y

0
3) = (−8,0,2).

calculons:

L0
c = min

s∈[0,π]
[y0

1 − (y0
2)

2 + 4y0
3, − y0

2coss − y0
3sins + 1]
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= min
s∈[0,π]

[0, − 2sins + 1] = −1 < 0 pour s0 = π
2

donc (-8,0,2) n’est pas la solution optimale pour (P̋ c).

donc la non optimalité de cette solution entrâıne l’ajout de la contrainte linéaire

(coupe linéaire) au programme (P̋ c)
0 qui est :

[-y0
2coss − y0

3sins + 1] + (0, − coss, − sins)

⎛
⎜⎜⎜⎜⎝

y1 + 8

y2 − 8

y3 − 2

⎞
⎟⎟⎟⎟⎠
≥ 0.

⇔ −1 + (−1)(y3 − 2) ≥ 0.

⇔ y3 ≤ 1.

Soit le programme résultant (P̋ c)
1:

(P̋ c)
1

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎩

min y1.

y1 − (y2)
2 + 4y3 ≥ 0

y2 ≥ −1

−y2 ≥ −1

−y3 ≥ −2

−y3 ≥ −1

(y1,y2,y3) ∈ R
3

sa solution est:(y1
1,y

1
2,y

1
3) = (−4,0,1)

Calculons:
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L1
c = min

s∈[0,π]
[y1

1 − (y1
2)

2 + 4y1
3, − y1

2coss − y1
3sins + 1]

= min
s∈[0,π]

[0, − sins + 1] = 0 ≥ 0.

comme :L1
c ≥ 0,alors (−4,0,1) est la solution optimale du programme (P̋ c), et donc de (Pc).

4.2.7 programmes sur MATLAB

verification des résultat avec matlab

Exemple 1

programme

Exécution
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Conclusion

Nous nous somme intéressé dans notre travail à une classe particulière de problèmes
d’optimisation, à savoir: les problèmes mathématiques semi-infinis.

Nous avons montré comment un problème de décision qui est La planification de
trajectoire d’un robot humanöıde peut se ramener à un programme mathématique
semi-infini.

Nous avons aussi presenté deux méthodes de résolution , en tenant compte de la particu-
larité des problèmes semi-infinis convexes.Nous avons commencé par la nouvelle méthode
d’échange qui utilise le théorème de K.K.T pour la résolution de ses sous-problèmes toute
en gardant les contraintes actives avec les multiplicateurs associés sans faire appel à l’opti-
misation de la contrainte g pour le test d’optimalité.Nous avons ensuite étudié le mécanisme
de la méthode des coupes pour la résolution du problème semi-infini convexe illustrée
par un simple exemple d’application
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