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Résumé

Les défaillances des systemes réparables sont souvent décrites au moyen de processus de
Poisson non homogene, identifiées par leur fonction d’intensité et la valeur de leur moyenne.
L’intervention sur les systemes sont susceptibles de modifier leur fiabilité, et les variations
des fonctions d’intensité et la valeur de la moyenne sont donc amenés. Nous considérons
différents scénarios dans lesquels les interventions prennent place et proposent des modeles
décrivant chacun d’eux. L’analyse bayésienne, est illustrée avec des applications de simu-

lation sur les données réelles, en s’appuyant sur les méthodes de Monte Carlo par Chaine

de Markov (MCMC).

Mots-Clés : Inference Bayésien, processus de la lois de puissance, méthodes MCMC,

points de changements.

Abstract

Failures in repairable systems are often described by means of non-homogeneous Pois-
son processes, identified by their intensity and mean value functions. Intervention on the
systems are likely to modify their reliability, and changes in intensities and mean value
functions are therefore induced. We consider different scenarios in which interventions take
places and propose models describing each of them. Bayesian analyses, relying on Markov-
chain Monte Carlo methods, are illustrated along with applications to simulated and real,

widely-known, data.

Key words : Bayesian inference, power law process, MCMC methods, change points.
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Introduction générale

L’objectif principal de la statistique est de faire, a partir d’observations d’'un phénomene
aléatoire, une inférence au sujet de la loi générant ces observations en vue d’analyser le

phénomene ou de prévoir un événement futur.

Pour réduire la complexité du phénomene étudié, deux approches statistiques sont
utilisées dans la littérature : modélisation non paramétrique et modélisation paramétrique.
Dans la modélisation non paramétrique, on considere souvent que l'inférence statistique
doit prendre en considération la complexité autant que possible et donc on cherche a
estimer la distribution de I’ensemble du phénomeéne, mettant en ceuvre l'estimation des
fonctionnelles (densité, droite de régression, etc.). Par opposition, le modele paramétrique
est utilisé lorsque la famille de départ est paramétrée par un vecteur 6 de dimension finie
dans ce cas sa résolution se résume a l’identification de ce parametre. D’une maniere
générale, une fois le modele est construit, on cherche a établir une inférence sur 6, c’est-a-

dire a utiliser les observations x afin d’évaluer 6, en vue d’une décision liée a ce parametre.

Notons que la démarche statistique est fondée sur une démarche d’inversion qui est de re-
lier des ” effets” (observations) aux ” causes” (parametres). Pour réaliser ce lien effets-causes
plusieurs approches sont proposées dans la literature on cite : ’approche fréquentiste et I’ap-
proche bayésienne. Pour certains auteurs, ces deux approches (fréquentiste ou probabiliste,
bayésienne) s’opposent alors que d’autres voient en elles une certaine complémentarité.

Cette opposition réside en fait dans la démarche méme de ces deux approches.



Une autre technique d’une grande importance numérique dans I'analyse statistique est
'utilisation des méthodes de Monte Carlo par Chaine de Markov (MCMC). Ces méthodes
ont ouvert la voie a une analyse statistique correcte des modeles complexes. Elles sont
introduites par Metropolis et al. (1953) [40] pour les calculs numérique, puis généralisées
par Hastings (1970) [56] a la simulation statistique. Il faut attendre le début des années 90
et 'apparition de l'article de Gelfand et Smith [4], pour que leurs utilisation se développe

en statistique appliquée [25].

Les méthodes MCMC sont en généralement suffisantes pour simuler une densité com-
plexe et de dimension élevée. Elles consistent a générer des échantillons distribués asympto-
tiquement suivant la loi d’intérét (cible). Elles se divisent en deux catégories : 'algorithme
de Metropolis-Hastings (MH) et de I’échantillonneur de Gibbs. Ce dernier est un cas par-
ticulier de l'algorithme de Metropolis-Hastings. Cet algorithme sert a échantillonner des
valeurs d’une fonction multidimensionnelle avec un nombre fixe de variables. La densité
conjointe n’est pas nécessairement connue; toutefois, toutes les distributions condition-
nelles doivent étre connues. C’est dans cette optique que cette méthode semble étre une
bonne méthode pour faire I’échantillonage d’une distribution a posteriori dans I'approche

bayésienne.

La théorie de la fiabilité a pour objectif d’étudier I'aptitude de dispositifs techniques
(machines, équipements,...), & accomplir une fonction requise, dans des conditions données,
durant un temps donné. Actuellement, c’est une discipline a part entiere. Prévoir la fiabilité
d’un systeme est essentielle pour des problemes de sécurité (systemes de freinage, systémes
nucléaires, systémes informatiques...), la quasi-impossibilité de réparer certains matériels
(satellites), les problémes économiques (cotts des défaillances, gestion du personnel de
maintenance, maintenance des stocks des pieces de rechange),... se qui rend la connaissance

de la fiabilité des systemes utilisés indispensable.



Les défaillances se produisent généralement de facon aléatoire, il est logique de faire
appel aux calcul probabiliste pour I’étude d’un probleme de fiabilité. Ainsi, nous définissons
la fiabilité d’un dispositif comme étant sa probabilité de fonctionner correctement pendant
une durée donnée, ou, ce qui revient au méme, la probabilité qu’aucune défaillance ne se

produise pendant cette durée.

Les systemes réparables sont ces systemes qui en cas de panne, peuvent étre réparés,
par exemple en remplacant un composant, et les ramener a un fonctionnement normal.
Dans certains cas, la fiabilité d’un systeme, apres une réparation, revient au méme état
qu’avant la panne. En revanche, les réparations ”parfaites” apportent la fiabilité a 1'état
auquel était le systeme au début de I'opération. Les échecs des anciens systemes réparables
sont souvent décrits au moyen de Processus de Poisson Non Homogenes (NHPP), alors que

les processus de renouvellement décrivent généralement ces derniers systemes.

Dans la littérature, un bon nombre de travaux traitent la fiabilité des systemes. A titre
d’exemple, on cite les travaux de Argiento et al. (2003) [25] qui examinent des données
réelles représentant les défaillances du systeme d’ouverture de portes de 40 trains enregistrés
entre le 6 Avril 1990 et le 31 Décembre 1998. Par ailleurs, Cavallo (1999)[17] et Cavallo &
Ruggeri (2001)[18] ont proposé de modéliser ces dernieres données par différents processus :
processus de Poisson homogene, NHPP a un seule parametre, le processus aux lois de

puissance et le processus logarithmique de Poisson non homogene.

L’objectif de notre travail est ’étude de I'historique des pannes des portes des trains.
Nous allons utiliser les méthodes MCMC pour estimer les parametres du processus de
Poisson non homogene modélisant 1'historique des pannes en prenant en considération le

point de changement de ce processus.

Le mémoire présenté comprend une introduction, deux chapitres et une conclusion. Le

premier chapitre a un caractere introductif. Dans ce chapitre, on décrit en détail I'analyse



statistique bayésienne et les méthodes de simulation de Monte Carlo par Chaine de Markov
basée sur ’algorithme Metropolis-Hastings et 1’échantillonneur de Gibbs. Dans le second
chapitre, en premier lieu, on a synthétisé quelques résultats concernant les processus de
Poisson (homogenes et non homogenes) et la fiabilité des systemes réparables. En deuxieme
lieu, on a analysé les données de défaillance récoltées sur 40 rames de métro, qui ont été
livrés a une entreprise de transport entre Novembre 1989 et Mars 1991 et tous ont été
mis en service a partir du 6 Avril 1990 au 20 Juillet 1992. Dans ce sens vous avez donnés
une modélisation bayésienne des points de changements de I'historique des pannes dans les
portes du train avec une estimation bayésienne des parametres d’'un modele de processus
de Poisson non-homogene.

Ce travail se termine par une conclusion générale et quelques perspectives.



Chapitre 1

Analyse statistique bayésienne

1.1 Introduction

Avant de mettre en place les éléments nécessaires a la construction d’une machine
inférentielle bayésienne, nous considérons tout d’abord quels sont les points essentiels
définissant la science statistique. Il nous apparait qu'une définition concise est de me-
ner, grace a I’'observation d’un phénomene aléatoire, une inférence soit donc une démarche
déductive logique sur la distribution de probabilité a 'origine de ce phénomene, pour ainsi
fournir une analyse (ou une description) d’'un phénomene passé, ou bien une prévision d’un
phénomene a venir (et de méme nature). Il va de soi que les étapes nécessaires au recueil
des données comme la construction de plans de sondage ou d’expérience fait aussi partie
du domaine de la statistique et que 'approche bayésienne peut également apporter un

éclairage nouveau sur ces opérations.

L’approche statistique est par essence formelle (ou mathématiquement structurée) parce
qu’elle repose sur une formalisation poussée de la réalité objective. En particulier, nous
insistons ici sur l'interprétation décisionnelle de l'inférence statistique parce que, tout
d’abord, les analyses et prédictions mentionnées ci-dessus sont la plupart du temps motivées

par un seul objectif (comme la construction d’un portefeuille boursier ou la validation d’un



controle de qualité) ayant des conséquences (quantitativement et souvent monétairement)
mesurables (résultats financiers, taux de retour des pieces défectives) et que d’autre part, ce
degré supplémentaire de formalisme permet en retour la construction d’une machine auto-
matique d’'inférence bayésienne. Notons par ailleurs, que la statistique doit étre considérée
comme l'interprétation du phénomene observé, plutot que comme son explication. En ef-
fet, 'inférence statistique est précédé d’une modélisation probabiliste et celle-ci implique
nécessairement une étape de formalisation réductrice : sans cette base probabiliste, au-
cune conclusion utile ne pourrait étre obtenue. On pourra peut-étre regretter cette appo-
sition d'un modele probabiliste sur un phénomene inexpliqué, comme il est possible que le
phénomene observé soit entierement déterministe ou tout du moins sans rapport direct avec
le modele pré-supposé. Cependant, cette critique de la modélisation probabiliste n’a guere
de consistance si nous considérons la statistique sous I’angle de I'interprétation, évoquée ci-
dessus. Ces modeles probabilistes formels permettent en effet d’incorporer simultanément
les informations disponibles sur le phénomeéne (facteurs déterminants, fréquence, ampli-
tude, etc.) et les incertitudes inhérentes a ces informations. Ils autorisent donc un discours
qualitatif sur le probleme en fournissant, a travers la théorie des probabilités, un véritable

calcul de l'incertain qui permet de dépasser le stade descriptif des modeles déterministes.

Evidemment la modélisation probabiliste n’a de sens pour I'analyse que si elle fournit
une représentation suffisamment proche du phénomene observé. Dans de nombreux cas,
la formalisation statistique est bien réductrice au sens ou elle n’est qu’une approximation
de la réalité, perdant une partie de la richesse de cette réalité mais gagnant en efficacité.
Face a ce possible volant de réduction dans la complexité du phénomene observé, deux ap-
proches statistiques s’opposent. La premiere approche suppose que 'inférence statistique
doit prendre en compte cette complexité autant que possible et elle cherche donc a esti-
mer la distribution sous-jacente du phénomene sous des hypotheéses minimales, en ayant
recours en général a l'estimation fonctionnelle (densité, fonction de régression, etc.). Cette
approche est dite non parametrique. Par opposition, 'approche parametrique représente

la distribution des observations par une fonction de densité f(x|6), ou seul le parametre ¢
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(de dimension finie) est inconnu. Les deux approches ont leurs avantages respectifs et, bien
que dans cet chapitre, nous ne considérions que ’approche parametrique pour des raisons
pratiques, il existe également des résolutions bayésiennes du probleme de I'inférence non

parametrique (Dey et al. 1998 [16]).

1.2 Approche statistique classique

Dans I’approche fréquentiste, les données observées sont considérées comme des observa-
tions de variables aléatoires. Elles servent alors a faire porter I'inférence sur les parametres
0 ayant dirigé leur mécanisme de génération. Autrement dit, 'information provenant des

données observées est 1'unique source d’information.

Dans cette approche, 'inversion est flagrante dans la notion de vraisemblance. En effet,
on écrit

[(Oz) = f(xl0).

en considérant [(f|z) comme une fonction de 6, on la normalise (quand cela est possible)
pour en faire une fonction de densité sur eet on I'utilise dans I'estimation de . Par exemple,
en estimation, on cherche la valeur Orrv qui maximise [(f|x), c’est 'estimation au sens du

maximum de vraisemblance :

é\MV = argscomax{l(0]z)}.

On utilise [(A|x) comme si elle était une fonction de densité de probabilité condition-
nelle aux observations x. Cette inversion est purement formelle alors que, dans I’approche
bayésienne, comme nous le verrons un peu plus tard, cette inversion se fait d’une maniere

plus satisfaisante par la formule de Bayes.

10



1.3 Approche bayésienne

Dans la section précédente, nous avons considéré le cas ou le parametre inconnu 6 est
non aléatoire. Dans I’approche bayésienne, I'idée de base consiste a traiter le parametre
inconnu # comme une variable aléatoire admettant une densité de probabilité m(0) qui

s’appelle densité a priori.

L’objectif est donc d’utiliser cette information supplémentaire. Sachant que l'informa-
tion contenue dans les observations z est contenue dans 7 (x|0) et 'information a priori sur
0 dans 7(6), on peut utiliser la formule de Bayes pour combiner ces deux types d’informa-

tions en définissant la densité a posteriori par :

m(0)z) =

qui contiendra toutes les informations sur 6.

On remarque que l'inversion de cause a effet est beaucoup plus naturelle. Elle se fait
d’une maniere cohérente, car 1’état de connaissance a priori sur 6 traduite par la densité
a priori 7(0) est transformé, apres les observations x, en état de connaissance a posteriori

par la densité a posteriori 7(6|x).

On remarque que la densité a posteriori peut s’écrire aussi comme suite :

7(0)z) oc 1(0|x)7 ().

1.4 Lien entre les deux approches

L’aspect d’inversion de la statistique, il est tentant de considérer, sous réserve de
'intégrabilité, la fonction de vraisemblance [(#|x) comme une loi de probabilité sur 6 dont

Iestimateur du maximum de vraisemblance serait le mode. En effet, celle-ci est équivalente

11



a la densité a posteriori m(f|x) lorsqu’on choisit une loi a priori uniforme définie sur [0,1]
pour 7(6). Laplace [46] considérait que 1'absence d’information a priori justifiait le choix
de la loi uniforme. Cette position est défendable lorsqu’il s’agit d’un parametre de position,
conduit a des paradoxes et a des contradictions qui montrent clairement la nécessité de la
théorie bayésienne, plus élaborée incluant les notions des lois a priori non informatives, des

lois conjuguées et des lois a priori de références (voir Robert 1992[12]).

L’approche a privilégier pour l'inférence bayésienne est celle passant par la loi a poste-
riori. En effet, travaillant conditionnellement aux observations, cette approche suit d’une
maniere cohérente 1'idée d’inversion des causes aux effets, tout en restant fidele au prin-
cipe de vraisemblance. En fait, la loi a posteriori représente ’actualisation de I'information
a priori, w(f), au vu de l'information contenue dans les observations z, au travers de la
vraisemblance [(#|x). Disposant ainsi d’une distribution de probabilité sur 6, le champ de
I'inférence est beaucoup plus vaste que dans le cadre classique qui se contentait de [(0|x).

Nous avons calculé par exemple la moyenne, la médiane ou le mode.

A ce stade, on peut dire que I'approche statistique fréquentiste ou toute l'inférence
est basée sur la vraisemblance est un cas particulier de I'approche bayésienne avec une
densité a priori uniforme définie sur [0,1]. En effet, si m(0) = ¢, la densité a posteriori
7(0)z) o< I(0|x) et, d’apres le principe de vraisemblance, toute inférence tirée de ces deux
approches sera équivalente. Cependant, seule I'approche bayésienne permet d’introduire

des informations complémentaires sur # sous forme d’une densité a priori non uniforme.

Une fois la densité a posteriori calculée, il reste encore a savoir 'utiliser correctement.

1.5 Notations

Le formalisme fondamental d'une approche statistique est de supposer que les observa-

tions x1, ..., x,, sur lesquelles I'analyse statistique se fonde, proviennent d’une loi de proba-

12



bilité paramétrée, ce qui se traduit par les hypotheses selon lesquelles x; a une distribution
de densité fi(z|f;) sur un espace mesurable comme R? et x;(2 < i < n) a, conditionnel-
lement aux observations 1, ..., z;_1, une distribution de densité f;(x;|0;, z1, ..., x;—1) sur le
méme espace mesurable. Dans ce cas, le parametre 6; est inconnu (et constitue un objet
d’inférence), mais la fonction générique f; est connue. Ce modele peut étre réécrit plus

succinctement par

n

€L~ f(95|9/) = fi(z1]6h) Hfi(xz‘"giaafla e Tic1), (1.1)

=2

\ . / N
ou x est le vecteur des observations, * = (z1,...,2,)", et § D'ensemble des parametres,
/ 7’ ’ 7’ 7/ .
0 = (64,...,0,), les composants étant éventuellement tous égaux. Cette représentation est
unificatrice dans le sens ou elle recouvre les cas d’une observation isolée, d’observations
dépendantes, ou d’observations distribuées de facon indépendante et identiquement dis-

tribuées (iid), les z1, ..., z,, étant tous de méme loi, de densité f(x1]6). Dans le dernier cas,

0 =0 et

n

f(xl0) =[] f(xil6). (1.2)

i=1

Les densités f(x|f) peuvent ainsi correspondre & des densités binomiales, de Poisson, nor-
males ou Gamma, pour citer quelques exemples standard. Une simplification de notation
adoptée dans la suite est que les densités des variables aléatoires continues (comme les
variables normales) et discretes (comme les variables de Poisson) sont représentées par les
mémes symboles, la mesure de référence étant fournie naturellement par le contexte. De
plus, nous écrirons ”x est distribué selon f” ou "z ~ f” au lieu de "x est une observation

de la distribution de densité f” par souci de concision.

1.6 Fondements de la statistique bayésienne

Le message que nous voulons communiquer dans ce rapide survol de la statistique

bayésienne est on ne peut plus simple : il est possible, sans expertise préalable, de réaliser

13



une analyse bayésienne de tout probleme statistique. En particulier, nous insistons sur le
fait que ce qui est souvent considéré comme les deux difficultés majeures de 'approche
bayésienne, a savoir le choix de la loi a priori et le calcul des procédures bayésiennes, qui

peuvent étre surmontées en suivant des formules simples.

1.6.1 Le paradigme bayésien

Etant donné un modele paramétrique d’observation z ~ f (x]6), ou 8 € O, un es-
pace de dimension finie, 'analyse statistique bayésienne vise a exploiter le plus efficace-
ment possible 'information apportée par x sur le parametre 6, pour ensuite construire des
procédures d’inférence sur 6. Bien que x ne soit qu’une réalisation (aléatoire) d’une loi gou-
vernée par 6, elle apporte une actualisation aux informations préalablement recueillies par
I'expérimentateur. Pour des raisons diverses dont certaines apparaitront dans le prochain
paragraphe, l'information fournie par I'observation x est contenue dans la densité f(z|0),

que l'on représente classiquement sous la forme inversée de vraisemblance :

6 |x) = f(al6), (13)

pour traduire qu’il s’agit d’une fonction de €', qui est inconnu, dépendant de la valeur
observée z. L’inversion des roles de = et de § par rapport & la modélisation probabiliste
reflete le but premier de la statistique qui est de reconstruire (avec un certain degré de
précision) le parametre 0 au vu de la réalisation aléatoire . C’est donc pourquoi elle est
naturellement liée au théoreme de Bayes qui formalise I'inversion des conditionnements
dans les probabilités : Si A et E sont des événements tels que p(E) # 0, alors p(E|A) et

p(A|E) alors ils sont reliés par :

P(E]A)P(A)
(E]A)P(A) + P(E|A)P(A)
_ P(EIA)P(A)

=@ (1.4)

P(AE) =
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Une version continue de ce résultat permet d’inverser les densités conditionnelles, a savoir :

9(ylz) = T (1.5)

Le lien entre ces propriétés probabilistes et 'inférence bayésienne est que, dans le para-
digme bayésien, le parametre inconnu 6 n’est plus considéré comme inconnu et déterministe,
mais comme une variable aléatoire. On consideére ainsi que U'incertitude sur le paramétre 6’
d’un modele peut étre décrite par une distribution de probabilité 7 sur ', appelée distribu-
tion a priori (par opposition a la distribution a posteriori qui inclut I'information contenue
dans I'observation x), ce qui revient & supposer que @ est distribué suivant (8'), 6 ~ 7(6'),
"avant” que x ne soit généré suivant f(z|f’), le conditionnement implicite dans cette no-
tation prenant alors tout son sens. Sans vouloir nous engager dans un débat philosophique
sur la nature du hasard, notons que le role central de la distribution a priori dans I’ana-
lyse statistique bayésienne ne réside pas dans le fait que le parametre d’intérét 6 puisse
(ou ne puisse pas) étre per¢cu comme étant distribué selon 7, ou méme comme étant une
variable aléatoire, mais plutot dans la démonstration que 'utilisation d’une distribution a
priori et de l'appareillage probabiliste qui I'accompagne est la maniere la plus efficace (au
sens de nombreux criteres) de résumer 'information disponible (ou le manque d’informa-
tion) sur ce parametre ainsi que 'incertitude résiduelle. Un point plus technique est que
le seul moyen de construire une approche mathématiquement justifiée opérant condition-
nellement aux observations, tout en restant dans un schéma probabiliste, est d’introduire

une distribution correspondante pour les parametres.

D’un point de vue pratique, le choix de la loi a priori est souvent percu comme une
difficulté D’un point de vue pratique, le choix de la loi a priori est souvent per¢u comme
une difficulté majeure de I’approche bayésienne en ce que l'interprétation de l'information

a priori disponible est rarement assez précise pour conduire a la détermination d’une seule
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et unique loi. D’autre part, il est aisé de constater sur des exemples classiques que des choix
contrastés de lois a priori conduisent a des inférences divergentes. Il existe néanmoins des
lois calibrées en fonction de la distribution des observations, dites lois conjuguées, et des lois
a faible contenu informatif, dites lois non-informatives, qui permettent d’évaluer I'influence

d’une loi a priori donnée.

1.6.2 Distributions a priori

Le choix de la loi a priori représente une étape cruciale dans 'analyse statistique
bayésienne, puisqu’elle influence directement le reste de I'inférence. L’information a priori,
quand elle est disponible, n’est en général pas formulée en termes précis ou méme sta-
tistiques : par exemple U'information a priori “f appartient a U'intervalle [-1, 1] avec 95%
de chance” ne détermine en rien la forme de la loi a priori m qui peut étre choisie in-

différemment gaussienne, de Cauchy, uniforme, etc.

Lois conjuguées

Une famille F' de lois de probabilité sur © est dite conjuguée pour la vraisemblance

f(z|0) si pour toute loi a priori m € F, la loi a posteriori m(.|x) appartient également & F.

Les familles de lois conjuguées sont souvent considérées en premier lieu pour choisir la loi
a priori car elles permettent d’effectuer les estimations sans avoir recours a des techniques
complexes d’approximation numérique : si la famille conjuguée est une famille paramétrée
F = F,c4, laloi a posteriori appartenant a F,c4, son calcul se résume a une mise a jour du
parametre o € A. En particulier 'acces aux quantités telles que 'espérance, la variance ou
les intervalles de crédibilité a posteriori devient presque immédiat. Lorsqu’une information
a priori est disponible, elle sert généralement a choisir le parametre a € A pour fixer le
choix de la loi a priori au sein de la famille conjuguée. Cette facilité a mener I'estimation

a toutefois un prix, puisque le choix de la loi a priori demeure restreint a la famille Fi,c4
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considérée.

Lois hiérarchiques

D’une maniere tres générale, des que le choix de la loi a priori est restreint a une famille
paramétrée F,c 4, que cette famille soit ou non conjuguée pour le modele, il est nécessaire
de choisir le parametre a € A. Dans le cas ou l'information a priori ne permet pas de
fixer «, I'approche hiérarchique modélise le manque d’information sur a a 'aide d’une
distribution a priori sur ce nouveau parametre du modele (alors appelé hyper-parametre).

La loi a priori hiérarchique ainsi construit s’exprime alors souvent sous la forme :

70, @) = 7(0|a)m (). (1.6)

Le principe de l'approche hiérarchique peut aussi s’étendre a lui-méme dont la loi
a priori peut dépendre d’'un nouvel hyper-parametre, etc. L’utilisation de lois a priori
hiérarchiques conduit a des estimateurs plus robustes, comme illustré dans Congdon 2003
[40], au sens ou l'inférence menée est moins sensible au choix des parametres fixés par

l'utilisateur.

Lois non informatives

En I'absence d’information a priori, le choix de la loi a priori s’effectue parmi les lois a
priori dites non informatives puisqu’elles minimisent, en un certain sens, l'influence de la
loi a priori sur la loi a posteriori. Nous ne présentons ici que quelques-unes des possibilités
listées dans Kass and Wasserman (1996). Notons qu'il peut arriver que le choix de =
considéré comme loi a priori ne définisse qu’une mesure positive et non une loi de probabilité

sur O, i.e. w(A) > 0 pour tout § € © et on a :
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/W(Q)d@ < 00. (1.7)

Le cadre bayésien s’étend toutefois a de tels choix de lois a priori, dites impropres, des

lors que la loi

f(@|0)m(0)

m(flx) = , 1.8
) = Trlo)e(@)ad o

est bien définie, c’est-a-dire des que
/f(x|6)7r(0)d9 < +00. (1.9)

1. Loi de Laplace
La loi a priori de Laplace (1774) correspond au choix

7(0) x 1g(8). (1.10)

En fonction de ’ensemble © des parametres, nous retrouvons alternativement une loi
uniforme © ou une loi impropre. Le choix de la loi de Laplace peut sembler naturel
car aucune valeur de parametre n’est a priori favorisée par rapport a une autre mais
cette loi n’est pas invariante par reparamétrisation. En effet, si la reparamétrisation
n = g(0) est considérée (g étant une bijection) et si la loi de Laplace est choisie

comme loi a priori sur #, alors par changement de variable, on obtient :

m(0) o<1 =7(n) | -9 ()|, (1.11)

ou 7 désigne la loi a priori sur n = g(#) correspondante. Bien qu’aucune information

a priori ne soit disponible sur 7, puisqu’aucune information a priori n’est disponible

18



sur 6, le choix de loi a priori sur 7 n’est donc plus (en général) la loi de Laplace, et le

choix de la loi a priori semble donc dépendre de la formulation méme du probleme.

. Loi de Jeffreys

Jeffreys (1946) propose une loi a priori qui répond a la demande d’invariance par
reparamétrisation. L’approche repose sur I'information de Fisher du modele supposé
régulier (voir Lehmann et Casella, 1998) définie pour § € © C R? comme la matrice

I(0) dont les coefficients sont donnés pour 1 < i, j < d par :

L(6) = By Kalogagfxw)) (810g@£§x|9)>] | 112)

La loi non informative de Jeffreys est définie par :

" det%I(H), (1.13)

Clarke and Barron (1990) démontrent, dans le cas d’observations indépendantes et
identiquement distribuées (i.i.d.), que ce choix minimise l'influence de la loi a priori
sur la loi a posteriori au sens ol elle maximise la divergence de Kullback-Leibler entre

ces deux lois.

. Lois de référence

Bernardo (1979) propose de construire des lois dite de référence : dans cette approche,
les coordonnées sont regroupées par blocs sur lesquels un ordre est fixé et la loi a priori
de référence est construite de maniere conditionnelle. Le choix du nombre de blocs

de coordonnées ainsi que leurs compositions et ’ordre qui leur est associé influencent
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donc la construction de la loi a priori de référence. Par exemple, pour 6 = (61, 6s), ot
0, désigne le parametre d’intéret et 6y le parametre de nuisance, alors la loi a priori de
référence est calculée en définissant d’abord 7(65|0;) comme la loi de Jeffreys associée

a f(x|0) conditionnellement & 6y, puis 7(#;) comme la loi de Jeffreys associée a :

Faloy) = /f(x|91,62)7r(92]91)d92, (1.14)

Les lois de référence constituent une généralisation de la loi de Jeffreys au sens ou elles

demeurent invariantes par reparamétrisation au sein de chaque bloc de coordonnées.

1.7 Inférence Bayésienne

Nous considérerons que cette loi a posteriori est disponible et nous pr’ esenterons
dans quelques idées générales comment conduire une inférence sur 6 (estimation, tests
et prévision) en utilisant cette distribution a posteriori, c¢’est-a-dire une inférence au sens

Bayésien.

1.7.1 Prédiction

Le contexte du probleme de la prédiction est le suivant : les observations X sont iden-
tiquement distribuées selon Py, absolument continue par rapport a une mesure dominante
w et donc qu'il existe une fonction de densité conditionnelle f(.|#). Par ailleurs on suppose

que 6 suit une loi a priori 7.

Il s’agit alors a partir de n tirages Xy, ..., X, de déterminer le plus précisément possible

ce que pourrait étre le tirage suivant X, ;.
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Dans l'approche fréquentiste, on calcule f(X,+1| X1, ..., Xy, 5) Comme le révele la notation
5, on ne connait pas exactement 6. On doit donc 'estimer dans un premier temps et de
ce fait, on utilise deux fois les données : une fois pour 'estimation du parametre et une
nouvelle fois pour la prédiction dans la fonction f. En général, ceci amene a sous-estimer

les intervalles de confiance.

La stratégie du paradigme bayésien, désormais bien comprise par la lectrice et peut-étre
un peu assimilé par le lecteur, consiste a intégrer la prévision suivant une loi a priori sur €
et ce, afin d’avoir la meilleure prédiction compte tenu a la fois de notre savoir et de notre

ignorance sur le parametre. La loi prédictive s’écrit ainsi :

fW(XTL+1|X17”'7Xn) - /f(XTL+1|X17"‘JXn79)7T<9|X17”'7Xn)d97 (115)
0

Dans le cas des tirages indépendants et identiquement distribués, ceci devient :

FT (X ir | X1, s Xo0) :/ef(XnH]G)w(@\Xl,...,Xn)dG, (1.16)

1.7.2 L’estimation ponctuelle

Avant de parler de I'estimation, un passage sur la théorie de la décision est tres utile,
car comme nous allons le voir, déterminer un estimateur de Bayes revient a déterminer une

regle de décision.

Décision bayésienne

Le probleme statistique étant quelle décision prendre sans expérimenter a 1’aide de la loi
a priori? Si on choisi I'action a, la perte est L(6, a) et le risque moyen est [o L(6, a)m(df)

et correspond a la stratégie déterministe S identifiée a la décision déterministe a.
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Définition 1.7.1. On appelle risque bayésien pour la loi a priori 7 la quantité
z'an/ (0, 6)x(db), (1.17)
e
avec A ce t'un espace de décision.

Si cette borne est atteinte pour une action § € A; on dit que J est la regle de décision

bayésienne.

Plus généralement, une regle de décision 9y est une regle de décision bayésienne par

rapport a la probabilité a priori 7 et la classe des regles de décision D, si
/Rdo(é’)w(dé) = z'nf(gep/ Rs(0)m(dB), (1.18)
e e

avec Rs(0) = [, L A L(0,0) Y3 (ddr) , on & est la stratégie déterministe définie par la regle de

décision 4.
Les regles de décision bayésiennes possedent des propriétés intéressantes, en particulier

elles sont admissibles alors que ce n’est pas toujours le cas d’une fonction de décision sans

biais.

Définition 1.7.2. (Risque fréquentiste)

Pour une fonction de perte donnée (6, ), la fonction de risque associée est donnée par :

R(5,0) = Egll(0,0(z))]
_ / 16,5(2)) f(x]8) du(x).
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C’est une fonction de 0 et ne définit pas un ordre total sur D et ne permet donc pas de
comparer toutes décisions et estimateurs. Il n’existe donc pas de meilleur estimateur dans
un sens absolu. Ainsi, 'approche fréquentiste restreint I’espace d’estimation en préférant
la classe des estimateurs sans biais dans laquelle il existe des estimateurs de risque uni-
formément minimal ; ’école Bayésienne ne perd pas en définissant un risque a posteriori.

L’idée est d’intégrer sur I'espace des parametres pour pallier a cette difficulté.

Définition 1.7.3. (Le risque a posteriori)

Pour un Bayésien, 6 est une variable aléatoire de distribution a priori 7(6), et aprés que
les données seront disponibles, la distribution pertinente de # sera donnée par la distribution
a posteriori m(f|x) et le risque pertinent sera le risque a posteriori ou bien le risque Bayésien,

voir que :

p(m,dlz) = E7((0,6(x))|x)
_ /l(@,é(x))w(ﬂx)d&.

e
Ainsi, le probléeme change selon les données; ceci du a la non existence d’un ordre total

sur les estimateurs.

Définition 1.7.4. (Le risque intégré)

Pour une fonction de perte donnée, le risque intégré est défini par :

r(m,d0) = E(R(0,0)|x)
= /R(G,é)ﬂ(@)d&

S}
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Une fois que la loi a posteriori sur le parametre est disponible, le probleme de 'estima-

tion Bayésienne ponctuelle peut étre exprimé comme un probleme de décision.

Proposition 1.7.1. ([45]) Si la loi a priori w est telle que w(A) > 0;VA C O, alors la

regle de Bayes relative a m est admissible.

Proof. Supposons que la regle de Bayes dg n’est pas admissible. Il existe alors une regle
de décision 0’ meilleure que & au sens que Ry () < R;,(0),¥0 € © et Ry (0) < Rs,(0), il
s’ensuit que les risques bayésiens relatifs aux regles de décision 9 et dy satisfont 1’équation

suivante :

RE(6) < R (0), (1.19)

ce qui contredit que g est une regle de décision bayésienne.

Fonctions de cout usuelles

Cotut quadratique

Définition 1.7.5. La fonction de cout quadratique est la fonction définie par :

L(0,8(z)) = (0 — 6(x))?. (1.20)

Une variante de cette fonction de cotut est une fonction de colt quadratique pondérée

de la forme :

L(0,5(x)) = w(0)(0 — 6(x))>. (1.21)
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Proposition 1.7.2. ([45]) : Sous Uhypothése d’un cott quadratique, ’estimateur de Bayes

0™ (z) de 0 associé a la loi a priori w est la moyenne a posteriori de 0 :

5”(@:]3“0@(9):/ L(6,6(x))m(6]z)db. (1.22)

Preuve : Par définition, I'estimateur de Bayes minimise le cotut a posteriori i.e. :

p(m,8) = B (L, 8(x))]. (1.23)

Sous I’hypothese d'un cout quadratique, on a :

p(m,8) = ED[(0 — §(x))2] = E™2)(0)2 — 26(2) BT (0) + §(2)2. (1.24)

Il s’agit d’un polynome du second degré en §(z). Il sera minimum en E7¢17)(9).

Coltit absolu

Définition 1.7.6. La fonction de cott absolue est la fonction définie par :

L(0,5(2)) = Zfi(_;ix;;’ S? b> 0@ (1.25)

Proposition 1.7.3. ([25]) : Un estimateur de Bayes associé a m et au cotit absolue, est

un fractile d’ordre k2/(k1 + k2) de w(0/x).

Preuve :
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ETDL9,6(2))] = [yeo L( ) (&lw)dE

+o0 o(x)
_ / ko€ — 8())m(€]2)de + / k1€ — 3(a))m(€lz)de

()

On remarque que : 7(&|z)d§ = dF (&|x) = —d(1 — F(&|z)) et on écrit donc :

EU[L(6,6(2))] = [kal€ — () (1 — F(E))S + [ kaPPU(0 > €)de

5(x)
k(€ — 8(2))F(€]z) + / B PP (9 < €)de

400 o(x)
/‘ @PW”W>£M6+/‘ ki POC) (9 < €)de.
6(z) —00

On dérive par rapport a é(x), on obtient :

—ka PPUD(0 > 6(x)) + kPP (0 < €) = 0.

= —ky(1 — P10 > §(x))) + k PPU1D (0 < &) = 0.

= (k1 + ko) P90 < 6(2))) — by = 0,

d’ou

ks

1 2

et le cofit est donc maximisé pour 8 = §(z) tel que PPUD)(0 < §(x))) = ko/ (k1 + ks).

Cout 0-1
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Définition 1.7.7. On appelle cout 0 — 1, 'application L définie par :

0, sila décision est bonne;
L(0,6(x)) = (1.32)

1, sinon.
On retrouve en utilisant cette fonction de cott, les résultats de la théorie des tests d’hy-
potheses. Un probléeme de test est un probleme de choix (de prise de décision) entre
Hy:70 € ©y” contre H, : 70 € ©,".
On définit donc la décision de la maniere suivante :
d(X) =1 : on accepte Hy;
d(X) =0 : on rejette Hy.

On a un espace d’actions de la forme : A = {0, 1}.

Soit W la région de rejet i.e. le sous-ensemble de X qui conduit a rejeter Hy. On peut

construire une fonction de cotit de la maniere suivante : supposons 6 € O,

si X € W, on prend la décision de rejeter i.e., 6(X) = 0, mais la décision n’est pas

bonne, on va pénaliser et L(0,6(x)) = 1.

si X ¢ W, on ne rejette pas, on prend la décision 6(X) = 1, la décision est bonne

L(0,5(X)) = 0.

Le cout s’écrit sous la forme :
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L(0, 5(x)) = ;(_)5(3;) HOE (1.33)

Ce qu’on peut écrire : L(0,(x)) = Lzew) et on calcule la fonction de risque :
R(0,0) = E[L(0,6(X))] = / L(6,0(x))dpe(x) = Py(x € W),0 € O,. (1.34)
X

On retrouve le risque de premiere espece.

Définition 1.7.8. (Estimateur de Bayes)
On appelle estimateur de Bayes associé a un cout L et a une distribution a priori 7, toute

décision 0™ qui minimise le risque de Bayes r(m, ).
On a:

0" (x) = Argmingr(r,d). (1.35)

Intervalle de crédibilité bayésien

L’intervalle de crédibilité est un reflet réel de la confiance que 'on peut avoir sur la
valeur du parametre concerné. Il met en évidence le point de vue original de I'approche
bayésienne qui ne considere pas que le parametre est une quantité fixe inconnue mais une

variable aléatoire dont nous avons une appréciation plus ou moins exacte.

Par définition, un intervalle de crédibilité au niveau ex est un intervalle tel que la

probabilité du parametre de lui appartenir selon la distribution a posteriori est de (1 — «).
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TaB. 1.1 — Lois a priori conjuguées pour quelques familles exponentielles

Loi de z Loi conjuguée Moyenne a posteriori
Normale N (6, 0?) Normale N (p, 72) MTT;;;?
Poisson p(0) Gamma G(a, 3) %_ff
Gamma G(v, 0) Gamma G(a, 3) ‘E—iZ
BinomialeB(n, 6) BétaBe(q, (3) %
Binomiale Négative Neg(m,0) Béta Be(a, 3) #ﬁ;ﬂrn
Moltinomiale My (0, ..., 6) Dirichlet D(a, ..., ag) %
Normale N (1, 1/6) Gamma G(a, ) thm)?

Il y a plusieurs maniere de le construire ; par exemple, on peut prendre celui donné par les

a/2 et (1 —a/2) quantiles.

Si on s’intéresse a plusieurs parametres simultanément, on parlera de région de crédibilité.

Le tableau ci-dessous présente quelques estimateur de Bayes de parametre 6 sous Cotit

quadratique pour les lois a priori conjuguées des familles exponentielles usuelles.

Quelques estimateurs de Bays usuels :

1.7.3 Estimation paramétrique Bayésienne

Estimateur MMSE (posterior minimum mean square estimate)

L’éstimateur MMSE est défini par la moyenne de la densité a posteriori considérée.

Etant donné un vecteur de parametres 6 et un vecteur d’observation y on a :
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é\MMSE:/p(my)dQ‘ (1.36)
©

Estimateur M AP (maximum a posteriori)

L’estimateur MAP est déterminé par le mode de la densité a posteriori considérée :

i

i

I

I

i

i

I

I

f
" T t“- - H
Y, P Dvlesclica e
S Sloneminess

FiGc. 1.1 — Estimateur paramétrique Bayésien

Pour résoudre un tel probleme, nous proposons une méthode de simulation des densités
de probabilité telle que la méthode Monte Carlo par Chaine de Markov, basée sur la

génération de variables aléatoires distribuées suivant une loi 7 a simuler.

Un estimateur de référence de 6 fondé sur 7(0|x) est un estimateur de maximum a posteriori

(MAP), défini comme le mode a posteriori par :

Inap = argrgleagm(@\x). (1.37)
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Cette estimateur est associé au cout, cette fonction indique 1 quand 6 # ¢ ce qui donne
a cette estimateur un signification globale, il s’agit d’aptimiser un seul critere. La densité
jointe 7(6|z), dans le cas continue puisque pour tout § € O

/ Los(6)2)d6 = 1. (1.38)

S}

La fonction de cotit associé peut étre remplacée par une suite de cotit L¢(d, §) = 1j5—q)>c,
donc 'estimateur MAP est alors la limite des estimateur de Bayes a L.. quand ¢ tend vers

0.

Le MAP peut étre s’exprimer comme un estimateur du maximum de vraisemblance lorsque

la taille d’échantillon tend vers l'infini.

Le grand avantage de cet estimateur est qu’il ne dépend pas d’une fonction de perte, et
est utile pour les approches théoriques, sauf dans des procédures des tests ou I'estiamteur
MAP s’interprete comme ['estimateur associé a la fonction de perte 0 - 1 comme nous

allons le constater dans la prochaine section.

1.7.4 Analyse Bayésienne non paramétrique

Dans le cadre paramétrique, le modele statistique classique (X, A, py,0 € ©), ou X
est 'espace des observations, A est la tribu associée, py la loi de 'observation, © 'espace
des parametres (© C R®), est transformé en un modele statistique bayésien par la donnée

d’une loi a priori 7(.) sur 6.

Dans le cadre non paramétrique, I'objet sur lequel on infere est non plus € mais py la
distribution de I'observation ou d’une maniere plus générale, une fonctionnelle g(Fy). Ce
peut étre la fonction de répartition, la densité, la fonction de survie (ou de fiabilité), le

taux de survie (ou de défaillance), 'intensité d’un processus, etc.
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L’approche bayésienne de I’estimation d’une fonctionnelle nécessite donc la construction
d’une loi a priori sur Py, la mesure probabilité associée a l'observation. Elle est maintenant

considérée comme une mesure aléatoire.

Soit M l’ensemble des mesures de Radon sur R i.e. 'ensemble des mesures u telle que,

pour tout A € A, u(A) < oc.

On peut donner la définition suivante d’une mesure aléatoire :

Définition 1.7.9. Une mesure aléatoire sur R est une application mesurable de (X, .A)

dans (M, M).
Soit 7 une mesure aléatoire, VA € A, n(A) est une variable aléatoire.

Le processus associé a cette mesure aléatoire 7 sera caractérisée par la donnée de la densité

jointe de (n(A1),n(A2), ...;n(Ami1)) ou Ay, Ag, ..., Ajyyr est une partition de X'

n est un processus stochastique indexé par des éléments de A.

Exemple. Le processus de Poisson est un exemple simple de processus répondant aux
conditions énoncées ci-dessus. Considérant, une mesure de comptage ) sur R, et supposant
que pour tout A, n(A) est une v.a. discréte qui suit une loi de Poisson de parametre p(A)

ou u est une mesure de Radon. On dira que 7 est une mesure aléatoire de Poisson si :

Pr(n(A) =k) = M(lj) exp —pu(A), ke N.

On définira le processus de Poisson d’intensité p associée a cette mesure 7 par :
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Définition 1.7.10. Soit p une mesure finie non nulle sur R*.

On dit que la mesure 7 est un processus de Poisson de parametre p, et on note n € p(u) si,
pour toute partition mesurable (Ay, A, ..., Amy1) de RT ) laloi de (n(A41), n(A2), ....n(An))

est un produit de lois de Poisson de parametre respectif pu(4;), i = 1,...,m + 1.

Le processus fondateur de 'approche bayésienne des problemes non paramétriques est le
processus de Dirichlet. Rappelons tout d’abord, la définition et les propriétés de la loi de

Dirichlet :

Définition 1.7.11. Un vecteur aléatoire (Uy, Uy, ..., U,,) & valeurs dans le sous-espace de
R™ .
DN = {(U1,U2, ey U )y u > 0,0 = 1,2, ...,m;zui < 1} ,
i=1

permet d’exploiter la structure récursive d’'un modele pour I'estimer, plutot que d’étre forcé

d’estimer tous les parametres simultanément.

et suit une loi de Dirichlet de parametres (o, g, ..., p; apne1) sila densité de sa loi s’écrit :

F(a17a27 "')Oém-i-l) a;—1 uamfl

ur Tt 1 — Uy — oo — Uy ) @17 L 1.39
F(Oél)r(()ém+1) 1 m ( 1 ) ( )

Remarquons que cette distribution est une maniere de généralisation de la loi Beta. Pour

m = 1, on retrouve la loi Beta de parametres (aq; as).

On définit alors le processus de Dirichlet comme suit :

Définition 1.7.12. Soit « une mesure finie non nulle sur R*. On dit que la mesure

P est un processus de Dirichlet de parametre «, et on note P € D(«), si, pour toute
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partition mesurable (Aj, Ag, ..., A1) de Ry, la loi de (P(Ay), P(As), ..., P(am)) est une
loi de Dirichlet de parametres (a(A;), a(As), ..., a(An); a(Apmi1)).

Proposition 1.7.4. ([1]) Soient (Y1, Ys, ..., Y1), m+1 variables aléatoires indépendantes
de loi Gamma de parametres respectifs (ay, 1), i = 1,...,m+1. On considére les variables :

Y;

Xi - )
Vit ot Yoo

1=1,...,m.

Alors (X1, ..., X;n) suit une loi de Dirichlet de paramétres (o, g, ..., Qi Qi) -

Ce résultat permet d’établir :

J
Propriété 1.7.1. ([1]) Si Y, ~ G(ay, 1), alors pour tous nombres entiers i < j, > Y, ~
i=i

g(li Qay, 1)

A partir de ces résultats, on peut montrer que la loi marginale de chaque X est une loi
Beta de parametres (a;, a0 — o) avec o = i a; . On en déduit I'espérance mathématique
de chacune des composantes du vecteur alé;(l)ire (X1, ... X)) BE(X)) =a;/a,j=1,...,m.
Ces résultats se transposent au cas du processus de Dirichlet et permettent de construire

un estimateur de Bayes de la fonction de répartition.

Proposition 1.7.5. ([1]) Si (X1, ..., X)) suit une loi de Dirichlet de paramétres (o, ..., Qm; Q1)
alors la loi marginale de (X;,, Xy, ..., Xi,),q < m, suit une loi de Dirichlet de paramétres
(Qiys ooy Qs Zj;éil,lzl,..,,q a;). Cette proposition s’obtient en considérant la propriété précédente

et en appliquant la propriété d’additivité de la loi Gamma.
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1.7.5 Estimateur de Bayes de la fonction de répartition

Soit (X7, ..., X;,) un n-échantillon. On note (X (1), ..., X)), les m observations ordonnées
et distinctes. Considérons la partition de R formée des intervalles dont les bornes sont
les X(jy,j = 1,...,m avec Xy = —00 et X(,41) = +00. On pose I; = [X(j_1), X(j[,J =
1,...,m+1 Considérons maintenant que I’'observation consiste en un vecteur (ex (1), ...,ex (L))

ouex(l;) = - Lixery)-
=1

Ce vecteur suit une loi multinomiale de parametre (P(Iy), ..., P(1,); P(Ipy1)) :

m+1

FX1P) = T P

£x est un processus multinomiale de mesure-parametre P. Une loi a priori naturelle (loi
conjuguée) pour une loi multinomiale est la loi de Dirichlet. On considérera donc comme

loi a priori sur le processus P, un processus de Dirichlet de mesure-parametre « :

m+1

n(P) =[] PL;)*™".

Et la loi a posteriori sera donnée par :

m—+1

m(Pix) oc f(X|P)r(P) = [ [ P(L;) o0,

j=1
J La loi a posteriori de P est une loi de Dirichlet ou P,x est un processus de

Dirichlet de parametre-mesure € + a.

1.7.6 Tests et régions de confiance
Région de confiance

Définition 1.7.13. Région a-crédible

Une région C' de © est dite a-crédible si et seulement si P*(0 € C|X) >1>1—a.
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Notons que le paradigme bayésien permet une nouvelle fois de s’affranchir d’un in-
convénient de I’approche fréquentiste. En effet, au sens fréquentiste, une région de confiance

C est définie par :

VO, B0 eC)>1—a, (1.40)

et correspond a l'interprétation suivante. En refaisant 'expérience un grand nombre de
fois, la probabilité que 6 soit dans C est plus grand que 1 — a. Une région de confiance
n’a donc de sens que pour un tres grand nombre d’expériences tandis que la définition
bayésienne exprime que la probabilité que 6 soit dans C au vue des celles déja réalisées
est plus grande que 1 — «. Il n’y a donc pas besoin ici d’avoir recours a un nombre infini
d’expériences pour définir une région a-crédible, seule compte 'expérience effectivement

réalisée.

Il y a une infinité de régions a-crédibles, il est donc logique de s’intéresser a R la région
qui a le volume minimal. Le volume étant défini par vol(C) = [ dv(0), si m(0|X) est

absolument continue par rapport a une mesure de référence v.

Définition 1.7.14. Région HPD (Highest Posteriori Density)

C7 est une région HPD si et seulement si CT = 7(0|X) > h, ou h, est défini par h, =
suph, p™ (0, 7(0|X) > h|X) > 1—a.

CT est parmi les régions qui ont une probabilité supérieure a 1 — v de contenir 6 (et
qui sont donc a-crédibles) et sur lesquelles la densité a posteriori ne descend pas sous un

certain niveau (restant au dessus de la valeur la plus élevée possible).
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Tests

D’un point de vue statistique, un test soit au sens Bayésien ou au sens classique peut étre
considéré comme une des deux approches suivantes : Soit comme un procédé statistique,
¢’est-a-dire une fonction définie sur ’espace des observations a valeurs dans un espace a
deux points appelées "accepter” et "rejeter” une hypothese. Dans ce cas, on peut envisager
un probleme de test comme un probleme de décision avec deux actions possibles. Sinon, il
peut étre considérer comme une facon pour le statisticien de gérer ses doutes relatifs a son

modele statistique .

Facteur de Bayes

Supposons que nous avons deux hypotheses :

H(] . 66@0,
H1 . 96@1,

et nous devons choisir une parmi les deux dans un concept Bayésien. Pour ce faire, il suffit

de comparer les probabilités a posteriori des deux hypotheses suivantes :

po = P(Hpy|z) = P(0 € Oylz);
p1 = P(Hi|lx) = P(0 € ©1]z);

la regle de Bayes consiste a choisir I’hypothese de plus grande probabilité a posteriori.

Supposons aussi que nous disposons des probabilités a priori des hypotheses :

9 = P(@E@O):P(H()),
™ = P(ee@l):P(H1>Il—ﬂ'0
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Le odds a priori (the odds prior) est le rapport des probabilités a priori de Hy relativement
a Hy
7o

)
U1

Ce rapport égal a 1 signifie que les hypotheses sont les mémes avant d’observer les données.
De méme nous pouvons définir le odds a posteriori (the odds posterior) comme

Po
pl’

Le facteur de Bayes en faveur de Hj relativement a H; est le rapport des deux odds :

id teriori
B, — 2dds aposteriori. _ pom (1.41)
odds a priori T To

Les facteurs de Bayes sont tres flexibles pour la comparaison des hypotheses multiples et

des modeles.

Interprétation du facteur du Bayes

Comme la regle de Bayes consiste a choisir I’hypothese dont le modele a la plus grande

probabilité a posteriori. Le facteur de Bayes peut étre interprété comme suit :

Br>1 nous acceptons H,

1072 < Bp <1 la certitude que Hj est fausse est minimale
107 < Bp < 10712 cette certitude est substantielle

1072 < Bp < 10_4 la certitude est forte

Bp <1072 la certitude est décisive et nous devons rejeter Hy

Le facteur de Bayes peut étre aussi utilisé pour comparer deux modeles
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My = {fo(z]0o), go(o)},
My = {fi(z]6h), g1(61)},

le facteur de Bayes dans ce cas est défini comme suit :

P(X|Mo)
P(X|M;)
effo(xwo) 0(60) dby
[ f1(x]61) g1(61) db;”

O1

Le odds a posteriori est défini de la méme fagon que la précédente, a savoir :

P(Mo|X) _ P(My)
P(M[X)  P(My)

Dans la pratique, on prend souvent P(My) = P(M;) = 1/2, c’est-a-dire que le odds a

posterior sera égal au facteur de Bayes.

1.8 Les méthodes de simulation de Monte Carlo par

Chaine de Markov(MCMO)

1.8.1 Les chaines de Markov

Une chaine de Markov est une suite de variables aléatoires (X;,7 € N) qui permet de
modéliser ’évolution dynamique d’un systeme aléatoire : X; représente I’état du systeme a

I'instant i. La propriété fondamentale des chaines de Markov, dite propriété de Markov, est
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que son évolution future ne dépend du passé qu’au travers de sa valeur actuelle. Autrement
dit, conditionnellement & X;, (Xo, ..., X;) et (Xiix, &k € N) sont indépendants. Les appli-
cations des chaines de Markov sont trées nombreuses (réseaux, génétique des populations,
mathématiques financieres, gestion de stock, algorithmes stochastiques d’optimisation, si-

mulation, . . . ).

Définition 1.8.1. Une chaine de Markov est une collection de variables aléatoires (X;,i €
N). L’évolution de cette chaine sur un espace est régie par le noyau de transition qui est un
mécanisme d “écrivant le mouvement de la probabilité d'un état a un autre basant sur 1’état

actuel, et qui correspond a la distribution conditionnelle de X;,; sachant tout le passé :

Irréductibilité, récurrence, périodicité

Définition Soit X = (X;,7 € N) une chaine de Markov de matrice de transition P. On dit

que z est un état absorbant de la chaine X si P(z,x) = 1.

En particulier, si la chaine de Markov atteint un de ses points absorbants, elle ne peut

plus s’en échapper.

Définition 1.8.2. On dit qu'une chaine de Markov, ou sa matrice de transition, est
irréductible si pour tous z,y € €2, la probabilité partant de x d’atteindre y est stricte-
ment positive, autrement dit : si pour tous x,y € Q, il existe n = n,, > 1 (dépendant a

priori de x et y) tel que P™(x,y) > 0.

La condition P™(x,y) > 0 est équivalente a l'existence de n > 1,29 = z,21,...,x, =y

tels que :
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P(Xy =21, .., Xp = 20| Xo = 20) = [ [ P21, 21) > 0. (1.44)
k=1

Définition 1.8.3. Une chaine de Markov irréductible est récurrente si ’espérance du

nombre de visites qu’elle accorde a chaque état est infini :

Y(z,y), E(x —y) =Y _ P"(z,y) = cc. (1.45)

Dans le cas ou I'espace d’états est fini toute chaine irréductible est récurrente, en effet,
le nombre d’états étant fini, il existe donc au moins un état qui est visité infiniment souvent
qu’on itere la chaine a l'infini. Cet état étant connecté a tous les autres, chacun des états
étant visité infiniment souvent. La question de la récurrence de la chaine ne se pose donc
réellement que lorsque l'espace d’états est infini.

Une chaine récurrente est positive si la fréquence de visites de tout sous- ensemble
A a partir d’'un état de départ 6 est strictement positive, et nous avons alors un candidat

a une distribution invariante de la chaine.

Définition 1.8.4. Soit X une chaine de Markov de matrice de transition P. La période
d'un état = € Q est le PGCD de n € N*; P"(z,x) > 0. Un état est dit apériodique si sa
période est 1, sinon il est dit périodique. Une chaine de Markov est dite apériodique si tous

ses états sont apériodique.

Lorsque la chaine de Markov vérifie toutes ces propriétés, c¢’est-a-dire qu’elle est apériodique,

irréductible et récurrente positive, elle sera dite chaine ergodique.
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1.8.2 Meéthodes de Monte Carlo par chaine de Markov

La méthode MCMC tire son nom de l'idée que, pour produire des approximations
acceptables d’intégrales et d’autres fonctions dépendant d’une loi d’intérét, il suffit de

générer une chaine de Markov (6(t)); de loi limite la loi d’intérét.

Le but des méthodes MCMC est de simuler selon 7 et son idée de base est de construire

une chaine de Markov ergodique d’une loi stationnaire 7.

On suppose ici que 'on cherche a simuler une distribution 7 sur un ensemble de di-
mension élevé et qu’il est difficile, voire impossible, de générer cette distribution directe-
ment. Les algorithmes MCMC (méthodes de Monte Carlo par chaine de Markov) sont des
méthodes permettant d’effectuer une telle simulation, via la simulation d’une chaine de
Markov dont la mesure invariante est m. Rappelons que si P est la matrice des probabi-
lités de transition d’une chaine de Markov sur 'espace d’état S et a temps discret, une
distribution de probabilité 7 sur E est dite mesure invariante de la chaine si, vue comme
un vecteur ligne, on a m = 7wp. On dit aussi que 7 est une distribution stationnaire de la

chaine.

Deux algorithmes MCMC sont présentés dans la section suivante : I’algorithme de Me-
tropolis Hastings et I’échantillonnage de Gibbs. Ces méthodes permettent de construire un
noyau de transition en fonction d’une distribution d’intérét donnée telle que les séquences
d’échantillons simulés qui forment une chaine de Markov convergente vers la distribution

stationnaire voulue.

Les algorithmes de Metropolis et de Gibbs sont deux méthodes populaires que nous
allons décrire pour échantillonner une distribution 7= donnée. L’algorithme de Metropolis,
développé en 1953 sur des problemes de transport de particules, est une technique générale

permettant de construire une classe entiere de matrices de probabilité de transition P
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(correspondant a une chaine de Markov X = (X;),i > 0) ayant toutes la mesure invariante

p désirée, définies sur le méme espace S que 7. L’algorithme est le suivant :

Algorithme de Metropolis-Hastings

La technique de Historiquement, Metropolis-Hastings est la premiere des méthodes
MCMC, elle a été développée par Metropolis et al. (1953)[40], au départ pour la phy-
sique particuliere, et généralisée par Hastings (1970)[56] dans un cadre plus statistique.
Elle est fondée sur la construction d’'une distribution de proposition J qui génere un can-
didat #*, et sur la base de la probabilité d’acceptation; nous acceptons ou rejetons ce
candidat mais conservant la valeur précédemment simulée en cas de rejet comme nous le
verrons prochainement. L’algorithme de Metropolis-Hastings est une généralisation de 1’al-
gorithme d’acceptation-rejet, I'idée est parvenue de fait que, les réalisations successives de
0; dans I'algorithme d’acceptation-rejet sont indépendantes ce qui implique que la décision
de considérer une réalisation issue de la loi a simuler comme réalisation candidate de la
loi d’intérét ne peut étre prise que sur les données présentes, ce qui nécessite une décision
plus nuancée qui peut s’appuyer sur 1'utilisation des informations antérieurs sur la chaine
(0®);>0 qui doit avoir alors une structure de mémoire, la structure la plus simple et la

mieux placée que I'on puisse envisager pour répondre a ce probleme est celle de chaines de

Markov.

Pour une distribution a posteriori donnée 7(6|x), la procédure itérative de Metropolis-
Hastings, génere a partir d’une valeur 6;, la valeur suivante 6, sur la base d’un algorithme

en deux temps :

1. D’abord, on choisit une valeur candidate 6* tirée aléatoirement d’une distribution
de probabilité J(0*|0;) éventuellement dépendante de 6;. Cette loi est dite loi de
proposition, mais aussi appelée ”fonction de saut” parce qu’elle permet a la chaine

de bouger dans © a partir d’un point donné.
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2. Ensuite le candidat * est accepté avec une probabilité :

(0" |x)J (6*16)

0;,0") = min(1 . .
Oé( 1 ) mln( ,77(0(2)|.’I})J(0(7')|0*)

), (1.46)

” Accepter” le candidat signifie le choisir comme valeur suivante de la chaine : 6, =
6*. Si le candidat est refusé, alors la chaine ne bouge pas de 6; : ;.1 = ;. En pratique,
si le rapport de la formule (1.46) est supérieur a 1, on accepte le candidat. S’il est

inférieur & 1, on tire une valeur u d’une loi uniforme U(0,1) et on définit :
0,‘_,.1 =0 St (% S 01(07;, 9*), (147)

6i+1 = 01 St u > @(91', 9*) (148)

Notons que 8 doit avoir une probabilité positive

P(HOz) > 0. (1.49)

Lemme 1.8.1. ([44])Lorsque le support de J(.|0) contienne le support de w(.|z),i.e.,
suppr(.|z) C suppJ(.|0). La chaine de Markov (§%)); produite par 'algorithme de Metropolis-

Hastings est irréductible.

L’irréductibilité de la chaine découle de la condition sur le support de J, qui n’est cependant

pas nécessaire pour assurer la validité de I'algorithme.

Echantillonnage de Gibbs

L’échantillonneur de Gibbs est la technique MCMC la plus simple. Sa popularité date
de lapplication de Geman et Geman (1984)[48]. L’expression ”échantillonneur de Gibbs”
vient de I'utilisation que Geman et Geman ont fait de la distribution Gibbs pour modéliser

les images satellites, mais son applicabilité est beaucoup plus générale.
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Ecrivons le vecteur de parameétres par 6 = (01,04, ...,0;), ot 0 peut étre un élément ou
un sous-ensemble de 6. Si le modele est assez complexe, la distribution marginale p(6;|x)
sera non standard. Par contre, la distribution conditionnelle p(6;|6_;, x) sera souvent stan-
dard, ol 6_; représente les parametres du modele autres que ;. Supposons qu’il est pos-
sible de simuler des tirages artificiels 6; ~ p(6;|0_;, ). Si tel est le cas, on peut générer une

séquence aléatoire selon 'algorithme suivant :
0% ~ (011051057 07 ),

9% ~ p(&g]@ifl, 9;:1, ceey 9371, x),
04 ~ p(03]0071, 057 .00 ),

0~ (01005 0 ),

Notons que cet algorithme décrit une chaine markovienne de premier ordre, puisque
la distribution conditionnelle d'un tirage dépend de la réalisation précédente. De plus, si
la densité p(#;]6_;, x) est positive pour toutes les valeurs possibles de 6_; , la chaine est
aussi ergodique. Dans ce cas, la chaine markovienne converge vers sa distribution stable

n+N

p(-|x). Sila séquence converge avant l'itération n, la statistique N=* 3" " | ¢(6") converge

presque strement vers E[g(0)|z].

En principe, les valeurs générées a chaque itération peuvent étre utilisées pour estimer
E[g(6)|z]. Mais en pratique, le taux de convergence peut étre plutot lent si la corrélation
entre 0; et 0, est trop élevée. Puisque la méme valeur de 6; est retenue pour J — 1
itérations, la corrélation entre les valeurs de 6 simulées par l'algorithme précédent sera
grande. Dans les applications de 1’échantillonneur de Gibbs, on utilise des valeurs de 6

générées a chaque J itérations - un tour - pour que chaque tirage soit différent.
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Difficultés des méthodes MCMC

En contrepartie d'une relative facilité d’'implémentation, les méthodes MCMC peuvent

présenter des difficultés importantes.

La convergence - c’est-a-dire 'atteinte de 1’équilibre de la chaine de Markov - peut étre
tres lente, surtout lorsque w(6|z) est difficile a approximer par une densité de transition
- facilement simulable. ; par ailleurs, une faible maniabilité de I'expression de 7 (f|z) rend

cette convergence parfois difficile a prouver.

Par ailleurs, méme si convergence il y a, détecter le “temps de chauffe” est loin d’étre
évident. Une importante littérature est ainsi consacrée a la recherche de criteres d’arrét
des méthodes MCMC. Voir ainsi les livres de Robert (1998)[13] et Robert et Casella (2004,
Chap. 12)[11].

Evaluation de la convergence

Dans une application des techniques MCMC - soit 1’échantillonnage de Gibbs ou 1’al-
gorithme Metropolis Hastings, la procédure est toujours :

1. Choisir une valeur de départ 6°.

2. Simuler n réalisations de la chaine markovienne avec n assez grande pour atténuer

Peffet du choix de #°.

3. Conserver les N valeurs suivantes. Cet échantillon est utilisé pour calculer la statis-

tique g = N1 SN g(67) pour estimer E[g(0)|].

Puisque la chaine markovienne est ergodique, la valeur de départ n’a aucune importance
si n est suffisamment grand. De la méme facon, si N est suffisamment grand, la précision

de l'estimateur g peut atteindre n’importe quel niveau désiré. .
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Exemple. Détermination de la valeur centennale du niveau journalier de la mer

au Port Pirie (Australie)[28]

La théorie des valeurs extreme est du grand intérét puisque, une protection qui fonctionne
pour des évenements extreme pare aussi des évenements de moindre ampleur. La théorie
des valeurs extremes considere un n-échantillon iid et s’interroge sur la distribution de la
plus grande ou la plus petite valeur de cet échantillon lorsque sa taille tend vers I'infini
Les inondations, avalanches, séismes,...ect, sont des évenements d’autant plus redoutés
que leur intensité est grande, on sait bien qu’une valeur extreme est une intensité qui a

heureusement peu de chance d’étre observée.
1- Position du probleme :

Notre étude est basée sur le niveau de mer a Port Pirie (Australie), ces données couvrent
la période 1923-1987, pour ces données nous ne disposons que des maxima annuels et nous
calibrons un modele GEV. Soit la série des maxima de nos données 71, ..., Z, un processus
stochastique a temps discret est divisé en k blocs. La fonction de répartition de I’échantillon

des maxima appelée loi généralisée des valeurs extremes est donnée par :
G = exp(— (1 +e2—H)-1e 1.50
(2 11,0,€) = exp(~(1 + €)1, (1.50)

avec

1+ 5% >0, (1.51)

et

1€ Ry, un parametre de centrage;
o€ R, un parametre d’echantillion ; (1.52)

EeR, un parametre de forme.
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La fonction de densité de probabilité du modele GEV s’obtient en différenciant la fonction

de répartition en z :

o(e/p0,6) = 1+ €LY VG 0, 6). (1.53)

g

Le reparamétrage suivant facilite la programmation informatique :

on prend
po=0"">0,05 =—polo, (1.54)
Le modele GEV devient :

P(z < Bo, 1, po) = exp[—(1 = Bo(z — )], (1.55)
le modele GEV est donc caractérisé par le parametre 0 = (0o, 1, po) et la densité de
probabilité conjointe s’écrit :

9(2/0) = po(1 = fo(z — )™/ *~1G(2/0), (1.56)

olt po € Ry, By € Ro, p € R et By(Z — pu) < 1. L’hypothese iid entraine la vraisemblance

d’un £k échantillons de maxima :

k

921, e 22/9) = P TH(L = Bl — )™ G, /6)). (L.57)

=1
Pour la priori : on postulera 'indépendance des composantes du vecteur 6 : Gy L p L pg

et un prior non informatif simple a la forme suivante :

7(6) = 7(Bo) (1) (po) ox pi (1.58)

Le prior arbituel est une distribution gamma dont les parametres tendent vers zéro.

1

m(po/a,b) o< pg " exp(—bpo) — —. (1.59)
a,b—0 £0

I’application de la regle de bays donne le posteriori non normalisé :

k
9(0)z1, ..., z) x plg_ln{(l — Bolz — )P 71G(2/6)}. (1.60)
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La normalisation par calcul intégral n’est pas possible et aucun conditionnelle n’est stan-

dard, l'inférence peut se faire via un algorithme de Mitropolis Hasting.
2- Algorithme MH séquentiel appliqué au modele GEV :

Il sera commande de poser :

F(Bos s 00) = i [ TH(L = oz = )/~ G(Z,/6)}, (1.61)

puisque po > 0, 'algorithme de Metropolis-Hasting est mettre en oeuvre avec le chan-

gement de parametres suivant :
¢ =1npy = py = exp?, (1.62)

la transformation logarithmique donne :

k

In f(Bo, p, 00) = (k — 1>¢+<;—¢— DIl =Fo(z— )] = 3 [ =Pl — )] /. (1.63)

0 i=1
ou :

- L’algorithme :

Soit une marche aléatoire réalisée dans R? & partir d’un point initial 8° = (3, u°, ¢°)

pour loi instrumentale, nous avons choisi le produit de trois normales unidimensionnelles

indépendantes :
Bo ~ N (B, v5,), (1.65)
o~ N =), (1.66)
et
¢~ N (¢, vy), (1.67)
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ol les variances instrumentals, vg,, v,, vy reglent la force des sauts respectifs. Soit :

ei—l — ( (i)_l,,ui_l,gbi_l), (168)

la valeur de triplet a litération (i — 1), a l'itération ¢ : on réalise les trois séquences

sulvantes :
1.
(B oo o) — (B ). (1.69)
2. Sous la condition
ﬁO(Zt - ,ui_l) < 17 (607 :ui_lv d)l) B (ﬁéa /’Li_:l’ ¢Z) (170)
3. Sous la condition

La rapidité de la convergence dépend du choix du point initial et du choix des variances
instrumentals. Notons enfin que disposant des parametre ¢ et [y, il est facile de retourner

aux parametres initiaux o et &.
oc=exp %, &= —exp ?fh. (1.72)

I1 est judicieux de choisir un point initial qui favorise une convergence rapide de la marche
aléatoire. Pour chaque parametre, la force des sauts aléatoires est réglée par la variance de
la loi normale. Certaines auteurs proposent de juger la performance d’un algorithme MH en
regardant le taux d’acceptation des candidats, avec une loi instrumental unidimensionnelle,

ce taux devrait étre de l'ordre 0,44.

- Les résultats obtenus :
La figure montre le profil des maximum annuel. La variabilité du signal semble stationnaire
et il est donc raisonnable de postuler que les maxima sont iid.

Le tableau suivant donne ’estimation des parametres du modele GEV :
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Les valeurs initiaux pour le réglage de la marche aléatoire et le taux d’acceptation sont

données dans le tableau suivant :

¢p=Inp| I
valeur initial 1 -0,5 4.5
variance (0,23)2 | (1,5)% | (0,06)?
taux 0,44 0,44 0,45
Apres une marche aléatoire de N = 2000, le tableau suivant donne les intervalles de

crédibilité a 90% en écartant les 500 premieéres valeurs.

51

1980



Q p § wo | Zoot
5 0,17 | -0,16 | 3,83 | 4,5
50 | 0,20 | -0,03 | 3,87 | 4,7
951024 0,15 | 391 | 5.1

Remarquons que £ n’est pas significativement différent de zéro ({ — 0), et que 'estimation
de la valeur contenale du niveau journalier de la mer ~ 4,7, est la médiane de sa distribution
marginal a posteriori.

La figure suivante montre le profil des chaines de Markov :

La figure ci-dessous montre les lois marginales a posteriori de chacun des parametres.

A T'exception de la conclusion sur £. L’application aux données du Port Pirie confirme le

résultat de I'estimation et que la distribution suit une loi de Weibul.
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Chapitre 2

Processus de Poisson

2.1 Introduction

De nombreux phénomenes aléatoires se manifestent par des “arrivées” survenant une

par une a des instants aléatoires successifs.

Exemples :

— Arrivées d’appels a une centrale téléphonique ;

— Impacts de micrométéorites sur un satellite ;

— Passage de véhicules a un péage d’autoroute;

— Arrivées de clients a un guichet, occurrence d’accidents dans une ville, pannes de

machines dans une usine... .
De tels phénomenes peuvent se définir par la famille (A, ),en. des temps d’arrivées qui
sont des variables aléatoires. Mais on peut aussi le faire a partir du processus de comptage

(Ni)ier, ou par la famille (7;,)nen. des intervalles de temps entre deux arrivées.

Ny est le nombre d’événements apparus jusqu’a l'instant ¢.

95



Ny — N, est le nombre d’événements apparus entre u et u + ¢.

L’espace des états du processus (/Vy)icr, est E = N et espace des temps est T = R..
Le processus qui modélise convenablement les exemples cités ci-dessus est le processus de
Poisson. On conviendra que Ny = 0.

On note :
* A, linstant de réalisation du n®™° événement ;

* T, la durée séparant le (n — 1)*™¢ événement du n®™® événement pour n > 2 et T) = A;.

On a :
* A, =T+ Ty + ...+ T, pour tout n € N*,

*Ti=A et T, =A, — A,_1 pour tout n > 2.

Ainsi, la connaissance de la famille (A,,),en+. équivaut a celle de la famille (75,),en+-

D’autre part, A, < t signifie que le n°™°® événement a eu lieu a l'instant ¢ ou avant,
c’est-a-dire qu’a l'instant ¢, au moins n événements ont eu lieu, c¢’est-a-dire que N; > n.
Ainsi

Fa, () = P([A, <) = PN, > n)) = 1= 5" PV, = &),
P(IN, = n]) = P(IN, = n]) = PN 2 0+ 1]) = P[4y < 1)) = P([Agsy < 1)).0

Par conséquent, la connaissance de (Ny)ier . équivaut a celle de la famille (An)nens-

2.2 Définitions et description du processus de Poisson

Soit (NV¢)ter, un processus aléatoire a valeurs dans N tel que Ny = 0.
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F1G. 2.1 — Processus de renouvellement.

Définition 2.2.1. Le processus (N;)cr, est appelé processus de comptage si c’est un
processus croissant, c’est-a-dire si pour tout s < t, alors N, < N,. La variable aléatoire

N; — N; est alors appelée accroissement du processus sur |s, t].

Définition 2.2.2. Un processus de comptage (/V;)ier, est appelé processus a accroisse-
ments indépendants si pour tout n € N et pour tous t4, ..., ¢, tels que t; < t5... < t,, les ac-

croissements Ny, — No, Ny, — Ny, ..., Ny, — Ny, sont des variables aléatoires indépendantes.

Les processus vérifiant cette hypothese sont assez nombreux : il semble en effet assez
naturel que les arrivées se produisant dans des intervalles disjoints ne soient pas liées entre

elles.

Définition 2.2.3. Un processus est dit homogene (ou stationnaire dans le temps), si pour

tout s et pour tout ¢, 'accroissement N;,; — Ny suit la méme loi que V;.

Remarque 2.2.1. Cette propriété est semblable a I'axiome d’homogénéité pour les chaines
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de Markov : seule la durée écoulée entre deux instants (et non pas les deux instants eux-

mémes) compte pour déterminer la loi de 1'accroissement.

Définition 2.2.4. Un processus a accroissement indépendant stationnaire (NVy)ier, est dit

N S _ sl PUN>1)
a événements rares si hli)rél+ P([N, > 0]) =0 et si hlir(li Av.= = -

Remarque 2.2.2. La deuxieme propriété traduit 'improbabilité d’arrivées simultanées.
Si on pose f(t) = P([N: = 0]) ( et donc f(0) = 1), la premiere hypothese traduit la
continuité de f en 0, car P([N, > 0]) = 1 — f(h) et donc hliI(I]l f(h) = f(0).

—04

Définition 2.2.5. Un processus de comptage (Ny)ier, tel que Ny = 0 est un processus de
Poisson si

— (NVi)ier, est stationnaire,

— (NVi)ier, est un processus a accroissement indépendant,

— (NVi)ier, est un processus a événements rares.

Le nom donné au processus de Poisson s’explique par ce qui suit :

Propriété 2.2.1. ([11]) Un processus de comptage (N;)icr, tel que Ny = 0 est un pro-
cessus de Poisson si et seulement si :

— (Ni)eer, est stationnaire,

— (NVi)er, est un processus a accroissements indépendants,

— il existe A > 0 tel que, pour tout ¢ > 0, la variable aléatoire IV, suit la loi de Poisson

de parametre At.

2.3 Caractérisation d’un processus de Poisson par ses
temps d’arrivée

Soit A, linstant de la ni®™¢ arrivée : A, = inf{t > 0; N; = n} et T, le n'*™° temps

d’attente pour n € N* : T,, = A, — A,,_1 (en convenant Ay = 0).
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Ona A, =>" T et N, =mazx{n >0;A, <t}

Théoreme 2.3.1. (/15]) (Ni)ier, est un processus de Poisson de paramétre \ si et seule-
ment st les varitables aléatoires T, sont indépendantes de méme lov exponentielle de pa-

ramétre X (de densité fr,(t) = Ae 1o 1oo((t)).

Propriété 2.3.1. ([15]) Si (IVy)ier, est un processus de Poisson de parametre A, le temps
aléatoire U qui sépare un instant # du prochain événement et le temps aléatoire V' qui

sépare f du dernier événement suivent la loi exponentielle de parametre \.

2.4 Propriétés supplémentaires

2.4.1 Décomposition, superposition

On peut décomposer en deux un processus de Poisson suivant un certain critere.

Exemple

Compteur a fonctionnement aléatoire : Des particules arrivant vers un compteur forment

un processus de Poisson de parametre A = 6 part/mn. Chaque particule a la probabilité
2/3 d’étre enregistrée par le compteur. Les particules enregistrées forment un processus de

Poisson de parametre A = 6 X 2 = 4 part/mn.

2.5 Processus de Poisson et loi binomiale

Propriété 2.5.1. ([54]) Pour s < t, la loi conditionnelle de N, sachant [N; = n] est la loi

binomial B(n, 7).

Preuve :




P([N; = n])

_ P([N; = k]P[N, — Ny, = n — k])
P([N; = n])

_ P([N; = k]P[N, — Ny = n — k])
P([N; = n])

o~ QA" L —A(t—s) A(t=s)" "
_ 3] (n—k)!
=t (At')"
= G-t

2.6 Processus de Poisson et loi uniforme

La loi de (Ay, Ay, ..., A,,) sachant [N; = n] est celle de (U, Uy, ...,U?); ot U est la i°™e
plus petite valeur parmi les Uy, Us, ..., U, qui sont des variables aléatoires indépendantes de
méme loi uniforme sur [0,¢] ( en particulier U = min(Uy, ..., U,) et U} = max(Uy, ..., Uy,)).

Cette loi a pour densité f* définie par :

2oG0<s<8<..<s

tn St

n I

f*<81, 59, .uuy Sn) =
0 sinon.

Ainsi, pour simuler les n premiers temps d’arrivée d'un processus de Poisson sachant
que [N; = n], il suffit de tirer n nombres au hasard entre 0 et 1 (touche “random” de
la calculatrice), de les ranger par ordre croissant, puis de les multiplier par t en faisant

éventuellement les conversions en format horaire adéquat (heures, minutes, seconde).

2.7 Processus de Poisson composés

Pour un processus de Poisson, la condition C3 entraine I'impossibilité d’une réalisation
simultanée de deux événements ou plus. Si on supprime cette condition, les événements

peuvent se produire par “grappes”, 'effectif de la grappe étant lui-meéme aléatoire.

60



Exemples

* Arrivées d’avions dans un aéroport : chaque avion transporte un certain nombre de

passagers ;

* Traffic routier : chaque accident engendre un certain nombre de blessés...

Les instants d’occurrence des grappes d’événements sont les A,, d’un processus de Pois-

son de parametre \.

A chaque instant A,, est associée une variable aléatoire Y,, désignant le nombre d’événements

se produisant a l'instant A,,.

On suppose les Y,, indépendantes et de méme loi.

Z; est le nombre d’événements apparus jusqu’a l'instant ¢.

On a la relation fondamentale suivante :

Zy=Yi+Ys+ ...+ Y,

Cette relation permet, en particulier, de déterminer la fonction génératrice de Z; et

donc son espérance et sa variance.

Propriété 2.7.1. ([15]) Gz (s) = exp(At(Gy(s) — 1)); E(Z;) = ME(Y) et var(Z;) =
ME(Y?).

Exemple. Le nombre d’accidents par jour dans une ville suit un processus de Poisson de
parametre 2 et le nombre de personnes impliquées suit la loi géométrique de parametre
1/2 . Quelle est la moyenne et la variance du nombre de personnes accidentées durant une

semaine ?
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E(Y) =2 et var(Y) = 2 = E(Y?) — E(Y)? d'ott E(Y?) = 6 et, pour t = 7,E(Z;) =
2xTx2=28ctvar(Z;) =2x7x6=84.

Remarque 2.7.1. On a E(N;) = M, donc, par exemple, dans le cas de 'avion, le nombre
moyen de passagers arrivés jusqu’ a l'instant ¢ est égal au nombre moyen E(N;) d’avions
arrivés jusqu’a ¢t multiplié par le nombre moyen de passagers par avion E(Y), ce qui parait

évident.

2.8 Processus de Poisson homogene(HPP)

Le processus de Poisson homogene est un processus tel que 'intensité est une constante.

Donc on a alors :

ANeR,, P{N(t+7)— N(t) =k} =e

Propriété 2.8.1. ([15]) Le temps du n®™® événement a partir d’'un systéme modélisé par

une HPP a une distribution gamma avec le parametre o« =n et 5= 1/\.

Propriété 2.8.2. ([15]) La somme de deux processus de Poisson indépendants de pa-

rametres respectifs A\ (t) et Ao(t) est un processus de Poisson de parametre A;(t) + Ao(t).

2.9 Processus de Poisson non-homogene(NHPP)

Un processus de comptage { N (t),t > 0} est appelé un processus de Poisson non homogene,

avec la fonction d’'intensité A(t) et ¢ > 0, s’il satisfait les propriétés suivantes :
(a) N(0) =0,

(b) le processus {N(t)} a accroissements indépendants,

(c) p(N(t,t+h) =2) =0(h),

(d) p(N(t,t+h)=1)=At)(h)+0(h).
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Lorsque l'intensité de A(t) est une constante dans le temps, alors on obtient un processus
de Poisson homogene (PPH). Si A est le taux d’intensité d’'une PPH et en plus il représente
les temps inter-arrivées entre deux événements qui sont iid RV, alors 'PPH est aussi un
processus de renouvellement, contrairement a ’autre PPNH dont les temps inter-arrivées

ne sont pas iid RV.

La fonction de I'intensité d’un NHPP peut étre interprétée comme :

pr(N(t,t+At) > 1
At—0 At '

La valeur moyenne de la fonction du PPNH est définie comme la valeur non décroissante
et non négative

M(t) = E(N(s,£))0 < s < t,

avec

M(t) = E(N,)t > 0.

dAM (1)
dt

des défaillances (ROCOF) pour le PPNH. La propriété (3) dans la Définition 1 implique
que p(t) = A(t) de telle sorte que M(y, s) = [ M (t)dt.

En supposant que M (t) est différentiable, alors u(t) = est le taux d’occurrence

Le PPNH est défini de fait par :

[M(y, s)]*

P(N(y,1) = k) = =2

exp{—=M(y,s)},

pour tout entier k.

il existe deux protocoles d’échantillonnage différentes qui fournissent des données : ()

défaillance tronquée et (i7) Temps tronqué (time truncated case).
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Les données sont dites de défaillances tronquées lorsque le test s’arréte apres un nombre
prédéterminé d’échecs. Supposons que l'on observe jusqu’a n événements qui se produisent
(n fixé), si I'on observe les temps de défaillance chronologiques t; < to < ... < t,, est le
temps de la n®™¢ défaillance. On remarque, dans ce cas, le nombre de défaillances est fixé

mais le temps, ou le test s’arréte, est aléatoire.

Les données sont dites a temps tronquées lorsque le test s’arréte a un temps ¢ prédéterminé.
Nous observons une série de temps de défaillances ¢, < ... < t, << t. Dans ce cas, le mo-

ment ou le test s’arréte est fixé mais le nombre de défaillances n est aléatoire.

Supposons que le systeme est observé dans un intervalle (0,y] et les défaillances sont
enregistrées a des instants 0 < ¢; < ... < t, < y. La limite supérieure y pourrait étre
un point final prédéterminé, ou le moment de la n®™° (prédéterminée) défaillance. Dans le
premier cas, il s’agit d'un temps d’une expérience tronquée, tandis que le second il s’agit
d’une défaillance tronquée. Finalement, dans les deux expériences la fonction de I'intensité

est donnée par : \(t) = A(¢;0),

et la fonction de vraisemblance :

L(6,t) = ﬁ/\(ti; 0)exp{— /Oy A(t; 0)dt}. (2.1)

Si on considére un PPH avec un taux A (taux d’intensité), alors la vraisemblance devient

Ntexp{—Ay}.

2.9.1 Propriétés de processus de Poisson non homogéne

Propriété 2.9.1. ([22]) La somme de deux processus de Poisson non homogene indépendants
de parametres respectifs A;(t) et A\y(t) est un processus de Poisson de parametre A\, (t) +

Ao (t).
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Propriété 2.9.2. ([22]) La distribution conjointe, définie aux instants t1,ts,...,t,, de
PPNH d’intensité \(¢) est donnée par :

Fltitoe ty) = H At exp{— /Oy A(t)dt}, (2.2)

ou y est le temps d’arrét : Pour le cas d’événements tronqués on a y = t,,, et y =t pour le
cas de temps tronqué. Dans un cadre bayésien, les deux expériences conduisent aux mémes

estimations, alors que pour ’approche fréquentiste, certaines différences sont possibles.

Propriété 2.9.3. ([22]) Soient les événements qui suivent processus de Poisson de taux
A, et qui sont indépendant de tout ce qui s’est produit avant (un événement qui se produit
a linstant ¢ est compté avec la probabilité p(t)). Le processus des événements comptés

constituent un processus de Poisson non homogene avec une intensité A(t) = Ap(¢).

Pour la simulation, on a considéré le cas suivant :

At) = Ao + ae™P.

2.9.2 Classes des PPNH

Une classe générale des PPNH est décrite par la fonction d’intensité A(t,a,5) =
ag(t, ), avec a, f > 0. Cette classe contient des procédés bien connus, tels que le Musa-

Okumoto, le Cox-Lewis, les processus de la Loi de Puissance et les processus log-linéaires.

Le processus de Musa-Okumoto

Ce processus a une fonction d’intensité

At o, 8) = af [t +9),
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et sa fonction des accroissements finis est donnée par :

M(t,a,3) = /x(a/a: + f)dx
= a/(m/x + B)dx
= alog(t+ 3).
Le processus de Cox-Lewis

Le processus de Cox-Lewis a une fonction A(t,a, ) = aexp{St} et sa fonction des

accroissements finis M (¢, a, 3) est donnée par :

M(t,a,5) = /x(aexp{ﬂx})dx
= a/x(exp{ﬂx})dm
1
— a(/Sesp(t)] - [ Gew{Batda)

= Gres{or - %eXP{ﬁt}-

Donc
M(t,a,5) = (a/8)lexp{Bt} — 1].
Processus de Loi de Puissance

La fonction d’intensité de la Loi de Puissance a la forme A(t,a, ) = aft?~! et sa

fonction des accroissements finis est donnée par :

M(t,a, ) = /x(aﬂxﬁ_l)da:.

Donc

M(t,a, () = at’.
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Un traitement unifié de cette classe de point de vue bayésien est possible. Considérons
un PPNH avec une fonction d’intensité A(¢) et supposons que nous observons le systéme a
un instant y et a n (nombre des défaillances survenant au moment ¢; < ... < t,,), alors la

fonction de vraisemblance est donnée par

Flt1, b ty) = H A(t)exp{— /Oy A(t)dt}, (2.3)

oul = (tth...,tn).

Dans le cas d’un processus de la loi de puissance avec une intensité A\(t) = aft°1, la

fonction de vraisemblance est définie par :

n Y
L(a, 5, T) = Haﬁt?_lexp{—/ aﬁtf_ldt}
& 1 Y 1
= a"ﬁ”Ht?f exp{—/ ozﬁtff dt}
= a”ﬁ”Htfflexp{—ayﬁ}. (2.4)
Une possible distribution a priori pour « et 3 est donnée par

— a~1TI(a,b),
- B ~Uniform(0,2).

Nous supposons que « et (3 sont indépendants.

L’application du théoreme de Bayes, nous donne :
m(a, B\I) < L, B, T)m () (5),
(o, B\I) x af ﬁ tiﬁ_lexp{—ayﬁ}a“_l exp @ T0.2)(8),
(o, B\I) a”*“llﬁ"exp{—ayﬁ + b} exp? 2=t 18k [ o). (2.5)
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Processus log-linéaire

Un processus log-linéaire est un PPNH avec une fonction d’intensité

A(t) = exp(vo + mt),

ou les parametres 7y et 7; sont définis sur R. Pour un processus log-linéaire, le nombre

moyen de défaillances a 'instant ¢ est :

A(t) = exp(yo)[exp(nt) — 1]/m.
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Chapitre 3
Fiabilité

La théorie de la fiabilité a pour objectif d’étudier I'aptitude de dispositifs techniques
(machines, équipements,...), & accomplir une fonction requise, dans des conditions données,
durant un temps donné. Actuellement, c’est une discipline a part entiere. Prévoir la fiabilité
d’un systeme est essentielle pour des problemes de sécurité (systemes de freinage, systéemes
nucléaires, systémes informatiques...), la quasi-impossibilité de réparer certains matériels
(satellites), les problemes économiques (cotlts des défaillances, gestion du personnel de
maintenance, maintenance des stocks des pieces de rechange),... se qui rend la connaissance

de la fiabilité des systemes utilisés indispensable.

Les défaillances se produisent généralement de facon aléatoire, il est logique de faire
appel aux calcul probabiliste pour I’étude d’un probleme de fiabilité. Ainsi, nous définissons
la fiabilité d’un dispositif comme étant sa probabilité de fonctionner correctement pendant
une durée donnée, ou, ce qui revient au méme, la probabilité qu’aucune défaillance ne se

produise pendant cette durée.
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3.0.3 Rappel sur la théorie de la fiabilité
Fonction de répartition

La fonction de répartition de T est la probabilité que le systeme tombe en panne avant
I'instant ¢

Vt > 0,F(t) = Pr(T < t),

ol : T est la durée de vie d’un systeme.

Fonction de fiabilité

La fonction de fiabilité de systeme a I'instant ¢ est la probabilité pour que ce systeme

fonctionne sur tout l'intervalle [0, ¢] et on a :

R(t) = 1-F(t)

= Pr(X >1).

Fonction de structure

La fonction de structure traduit les relations fonctionnelles entre les composants du

systéme et son état de panne / fonctionnement.

Soit X = (X1, Xa,...., X;,) € {0,1}" le vecteur décrivant conjointement les états des
composants. On définit une fonction ®(X) décrivant 'état du systéme a valeurs dans {0, 1}

par :
1 si le systeme est en bon état.
(X) =

0 si le systeme est en panne.
ou :
1 si le composant i est en bon état.

0 si le composant 7 est en panne.
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Définition 3.0.1. La variable aléatoire T', généralement absolument continue, représente
la durée de vie d’un dispositif (ou la durée de bon fonctionnement jusqu’a sa premiere

panne).

e Fiabilité a U'instant ¢t : R(t) = P([T > t]).

e Fonction de répartition de 7' : F(t) = P([T > t]).
e Densité de défaillance : f, densité de la loi de T

e Taux de défaillance instantané : \(t) = }lliH(l) PI>U([t < T <t + hl).

Proposition 3.0.1. ([9]) L’une de ces données suffit a caractériser la loi de T.

Preuve : On a

De plus, A(t) = lﬁgt&) = t) et R(t) = exp [f Au )du] :

Lois utilisées

e Loi exponentielle : f(t) = Ae M1y oo((t), 7 = E(T) =

constant, caractérise les dispositifs sans usure).

Loi de Weibull : f(t) = AB(t — to)?Le 2= E(T) = T(1+ (At —t))? ).

[ ]
e Loi gamma : y(\, a), f(t) = T )t“ Le™ 10 4 oof(t), E(T) = g
t—m 2
e Loi normale : N'(m,c?), f(t) = m}ﬁe_( 7 , E(T) =m.
(Int—m 2 0.2
e Loi log-normale : f(t) = tm}ﬁef Eoa 10 400((t), E(T) = €™ 2.



3.1 Fiabilité des systemes réparables :

Dans cette section, nous allons se concentrer sur les processus de Poisson non homogenes
en illustrant quelques unes de ses propriétés et de ses applications. En particulier, nous
donnons un apercu sur les liens existants en fiabilité, avec une illustration rapide des notions

mathématiques.

3.1.1 Systemes réparables

Les systemes sujets a des pannes peuvent étre divisés en deux catégories principales :
Les systemes irréparables et les systemes réparables. Lorsquune pompe hydraulique dans
une centrale électrique tombe en panne, elle sera remplacée (la pompe hydraulique est un

systeme non réparable), tandis que la centrale électrique est un systeme réparable.

Une fois qu'un systeme subit une panne, différentes stratégies de réparation ont des
influences sur sa fiabilité, généralement définie comme la probabilité d’aucune défaillance
dans des intervalles de temps. En réparation ”parfaite”, le systeme est ramené a sa fiabilité
initiale, alors qu'une réparation minimale instantanée d’un petit composant restaure la
méme fiabilité du systeme juste avant la panne. L’ancienne stratégie correspond a un état
communément appelé ” bon comme neuf ” ou” méme comme neuf ”, tandis que la seconde
correspond a la ” mauvais-comme-vieux ” ou ” de méme que -vieux ” état. Les défaillances
du systeme dans les deux stratégies sont généralement modélisées par des processus de

renouvellement et NHPP. respectivement.

La fiabilité peut étre constante au fil du temps, comme il arrive dans le processus de
Poisson homogene (HPP), le seul NHPP qui est un processus de renouvellement aussi. Les
systemes sont soumis a la décroissance ou la croissance de la fiabilité (avec constance comme
un cas particulier des deux); dans leur durée de vie, ils peuvent vivre I'une ou 'autre ou
les alterner a certains points de changement. La détection séquentielle de problemes dans

le logiciel, sans introduction de nouveaux, implique une croissance de fiabilité partout
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dans la phase de test. En revanche, il existe des systemes soumis a de nombreux échecs
)

précoces, puis une diminution des échecs est suivie d'une longue période de défaillances

rares et par une derniere période avec un nombre croissant d’échecs. Apres la phase initiale

de "fiabilisation par rodage” suivie d'une croissance de fiabilité, ces systémes connaissent

une fiabilité constante (”vie utile”) suivie d’une phase finale de décroissance de fiabilité, le

terme 7 baignoire 7 est utilisé pour décrire ce comportement en raison de la forme de la

fonction d’intensité de la NHPP correspondant.

Les deux stratégies de réparation illustrées avant sont deux stratégies opposées et
extrémes. Dans la pratique, les réparations augmentent habituellement la fiabilité du
systeme par rapport a celle qu’elle avait juste avant la panne, mais elles ne le ramenent
pas a sa valeur initiale. En outre, les réparations ne sont pas, en général, instantanées et

I'indisponibilité doit etre modélisée ainsi.

Enfin, il convient de mentionner que les systéemes complexes peuvent étre divisés en
composants et leur fiabilité pourrait étre le résultat de la superposition de la fiabilité de

leurs composants.

Analyse statistique de la simple NHPP

Considérons un NHPP avec une fonction d’intensité A(t;6). Supposons que nous ob-
servons le systeme a un temps y. Soit n le nombre d’échecs qu’a eu lieu aux instants

t1 < ty... < t,; puis la fonction de vraisemblance est donnée par :

n

L(6;1) = [ Ats)exp— /0 "\, (3.1)

=1
out = (ty,....1,).

Au moins deux expériences sont possibles : L’observation du systeme a un instant donné,

ou jusqu’a ce que la n®Me défaillance se produit. Le premier cas est appelé troncature de
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temps, tandis que le second est appelé troncature d’échec, avec y = t,,. Exceptionnellement
différent, les deux expériences conduisent aux meémes estimations dans un cadre bayésien,
alors que certaines différences sont possibles selon une approche fréquentiste, telle que
dans I'estimation du maximum de vraisemblance des parametres du processus de la lois de

puissance.

Mesures de fiabilité

L’estimation des parametres n’est pas, sans doute, l'objectif le plus important d’une
analyse statistique de la fiabilité. L’intérét majeur d’une étude de fiabilité statistique re-
pose sur la possibilité de prévoir les futures défaillances, que ce soit sur le systeme sous
observation ou un nouveau systeme. Un exemple de la quantité d’intéreét est la fiabilité du
systeme, qui est défini comme R(y,s) = P{N(y,s) = 0} pour le systeme observé jusqu’a
temps y ou R(s) = P{N(s) = 0} pour un nouveau systéme. Pour un PLP, la fiabilité
du systeme devient R(y,s) = exp{—Ms" + My} et R(s) = exp{—Ms"}, respectivement.
Une quantité connexe est la prédiction du nombre de défaillances dans un certain intervalle

de temps.

Une autre quantité d’intérét est le nombre prévu de défaillances dans des intervalles
futurs, soit F[N(y, s)] pour le méme systeme ou E[N(s)] pour un nouveau systéme. Pour
un PLP, le nombre attendu de défaillances dans des intervalles futurs est donné par

E[N(y;s)] = M[s”? — y”] et E[N(s)] = Ms”, respectivement.

Enfin, 'estimation de la fonction d’intensité a y est importante. NHPP sont parfois
utilisés pour décrire les défaillances dans les tests d’un prototype. Un nouveau produit
est testé avant d’étre commercialisé. La réalisation de fiabilité satisfaisant, le cout excessif
des essais supplémentaires, le risque d’obsolescence du produit sont quelques causes qui
impliquent l'interruption de 'essai au moment y. Une fois que le produit est commercialisé,

aucun autre essai n’est autorisé pour I’améliorer et sa future fiabilité est la méme qu’il avait
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eu au temps y.

3.2 Points de changement dans les NHPP

Cette partie, décrit un systeme dont le comportement change a un instant donné. On
considere deux types différents de modeles de point de changement. Dans le premier, on
considere des modeles permettant des changements dans le niveau de fiabilité apres chaque
échec (comme le systeme est réparé et mis en fonctionnement), par exemple : la fiabilité du
logiciel. Dans le second, on considere un modele permettant des changements aux points
aléatoires dans le temps, en raison de panne d’un composant sans provoquer 1’échec du
systeme ou en raison d’interventions par équipe de maintenance a points inconnus dans le

temps.

Fabrizio Ruggeri et Siva Sivaganesan (2005)[21] considérent les points de changement
dans le processus de la lois de puissance juste apres chaque échec (a l'instant ¢, s), modi-
fiant la valeur de 3. Les variations de M pourraient étre semblables mais encombrante. On
note par ; la valeur du parametre a linstant ¢, 7 = 1,...,n, juste apres un échec, identi-
fiant le processus (t;, t;11], ou By est la valeur du parametre sur (to,¢1]. Ici, nous prenons

to =0 et t,1 1 =y, c’est-a-dire les extrémités de 'intervalle d’observation.

Fabrizio Ruggeri et Siva Sivaganesan (2005)[21] considerent a la fois un modele hiérarchique
et un autre dynamique. Dans le premier modele, ils suppose de fait que (¢, 0?) et le 3;, s sont
iid avec un LN (¢,0?);i = 0,...,n de distribution log-normale. Dans le dernier modele, ¢
et o2 suivent respectivement, une distribution a priori normal A/ (p, 72) et une distribution

gamma inverse a priori ZG(p, ).

La vraisemblance devient
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n n+1
M" H Bioat] " texp—M Z(tfi_l_l — ). (3.2)
i=1 i=1

En supposant que la distribution a priori de M est une Gamma, de ce fait, on obtient
les distributions conditionnelles a postériori de M, o2 et ¢ qui suivent respectivement
une distribution Gamma, une distribution Gamma inverse et une distribution normale.
A Texception de la constante de normalisation, les distributions conditionnelles des j3;, s
sont connues. C’est une situation typique dans laquelle les distributions conditionnelles
completes peuvent étre utilisées pour simuler la distribution conjointe a posteriori par

I’algorithme Metropolis-Hastings et 1’échantillonneur de Gibbs.

Dans [21], les auteurs consideérent un modele dynamique, pour le parametre (3;_; qui se

modifier aux instants ¢;,i = 1, ..., n, défini par :

logB; = log(a) + log(Bi-1) + €,

ou a une constante positive et ¢; une variable aléatoire iid issue d’une loi normale d’une
moyenne de 0 et de variance o2 (bruit blanc). Des choix appropriés des probabilités a priori
conduisent a la simulation de la distribution conjointe a posteriori par ’échantillonneur de

Gibbs avec des pas de Metropolis.

3.2.1 Défaillances dans les métros : Fiabilité de la porte du train

L’exemple suivant présente, une estimation des parametres du modele de fiabilité,

modélisé par un processus de loi de puissance, basée sur les méthodes de simulation MCMC.

Nous considérons que les données de défaillance de 40 rames de métro, qui ont été livrés
a une entreprise européenne de transport entre Novembre 1989 et mars 1991 et tous ont

été mis en service a partir du 20 Mars 1990 au 20 Juillet 1992. Surveillance de défaillance
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terminée le 31 Décembre 1998. Quand une panne a eu lieu, a la fois la lecture de ’'odometre

et la date de I’échec ont été enregistrés, avec le code du composant défectueux.

La recherche initiale visait a analyser la fiabilité de la porte avant 1’expiration de la
garantie. On examine tout les échecs, sans faire de distinction entre les différents modes de
défaillance. Dans cette étude, nous réalisons d’abord une analyse exploratoire des données
afin d’identifier les principaux modes de défaillance parmi les sept modes classifiés. Dans
notre cas, on ce limite a deux types de défaillances : défaillances dues aux commandes

d’ouverture des portes et de pieces mécaniques.

Les portes, comme d’autres composants de train, doivent étre construites suivant cer-
taines exigences techniques, en assurant un niveau minimum de fiabilité, c’est-a-dire une
contrainte sur le nombre maximum d’échecs attendus dans des intervalles prescrits (en

jours) et d’espace (en kilomeétres).

Le but est de trouver des modeles capables de décrire 'historique des échecs et de

prédire le nombre de défaillances dans des intervalles de temps futurs.

Les portes de train peuvent étre considérées comme des systemes réparables complexes,
soumis a des réparations partielles en cas des échecs. En effet, les portes en général ne
sont pas remplacées, quand une panne surviennent. L’intervention de réparation s’effectue
sur le composant défectueux : soit de le réparer ou de le remplacer. Par conséquent, les
interventions apres les échecs n’ont pas d’incidence significative sur le comportement et la

Y

fiabilité de la porte. C’est la situation typique décrite dans la fiabilité ” aussi mauvais que
vieux 7, puisque les réparations sont partielles alors ce qui ramene la fiabilité du systeme

a son état juste avant la panne.

Nous avons considéré un modele hiérarchique afin de relier les kilometres et les jours;

ici nous considérons une fonction d’intensité bidimensionnelle pour le processus de Poisson.
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Les tracés de kilometres par rapport aux jours pour chaque échec montrent une relation
plutot linéaire entre eux et cela se reflete dans la fonction d’intensité bidimensionnelle. Dans
le méme document, les données combinées sur tous les modes de défaillance ont montré une
périodicité de 12 mois; ici nous introduisons une composante périodique dans la fonction
d’intensité ainsi, basée sur les résultats de périodogrammes. En outre, la concavité de la
courbe de nombre cumulé de défaillances par rapport au temps induit de considérer un

élément de base décroissant avec le temps en fonction de l'intensité.

Les distributions a posteriori des parametres des modeles divertis ont été obtenus via
des simulations MCMC et ils ont été utilisés principalement pour faire les prévisions sur le

nombre de défaillances futures.

3.2.2 Les données

Dans notre projet de consultation et de motivation, nous avons analysé les données de
défaillance de 40 rames de métro, qui ont été livrés a une entreprise de transport entre No-
vembre 1989 et Mars 1991 et tous ont été mis en service a partir du 6 Avril 1990 au 20 Juillet
1992. La surveillance des pannes terminée le 31 Décembre 1998. Quand une panne a eu lieu,
a la fois la lecture de 'odometre et la date de 1’échec ont été enregistrées. Les données ont
été recueillies dans le but d’analyser les composants d'une rame de métro étaient les plus
influentes sur le cout du cycle de vie de ’ensemble des trains. Les quatre composantes les
plus pertinentes ont été identifiées : portes, roues de moteur et deux convertisseurs. Roues
de moteur sont des composants mécaniques dont les échecs sont principalement dues a deux
composants, alors que les convertisseurs sont constitués d’un grand nombre de composants,
principalement électroniques, sous réserve des échecs. Nous avons décidé de mettre ’accent
sur les échecs des portes d’ouverture, car ils sont les composants qui ne sont plus soumis a
des échecs. La prévention de ces échecs et la réduction de leur cott sont importantes pour
la société. Par conséquent, il est important que les portes sont fiables au moins comme

indiqué par le fabricant dans le contrat signé avec la compagnie de transport. Les écarts
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dans la fiabilité des composants sont pris en charge par une période de garantie dont des
défaillances structurelles des composants sont facturés au fabricant qui doit soit payer une
indemnité a la compagnie de transport ou de régler le probleme par 'amélioration des
interventions. Par conséquent, la compagnie de transport est intéressé a vérifier la fiabilité
des composants avant leur garantie arrive a échéance et le présent document vise a fournir

un outil pour décrire les échecs et faire des prévisions.

3.2.3 Analyse exploratoire des données

Dans la Figure 1, nous montrons le nombre cumulé de défaillances de tous les trains en
fonction du temps (exprimée en jours); les astérisques indiquent quand chaque train a été
mis en service. Un comportement transitoire a lieu pendant les 500 premiers jours, quand
35 trains sont mettre en service, apres cette période, le nombre cumulé de défaillances, qui
est maintenant calculé sur un nombre sensiblement constant de trains, prend peu a peu

une concave fa(;onner.
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F1G. 3.1 — Nombre cumulés de défaillances par rapport aux jours pour tous les trains.
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Oscillations périodiques peuvent également étre remarqué dans la courbe, comme I'a

confirmé par la Figure. 2, qui montre une tendance saisonniere dans I’apparition de défaillances.

70 I I I I I I I

60 -

0 10 20 30 40 50 60 7o 80 90 100

FiG. 3.2 — Pas Mensuel d’échecs pour les 40 trains a partir Janvier 1991.
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Ces résultats nous ont conduit a envisager le développement en série de Fourier de
la série temporelle du nombre mensuel de défaillances. Depuis 1’ensemble de la période a
104 mois et nous sommes intéressés a identifier les cycles saisonniers possibles, les huit
premiers mois sont jetés afin que les données sont considérées comme plus exactement huit

ans. L’harmonique de la j de 'expansion de Fourier, j = 1, ...,48, est alors donnée par

21y 21y
{a; Cos(%i) + b, sin(%i) %

ou a; et b; sont les coefficients de Fourier. La période de I’harmonique jiéme est de 96/,
et de composants saisonniers sont identifiés par des valeurs entieres de j. Par exemple,
lorsque 7 = 8, la période est de 12, correspondant a un cycle d'un an. Le périodogramme
{a? + b?}j est tracée sur la Figure 3. Ici, la seule fréquence qui est nettement prédominante
est celle correspondant a la huitieme harmonique (correspondant & une période de 12 mois),

I’exclusion de la premiere harmonique qui représente la tendance.
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En ce qui concerne la courbe du nombre cumulé de défaillances en km pour tous les
trains, une représentation plus lisible exigerait d’avoir un nombre constant d’trains. Ainsi,
nous écartons les huit trains qui ont couru moins de 500 000 km. Maintenant 507 291 km,

est le minimum de la derniere lecture des odometres de reste des 32 trains.

3.2.4 Modele pour 'apparition de défaillances

Nous introduisons un modele pour les pannes du systeme d’ouverture de porte d’un
seul train, qui est composé de trois wagons. Les réparations du systeme considéré dans
son ensemble consistent la substitution de petites pieces. Ensuite, nous sommes dans une

situation de réparation minimale et un modele de processus de Poisson semble approprié.

La distance parcourue est évidemment le meilleur moyen de mesurer le vieillissement
d’un train, mais le temps doit aussi etre considéré pour tenir compte de la saisonnalité dans
les données. Parce que la distance parcourue est essentiellement une fonction du temps,
laissant ¢ désigne le temps écoulé en jours et g(t) la distance parcourue au temps ¢, nous
pouvons intégrer les deux échelles de mesure a l'intérieur d’une fonction d’intensité qui

dépend de t seulement :

A(t;0) = u(g(t); 01)s(t; 02),t > 050 = (01, 02). (3.3)

Ici, pu(.;01) ) représente la fonction de I'intensité de base du procédé, et

s(t; 02) = exp{pcos(2mwt + @)},02 = p > 0.

O seule "amplitude p est inconnue. La fréquence est w = 1/365 (one-year cycles), et la
phase ¢ dépend de la date de départ de chaque train, et peut étre considéré comme 2mwt*,
ol t* est le nombre de jours a partir du ler Janvier de l'année au cours de laquelle le train
a commencé son service depuis la date de départ lui-méme. Les plus hauts sommets de la

série chronologique des comptes mensuels observés se produisent en fait autour de Janvier.
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Les analyses préliminaires nous amenent a renoncer aux processus de Poisson qui sont
couramment utilisés dans la fiabilité (par exemple, le processus de la loi de puissance),
donc nous considérons

log(1 + bik)

k;01) =10

701 - (b07 bl)a b07 bl 2 O) (34)

une fonction qui augmente la hauteur de son point maximum a (e — 1)/b; Puis passons
a zéro lorsque k — oo. Cela représente une situation ou les premiers échecs ont lieu, et,
peut-étre apres certaine réparation d’amélioration, la fiabilité améliore modérément. En
outre, la fonction de valeur moyenne correspondante, bylog®(1 + byt)/(2b;),a une forme qui

ressemble au nombre cumulé des échecs sous enquéte.

Pour un train contrélé dans un intervalle de temps [0,7] qui a échoué a des moments
(t1,...,t,) = t, et des lectures de 'odometre (ky, ..., k,) = k, la fonction de vraisemblance

est alors :

n

L0, k.t) = [ [ nlg(t:). 01)s(t:, 62) exp[—/o p(g(t), 61)s(t, 65)dt]. (3.5)

1=1
3.2.5 Estimation bayésienne non paramétrique

L’estimation de régression paramétrique de la relation entre le temps et les kilometres
terme ne s’est pas avérée satisfaisante, puisque les changements imprévisibles apparaissent
dans le modele d’utilisation de plusieurs trains. Par conséquent, la modélisation g comme
un processus stochastique non négatif et non décroissant inapercu semble approprié. Si
¢ suit un processus de gamma avec (positif) parametres a et b, puis il a accroissements
indépendants et g(t) suit une densité gamma avec la forme a ’échelle et b. L’hypothese
d’incrément indépendant est raisonnable, parce qu'un train a un horaire quotidien fixe qu’il
devrait suivre. L’hypothese de distribution implique que la lecture prévue de I'odometre au

moment ¢ est at/b, avec une déviation standard v/at/b. Cela prend en compte la linéarité
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essentielle de la relation entre le temps et les kilometres, et I'incertitude qui augmente a

mesure que 'on regarde plus loin dans I'avenir.

Le modele peut étre résumé par la structure hiérarchique suivante :
g(t) ~ G(at,b),

0~ 7(6),

[tlg,0] = NHPPu(g(t); 01)s(t; 62),

[klt, g] = H5g(ti>(~)-

ou m(#) est une densité a priori spécifié sur 6, les crochets sur le stand de gauche pour ”
distribution de probabilité, et §4,)(.) (.) est la masse point g(¢;). NHPP. signifie ” processus

" avec sa fonction d’intensité entre accolades.

de Poisson non homogene ’

Pour # nous prenons des distributions a priori indépendantes pour chacun de ses
éléments. Si la probabilité a priori sur by est impropre et ceux sur b; et p ont un sup-
port borné supérieur, alors il est facile de montrer que la conjointe a posteriori est propre.
Nous aimerions utiliser les probabilités a priori impropres partout, mais il n’est pas évident
que, dans ce cas, la conjointe a posteriori est toujours bonne. Une estimation pilote des
parametres sera nécessaire pour déterminer les limites supérieures raisonnables pour les

probabilités a priori de by et p.

Pour l'estimation bayésienne du modele, Fabrizio Ruggeri et Siva Sivaganesan [14] ont
mis en place un algorithme de simulation, composante par composante, qui est semblable a
une chaine de Markov Monte Carlo (MCMC). Nous disons ”similaire” parce que, contrai-
rement a des situations ou la fonction de la valeur moyenne elle-méme est une réalisation

d’un processus de Gamma, la distribution a posteriori de g n’est pas celle d'un processus
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de Gamma, de sorte que nous ne pouvons simuler directement. L’algorithme est alors le

suivant :

1. Mise a jour by selon sa densité conditionnelle totale qui est gamma :

Tlog(1+big(t) .
G(n+ 1,/0 L+ bio(h) s(t; p)dt).

2. Mise a jour by et p séparément avec une étape de Metropolis chacun, ou a la fois
la proposition et les densités a priori sont uniformes sur une gamme appropriée. Le

taux d’acceptation est alors un rapport de vraisemblances.

3. Mise a jour g avec une étape d’acceptation/rejet. Un nouvel g est proposé a partir
de la distribution de g conditionnel a savoir que les valeurs de g aux points en ¢ sont
celles en k. En négligeant les informations que les défaillances ont été effectivement
observées a l'instant t, cette répartition se réduit a celle d’un processus de gamma
conditionnés a traverser les points (t;, k;);. Ensuite, il peut étre montré que dans
chaque intervalle (t;_1,t;),7 = 1,...,n(ty = 0), la trajectoire de la courbe g est celle
d’une fonction de distribution cumulative tirée d’un processus de Dirichlet multiplié
par g(t;) — g(t;_1) ci-dessus et décalée par g(t;_1). Le processus de Dirichlet possede
un parametre a a(t;+1—t;)U;(.), ou U;(.) Désigne la distribution uniforme sur (¢;_1, ;).
Dans l'intervalle (¢,,7") de la courbe g est sans contrainte, il est donc simplement

d’un processus de gamma de parametres a et b décalée de g(t,,).

Apres cette proposition, une étape d’acceptation est effectuée en utilisant le rapport de
vraisemblance en tant que probabilité d’acceptation (qui n’est pas la probabilité d’accep-

tation requis pour 'équilibre).
Maintenant, nous allons présenter une application sur I'estimation Bayésienne des pa-

rametres d’'un modele de processus de poisson non-homogene en utilisant les méthodes

MCMC présentées dans le premier Chapitre.
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3.3 Application

3.3.1 Estimation bayésienne des parametres

Nous avons estimé les parametres d’'un modele de processus de la Loi de puissance
abordée dans le deuxiéme Chapitre de ce mémoire avec une intensité \(t, o, ) = aBt° 1,

donc la fonction de vraisemblance est donnée par :
L{a, BIT) = (B/a)"(] [ ts/ )’ exp{~(y/)’}, (3.6)
ol y, = t pour la défaillance tronquée et y =t pour le temps tronqué.

On considere une analyse Bayésinne pour ce modele basée sur une loi a priori non

informative définie comme suit :

m(a, B) o (af7) 7, (3.7)

pour v = 0 et v = 1 qui correspondent respectivement aux cas de dépendance et d’'indépendance.

La loi a priori de «, § dans ’équation (2.7) se transforme en utilisant le Théoreme de

Bayes sous la forme suivante :

(o, Blt) = C, ()" ([ ] 1) e Jam* ! .a > 0,8 > 0, (3.8)

i=1

ou C' est une constante donnée par :
n n=y
O, (1) = <1nHy/ti> / (D(n)T(n — 7)), pour 7 =0, 1.
i=1

Pour cela, on obtient les estimateurs Bayésiens qui sont les suivants :
n
B = n/Zlny/ti,
i=1
a=yn "
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3.3.2 Estimation bayésienne des parametres par les méthodes

MCMC

En remplace la loi a priori proposée dans I’équation (2.12) par :
() ~ (a,b).

7(B) ~ Uniform(0,2).

Dans ce cas la loi a priori est donnée :
m(a, B) = a* el g 5,
et la loi a posteriori des parametres « et (3 est :

B i logt;
7(a, BIT) oc @™ot grelev’ 0" S ™ g o o (3.9)

L’échantillonneur de Gibbs considere que la loi cible est le produit des densités completes.
et pour 'appliquer, il faut tout d’abord déterminer la distribution conditionnelle de chaque
parametre. Dans notre cas, les distributions conditionnelles completes de a et ( sont fa-
ciles a extraire. Cependant, on obtient la distribution complete de « en illuminant tous les

termes dans la formule (2.14) qui ne dépendent pas de «, et on refait la méme chose pour

G, d’ou

P(a|T) o oo tel-av’+bh (3.10)
n B Zn: log t;
P(B|T) O(ﬁ e i=t I(072)ﬁ. (311)

On constate que la formule (2.15) n’est autre qu’une distribution Gamma (I'(n + a, b+
y?)). L’échantillonneur de Gibbs, dans ce cas, est plus adéquat pour simuler o. Concer-
nant la formule (2.16), il serait utile d’introduire 1’algorithme de Metropolis-Hastings pour

simuler [.
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TAB. 3.1 — Valeurs simulées de « et 3

t 1000 | 1100 | 1200 | 1300 | 1500 | 1600 | 1800 | 2000
a(107) | 2.86 | 2.80 | 2.93 | 2.96 | 2.83 | 2.78 | 2.79 | 2.89

-~

6] 297 | 2.66 | 2.46 | 2.26 | 2.06 | 1.90 | 1.64 | 1.48

L’implementation du 'algorithme de Metropolis-Hastings nécessite la mise en place de
la distribution de proposition. Pour notre cas nous avons choisi la distribution I'(n+ 1, ns?)
comme une distribution de proposition pour générer un candidat 6.

Pour le traitement des données disponibles, nous avons implementer les deux al-
gorithmes précédent sous le logiciel R. Afin d’estimer a et (§ ainsi que la valeur de leur
fonction de vraisemblance en fonction de point de changement ¢, nous avons réalisé 10 000

simulations sur nos données pour a = 5, b = 0.43 et différentes valeurs t.

Les résultats numériques obtenus sont résumés dans la Table 3.1.

3.3.3 Discussion des résultats

A partir de la Table 3.1 :

& On constate que les estimateurs B et a dépendent de choix de point de changement.

& Bien que les vrais valeurs de « et 3 sont respectivement 2.90 x 107% et 2.51. De ce
fait, on conclut que le point de changement t = 1200 jours est meilleur de fait que les
estimateurs fournis en ce point sont les plus proches aux valeurs exactes.

& En guise de conclusion, cela ce traduit par I'utilité et I'importance d’un choix adéquat
du point ou des points de changement dans I’analyse des données modélisées par les pro-

cessus non homogenes.
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Conclusion générale

Le présent travail, se focalise sur I’étude des données réelles représentant les pannes de
portes du train sur la ligne de métro d’une grande ville européenne. Apres la modélisation
de ces données par un Processus Poissonnien Non Homogene (PPNH) nous proposons
d’utiliser la technique MCMC afin d’estimer les parametres de ce processus ainsi que ses
points de changements.

Le premier chapitre a un caractere introductif. Dans ce chapitre, on décrit en détail
I’analyse statistique bayésienne et les méthodes de simulation de Monte Carlo par Chaine
de Markov. Dans le second chapitre, on a synthétisé quelques résultats concernant les
processus de Poisson (homogenes et non homogenes) et la fiabilité des systémes réparables.
De plus, on a analysé les données de défaillance collectées sur 40 rames de métro, qui ont été
livrés a une entreprise de transport entre Novembre 1989 et Mars 1991 et tous ont été mis en
service a partir du 6 Avril 1990 au 20 Juillet 1992 dans ce sens une modélisation bayésienne
des points de changements de 'historique des pannes dans les portes du train a été faite.
Finalement, une application numérique est réalisée sur les données en question. Pour cela,
les résultats obtenus montre que 'estimation des parametres d’'un modele non homogene
nécessitent un choix adéquat du point (ou des points) de changement afin d’obtenir des

bonnes estimations.
Comme perspectives, on cite :

— Une étude comparative entre les techniques classiques et bayésienne est souhaitable.

— Une extension de ce travail parait nécessaire en considérant d’autres lois a priori.
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— Analyser les techniques d’estimation des points de changements (théorique et appli-
cation).
— Application de ces différentes techniques sur d’autres échantillons réels avec différents

tailles (petite, moyenne, grande).
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